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งานวิจัยส่วนมากในระบบแนะน าเพลงใช้วิธีการกรองข้อมูลร่วมส าหรับสร้างรายการเพลง
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เนื่องจากพฤติกรรมการฟังเพลงมักจะมีการฟังที่ต่อเนื่องและมีการฟังซ้ า โดยเฉพาะการฟังเพลงล่าสุด
ของผู้ฟังแสดงถึงความชอบของเพลงในปัจจุบัน นอกจากนี้การสร้างรายการเพลงแนะน าด้วยวิธีการ
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หน่วยความจ าที่ใช้ในการประมวลผล ส่วนวิธีที่ 2 สร้างรายการเพลงแนะน าโดยพิจารณาช่วงเวลา
เฉพาะในการฟังเพลงซึ่งแตกต่างจากช่วงเวลาอ่ืนอย่างมีนัยส าคัญทางสถิติในรอบวันของผู้ฟังโดยใช้
การวิเคราะห์สถิติเชิงมุม จากผลการทดลองในฐานข้อมูลเพลง 30Music และ Last.fm แสดงให้เห็น
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ประสิทธิภาพ HitRatio และ Precision นอกจากนี้วิธีการไอเอสเอสซีเอฟสามารถใช้เวลาในการ
ค านวณที่มีประสิทธิภาพซึ่งมีความเหมาะสมในการแนะน าเพลงแบบออนไลน์ 
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Most of research papers in music recommendation systems use Collaborative 

Filtering (CF) for generating personalized recommendations based on user’s previous 
song ratings or static usage history data. But those researches adapting CF do not 
consider behavior of listening to songs and are not able to maintain the systems to 
sensitive to recent user’s preferences. Behavior of music listening is continuous and 
repetitive process, especially, the latest song listening can infer to the favorite song at 
that moment. Besides, using traditional CF, it faces with the scalability problem. It uses 
the fully static listening history of users to perform recommendation and requires very 
expensive computational time and space with the growth of the number of users and 
music in a database.  

In order to overcome this problem, we propose an algorithm for automatically 
generating song list by using Incremental Session based Collaborative Filtering with 
forgetting mechanism and Circular Statistics or ISSCF by adapting Session-based 
Collaborative Filtering (SSCF). Our proposed method generates recommended list from 
the two approaches. The first approach considers listening preferred song in the active 
session for creating recommended list that similar with the past sessions of a user since 
the user always listens song repetitively and continuously. In order to avoid 
unnecessary memory usage and processing time, we use forgetting mechanism: sliding 
windows and fading factors incorporating with SSCF. The second approach generates 
music recommended list that regards time interval of music listening by using circular 
statistics analyzed. This approach takes into account to be specific in the repetition of 
listening music in daily that difference from other time intervals statistics significantly. 
From experimental results in the 3 0 Music and Last.fm music dataset that ISSCF 
outperforms SSCF in term of accuracy by using the HitRatio and the precision 
measuring. Furthermore, the proposed method an efficient computational time that 
suitable for online music recommended.
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บทท่ี1 
 

บทน า 
 

ที่มาและความส าคัญปัญหาวิทยานิพนธ์ 
 ระบบแนะน าเพลง (Music Recommender System) เข้ามามีบทบาทส าคัญอย่างมากใน
วงการเพลงดิจิตอลที่ปัจจุบันก าลังเติบโตขึ้นอย่างรวดเร็วทั้งในด้าน 1) ผู้ให้บริการการฟังเพลงบน
อินเทอร์เน็ต อาทิเช่น Spotify1, Last.fm2 และ Pandora3 เป็นต้น 2) จ านวนเพลงดิจิตอล และ 3) 
ผู้ใช้บริการหรือผู้ฟัง ระบบแนะน าเพลงจะช่วยกรองและคัดเลือกเพลงที่มีอยู่มากมายมหาศาลใน
ระบบให้กับผู้ฟังอย่างอัตโนมัติ เพ่ือให้ผู้ฟังเข้าถึงและได้ฟังเพลงที่ตนเองชื่นชอบได้ง่ายขึ้น ซึ่งเป็นการ
เพ่ิมผลก าไรและกลุ่มผู้ฟังในตลาดการค้าเพลงอิเล็กทรอนิกส์ให้กับผู้ให้บริการอีกด้วย  

วิธีการที่ใช้สร้างระบบแนะน าเพลงมีด้วยกันหลายวิธี แต่วิธีการที่เป็นที่นิยม ได้แก่ วิธีการ
กรองข้อมูลร่วม (Collaborative filtering) โดยวิธีการนี้จะพิจารณาจากพฤติกรรมของผู้ฟังเพลงที่
เกิดข้ึนในอดีต เช่น การให้คะแนนความชอบ, การคลิก, ประวัติการเลือกซื้อเพลง, ประวัติการฟังเพลง 
เป็นต้น โดยน าข้อมูลพฤติกรรมเหล่านี้ร่วมกับข้อมูลพฤติกรรมของคนฟังคนอ่ืนที่มีลักษณะความ
คล้ายคลึงกันมาค านวณค่าคะแนนความชอบในแต่ละเพลง เพ่ือน าไปสร้างเป็นรายการเพลงที่จะ
แนะน าให้กับผู้ฟังแต่ละคน 

วิธีการสร้างรายการเพลงแนะน าให้กับผู้ฟัง ส่วนมากออกแบบและพัฒนาขั้นตอนวิธีต่าง ๆ 
โดยใช้ข้อมูลการฟังเพลงของผู้ฟังที่เคยเกิดขึ้นในอดีตทั้งหมด (Baltrunas, L., &Amatriain, X., 
2009) (Park, S. E., et al, 2011) (Dias, R. & Fonseca, M.J., 2013) ซึ่งหากระบบแนะน ามีเพลง
ใหม่เข้ามาเก็บในระบบ ก็จะต้องน าข้อมูลการฟังของผู้ฟังคนนั้ นในอดีตทั้งหมดมาค านวณและ
วิเคราะห์เพ่ือสร้างเป็นรายการเพลงที่จะแนะน า ลักษณะการท างานเช่นนี้เรียกว่า การสร้างรายการ
เพลงแบบออฟไลน์ ซึ่งเป็นการสร้างรายการเพลงที่ให้ความส าคัญของข้อมูลการฟังเพลงเท่า ๆ กัน 
ส่งผลให้เพลงเก่าที่ไม่ได้ฟังแล้วหรือไม่ได้รับความนิยมอาจถูกแนะน าให้ผู้ฟังอีกครั้ง แต่พฤติกรรมหรือ
ลักษณะการฟังเพลงจะแตกต่างจากพฤติกรรมการอ่านหนังสือ การฟังเพลงมักจะปรับเปลี่ยนไปตาม
บริบท หรือเปลี่ยนไปตามช่วงเวลา หรือความชอบในการฟังเพลงในขณะนั้นของผู้ฟังแต่ละคน ซึ่ง
สอดคล้องกับงานวิจัยของ (Baltrunas, L., & Amatriain, X., 2009) (Cebrián, T. et al., 2010) 
(Park, C. H. & Kahng, M., 2010) ที่ศึกษาพฤติกรรมการฟังเพลง พบว่าผู้ฟังมีการฟังเพลงหรือชอบ
แนวเพลงที่เปลี่ยนไปตามเวลา โดยมักจะฟังเพลงซ้ าหรือฟังบ่อย ๆ ในเพลงที่ชอบเฉพาะช่วงเวลา 
และจะท าพฤติกรรมเช่นนี้ติดต่อกันหลายวันหรือหลายสัปดาห์ และยังพบว่าส่วนมากพฤติกรรมการ
ฟังเพลงมักจะฟังเพลงที่ต่อเนื่องเป็นช่วงหรือเซสชั่น (Session)  งานวิจัยของ Sung Eun Park และ
คณะ (2011) ได้เสนอขั้นตอนวิธีที่ชื่อ “Session-based Collaborative Filtering (SSCF)”

                                                        
1 http://www.spotify.com/ 
2 http://www.last.fm/ 
3 http://www.pandora.com/ 
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(Park, S. E., et al, 2011) ซึ่งเป็นขั้นตอนวิธีคัดเลือกและสร้างรายการเพลงให้กับผู้ฟังที่ก าลังฟังเพลง 
โดยพิจารณาคัดเลือกเพลงจากเซสชั่นการฟังเพลงในอดีตที่มีลักษณะคล้ายกับการฟังเพลงจากเซสชั่น
ปัจจุบัน ต่อมา Dias, R. และ Fonseca, M.J. (2013) ได้เสนอขั้นตอนวิธีที่ชื่อ “Temporal Session-
based Collaborative Filtering (TSSCF)”  (Dias, R. & Fonseca, M. J., 2013) ซึ่ ง ไ ด้ ป รั บปรุ ง
ขั้นตอนวิธีการของ SSCF โดยพิจารณาช่วงเวลาฟังเพลงของผู้ฟังตามช่วงวัน , สัปดาห์ และเดือนใน
รอบปี และสร้างรายการเพลงโดยใช้วิธีการของ SSCF ที่สอดคล้องกับช่วงเวลา จากผลการทดลอง
แสดงให้เห็นว่าวิธีการ TSSCF มีความแม่นย ามากกว่าวิธี SSCF แต่อย่างไรก็ตามการสร้างรายการ
เพลงทั้งวิธีการ SSCF และ TSSCF ยังเป็นการสร้างรายการเพลงแบบออฟไลน์ที่พิจารณาข้อมูลใน
อดีตทั้งหมดที่ให้ความส าคัญของเซสชั่นเก่าและใหม่เท่ากัน แต่เนื่องจากตลาดเพลงออนไลน์มีเพลง
ใหมเ่พ่ิมข้ึนตลอดเวลาจึงท าให้วิธีการ SSCF และ TSSCF เกิดปัญหาเกี่ยวกับการประมวลผลข้อมูลที่
มีปริมาณมาก ซึ่งอาจท าให้วิธีการสร้างรายการแบบออฟไลน์มีประสิทธิภาพในการแนะน าลดลง การ
ใช้เวลาในการค านวณและวิเคราะห์ที่นาน และ ยังใช้พ้ืนที่ของหน่วยความจ าที่มาก เนื่องจากปริมาณ
ข้อมูลเพลงในระบบมีมากมายมหาศาลเกิดขึ้นตลอดเวลา และที่ส าคัญข้อมูลเซสชั่นการฟังเพลงของ
ผู้ฟังท้ังหมดจะต้องถูกน าเข้ามาเก็บไว้ในหน่วยความจ าตลอดเวลา 
 ดังนั้นวิทยานิพนธ์นี้จึงได้น าเสนอวิธีการสร้างรายการเพลงแบบใหม่ที่ชื่อ “Incremental 
Session-based Collaborative Filtering using Forgetting mechanism and Circular 
statistics (ISSCF)” โดยปรับปรุงขั้นตอนวิธี SSCF เดิมให้สามารถสร้างรายการเพลงที่จะแนะน า
แบบออนไลน์ เพ่ือแก้ปัญหาที่เกิดจากวิธีการสร้างรายการเพลงแบบออฟไลน์ และปัญหาเกี่ยวกับการ
ประมวลผลข้อมูลที่มีปริมาณมาก ซึ่งจะเหมาะกับระบบแนะน าเพลงที่ให้บริการเพลงแบบออนไลน์ 
โดยวิธีการ ISSCF ที่น าเสนอนี้จะน าข้อมูลการฟังเพลงของผู้ฟังแต่ละคนแบ่งเป็นเซสชั่นที่เรียกกว่า 
session profile จากนั้นน า session profile เฉพาะบุคคลไปสร้างเป็นรายการเพลงที่จะแนะน า
ส าหรับผู้ฟังคนนั้น โดยวิธีการสร้างรายการเพลงของวิธี ISSCF มีด้วยกัน 2 วิธีคือ การสร้างรายการ
เพลงที่พิจารณาจากความชอบของผู้ฟังจากเซสชั่นในขณะที่ก าลังฟังเพลง กับการสร้างรายการเพลงที่
พิจารณาจากความชอบของผู้ฟังเฉพาะช่วงเวลาว่ามักจะชอบฟังเพลงช่วงเวลาใดและชอบฟังเพลง
อะไรโดยใช้การวิเคราะห์สถิติเชิงมุม (Circular Statistics)  และเมื่อผู้ฟังหยุดฟังเพลงเมื่อไรก็จะเกิด
เซสชั่นการฟังเพลงเกิดขึ้นใหม่ซึ่งถือว่าเป็นข้อมูลย้อนกลับ (Feed back) ที่จะถูกน าไปปรับปรุง 
session profile ของผู้ฟัง โดยการปรับปรุงจะใช้วิธีการ Sliding windows เพ่ือที่จะลดความส าคัญ
ของเซสชั่นการฟังเพลงในอดีต ซึ่งจะช่วยให้การสร้างรายการเพลงที่จะแนะน ามีความแม่นย าได้เพลง
ที่ตรงกับความต้องการของผู้ฟังมากยิ่งขึ้น และยังช่วยลดเวลาในการค านวณและลดพ้ืนที่ของ
หน่วยความจ า เนื่องจากข้อมูลการฟังเพลงไม่จ าเป็นต้องน ามาค านวณและเก็บไว้ในหน่วยความจ า
ทัง้หมด จากผลการทดลองในวิทยานิพนธ์นี้แสดงให้เห็นถึงวิธีการ ISSCF สามารถสร้างรายการเพลงที่
จะแนะน าให้กับผู้ฟังแต่ละคนได้อย่างถูกต้องและใช้เวลาในการค านวณที่รวดเร็วในขั้นตอนการ
ค านวณความคล้ายของเซสชั่นและข้ันตอนการท านายค่าคะแนนความชอบกว่าวิธีการ SSCF แบบเดิม  
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วัตถุประสงค์ของวิทยานิพนธ์ 
 1. เพ่ือศึกษาและวิเคราะห์ปัญหาที่เกิดขึ้นในการสร้างรายการเพลงแนะน าแบบออฟไลน์ 
 2. เพ่ือปรับปรุงและพัฒนาขั้นตอนวิธีการสร้างรายเพลงแนะน าให้มีประสิทธิภาพเพ่ิมขึ้นทั้ง
ทางด้านความเร็วและความถูกต้องในการสร้างรายการเพลง 
 3. เพ่ือปรับปรุงและพัฒนาขั้นตอนวิธีการแนะน าเพลงให้เหมาะสมกับพฤติกรรมการฟังเพลง
ของผู้ฟัง 
 4. เพ่ือปรับปรุงและพัฒนาขั้นตอนวิธีการสร้างรายเพลงแนะน าให้มีประสิทธิภาพในการ
ประมวลผลข้อมูลที่มีปริมาณมาก 
  
ขอบเขตของวิทยานิพนธ์ 

1. วิทยานิพนธ์นี้ได้ด าเนินการทดลองในฐานข้อมูลเพลง 2 ฐานข้อมูล ดังนี้  
1.1 ฐานข้อมูลเพลง Last.fm4 จัดเก็บประวัติการฟังเพลงของผู้ฟัง ประกอบด้วย

ผู้ฟัง, เวลาในการฟังเพลง, รหัสศิลปิน, ชื่อศิลปิน, รหัสเพลงและชื่อเพลง ตั้งแต่ปี 2005 ถึงปี 
2009 โดยพิจารณาผู้ฟังที่มีการฟังเพลงมากกว่า 400 เซสชั่น ประกอบด้วย ผู้ฟังจ านวน 300 
คน, จ านวนเพลง 373,946 เพลงและจ านวนครั้งของการฟังเพลงรวมทุกผู้ฟัง 3,130,850 
ครั้ง  

1.2 ฐานข้อมูลเพลง 30Music (Turrin, R. et al., 2015) จัดเก็บประวัติการฟังเพลง
ของผู้ฟังจากเว็บไซต์ Last.fm ระหว่างปี 2014 ถึงปี 2015 โดยพิจารณาผู้ฟังที่มีการฟังเพลง
มากกว่า 400 เซสชั่น ประกอบด้วย ผู้ฟังจ านวน 279 คน, จ านวนเพลง 517,451 เพลงและ 
จ านวนครั้งของการฟังเพลงรวมทุกผู้ฟังท่ี 1,839,928 ครั้ง  
2. วิธีการวัดประสิทธิภาพวิธีการแนะน าเพลงคือ HitRatio (HR@n) ซึ่งเป็นการวัดความ
ถูกต้องของรายการเพลงที่แนะน ากับเพลงที่ผู้ฟังเลือกฟังในเพลงถัดไป และวิธีการ Precision 
ส าหรับการวัดความถูกต้องของรายการเพลงแนะน ากับรายการเพลงแนะน าทั้งหมด 

 

แนวทางในการพัฒนาวิทยานิพนธ์ 
1. ศึกษาและรวบรวมข้อมูล 

- ศึกษาขั้นตอนวิธีการพ้ืนฐานและทฤษฎีที่ใช้ในการสร้างรายการเพลงที่จะแนะน า
ให้กับผู้ฟัง 

- ศึกษางานวิจัยที่เกี่ยวข้องกับการสร้างรายการเพลงที่จะแนะน าโดยพิจารณา
ช่วงเวลาของผู้ฟังเพลงและขั้นตอนวิธีการแบบออนไลน์เป็นหลัก 

- ศึกษาและรวบรวมข้อมูลจากฐานข้อมูลเพลง Last.fm และ 30Music 
 
 

                                                        
4 http://www.dtic.upf.edu/~ocelma/MusicRecommendationDataset/ 
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2. การตั้งสมมติฐานวิทยานิพนธ์ 
วิทยานิพนธ์นี้ได้ศึกษาและพัฒนาขั้นตอนวิธีการสร้างรายการเพลงที่จะแนะน าส าหรับผู้ฟังแต่

ละคน โดยมีสมมติฐานดังต่อไปนี้ 
สมมติฐานที่ 1 : เพลงที่ถูกเลือกฟังล่าสุดน่าจะแสดงถึงความชอบของผู้ฟังเพลง 
สมมติฐานที่ 2 : ผู้ฟังน่าจะมีการเลือกฟังเพลงหรือมีล าดับในการฟังเพลงที่คล้ายกับเซสชั่นใน

อดีต 
สมมติฐานที่ 3 : ผู้ฟังน่าจะมีการเลือกฟังเพลงที่ชอบซ้ าในบางช่วงเวลา 

 
3. การแก้ปัญหาวิทยานิพนธ์ 
วิทยานิพนธ์นี้ได้น าเสนอวิธีการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังแต่ละคน เพ่ือเพ่ิม

ประสิทธิภาพความถูกต้องและการจัดการกับข้อมูลที่มีขนาดใหญ่ ซึ่งมีความเหมาะสมส าหรับระบบ
แนะน า เพลงแบบออนไลน์ โดยน า เสนอวิ ธี การที่ เ รี ยกว่ า  Incremental Session Based 
Collaborative Filtering using Forgetting mechanism and Circular statistics (ISSCF) 
ซึ่งเป็นการรวมวิธีการสร้างรายการเพลงแนะน าจาก 2 ขั้นตอน  

ขั้นตอนวิธีที่ 1 สร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังซึ่งคาดว่าผู้ฟังอาจจะชอบในการ
เลือกฟังเพลงถัดไป โดยการพิจารณาจากลักษณะการเลือกฟังเพลงในปัจจุบันของผู้ฟังแต่ละคนที่มี
ความคล้ายกับเซสชั่นโปรไฟล์ในอดีต เนื่องจากผู้ฟังมักจะมีการฟังซ้ าในเพลงเดิม 

ขั้นตอนวิธีที่ 2 สร้างรายการเพลงที่ผู้ฟังชื่นชอบให้กับผู้ฟังในช่วงเวลาเฉพาะ  โดยการ
วิเคราะห์สถิติเชิงมุมเป็นการพิจารณาช่วงเวลาในการฟังเพลงกับเพลงที่ผู้ฟังชื่นชอบ ซึ่งผู้ฟังมักจะมี
การฟังซ้ าในทุกวันหรือมีการฟังที่ต่อเนื่องในช่วงวันหรือสัปดาห์ซึ่งมีความแตกต่างจากช่วงเวลาอ่ืน
อย่างมีนัยส าคัญทางสถิติ  

จากทั้ง 2 ขั้นตอนวิธีการ ISSCF ได้อัพเดทเซสชั่นของการฟังเพลงโดยใช้วิธีการ Forgetting 
mechanism และ Sliding windows ซึ่งให้ประสิทธิภาพในการค านวณที่รวดเร็วและยังคงความชอบ
ในปัจจุบันของผู้ฟังเพลง แสดงรายละเอียดภาพรวมวิธีการท างาน ISSCF ดังภาพที่ 1-1 
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ภาพที่ 1-1 รายละเอียดภาพรวมวิธีการท างาน ISSCF 
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ภาพที่ 1-2 รายละเอียดขั้นตอนการสร้างรายการเพลงแนะน าของวิธีที่ 1 
 

รายละเอียดของขั้นตอนวิธีที่ 1 วิธีการนี้ได้ประยุกต์ใช้วิธีการกรองข้อมูลร่วมแบบเดิม โดย
แทนที่การพิจารณาความคล้ายจากข้อมูลผู้ฟังคนอ่ืน ในการสร้างรายการเพลงแนะน าด้วยการหา
ความคล้ายของเซสชั่นในอดีตกับเซสชั่นปัจจุบันของผู้ฟังแล้วท านายค่าคะแนนความชอบของแต่ละ
เพลงเพ่ือสร้างรายการเพลงที่จะแนะน า เนื่องจากผู้ฟังมักจะมีการฟังซ้ าในเพลงหรือแนวเพลงที่ชื่น
ชอบซึ่งมีความต่อเนื่องกันในลักษณะของเซสชั่น เมื่อผู้ฟังหยุดฟังเพลงในช่วงระยะเวลาหนึ่ง เซสชั่นใน
ปัจจุบันของผู้ ฟังจะถูกอัพเดทเพ่ือปรับปรุงเซสชั่นโปรไฟล์ของแต่ละผู้ ฟังด้วย 2 วิธีการคือ 1)  
Sliding windows และ 2) Forgetting mechanisms ประกอบด้วยวิธีการ Sliding windows ใน
การตัดเซสชั่นในอดีตของผู้ฟังร่วมกับวิธีการ Fading factor ในการให้ความส าคัญกับเซสชั่นล่าสุด
ของผู้ฟังเพลง รายละเอียดขั้นตอนการสร้างรายการเพลงแนะน าของวิธีที่ 1 ดังภาพที่ 1-2 
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ภาพที่ 1-3 รายละเอียดขั้นตอนการสร้างรายการเพลงแนะน าของวิธีที่ 2 
 

รายละเอียดของขั้นตอนวิธีที่ 2 วิธีการนี้ได้สร้างรายการเพลงที่จะแนะน าในช่วงเวลาเฉพาะ 
โดยการวิเคราะห์สถิติเชิงมุมเพ่ือพิจารณาช่วงเวลาของการฟังเพลงจากความชอบของผู้ฟังเฉพาะ
ช่วงเวลา ว่ามักจะชอบฟังเพลงอะไรในช่วงเวลานั้น จากผลลัพธ์ที่ได้จากการวิเคราะห์สถิติเชิงมุมคือ 
ชั่วโมงในการฟังเพลงนั้นเฉพาะผู้ฟังที่มีการฟังแตกต่างจากช่วงเวลาอ่ืน โดยใช้การทดสอบนัยส าคัญ
ทางสถิติคือ Rayleigh Z-test แล้วสร้างรายการเพลงเมื่อผู้ฟังเข้าสู่ระบบในช่วงเวลาที่ตรงกับช่วงเวลา
ที่ได้จากการวิเคราะห์นี้ เมื่อผู้ฟังหยุดฟังเพลงในช่วงเวลาหนึ่งเซสชั่นปัจจุบันของผู้ฟังจะถูกอัพเดทเข้า
สู่ระบบเพ่ือพิจารณาความถี่ในการฟังเพลงกับช่วงเวลาโดยใช้วิธีการ Sliding windows ซึ่งยังคง
ความชอบในปัจจุบันของผู้ฟังเพลง รายละเอียดขั้นตอนการสร้างรายการเพลงแนะน าของวิธีที่ 2 ดัง
ภาพที่ 1-3 
 
 4. การทดลองและประเมินผล  
 การทดลองและการประเมินผลในวิทยานิพนธ์นี้ได้เปรียบเทียบวิธีการ ISSCF กับวิธีการ 
SSCF ส าหรับการออกแบบการทดลองได้จ าลองการฟังเพลงแบบออนไลน์ของผู้ฟังโดยน าข้อมูลเพลง
ของแต่ละผู้ฟังเข้ามาเป็นข้อมูลทดสอบแบบเป็นล าดับ ซึ่งแบ่งเป็นขั้นตอนเริ่มต้น (ขั้นตอนแบบ
ออฟไลน์) ในการจัดเก็บเซสชั่นโปรไฟล์เริ่มต้นของแต่ละผู้ฟังแล้วขั้นตอนออนไลน์จะพิจารณาแต่ละ
เพลงที่ถูกฟังอย่างเป็นล าดับ เมื่อผู้ฟังมีการฟังเพลงเสร็จสิ้น เพลงนั้นจะถูกเป็นข้อมูลย้อนกลับซึ่งรวม
เป็นข้อมูลที่ใช้ในการสร้างรายการเพลงที่จะแนะน าและเพลงถัดไปจะถูกพิจารณาเป็นข้อมูลส าหรับ
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ทดสอบ โดยวิทยานิพนธ์นี้ได้ใช้วิธีการวัดประสิทธิภาพความถูกต้องคือ HitRatio และวิธีการ 
Precision รวมทั้งทดสอบประสิทธิภาพเชิงเวลาในขั้นตอนการหาความคล้ายของเซสชั่นและขั้นตอน
การท านายค่าคะแนนความชอบของผู้ฟังเพลง 
 
 5. ท ารายงานสรุปผล 
 เผยแพร่ผลงานวิทยานิพนธ์และจัดท าเป็นผลรายงานการทดลอง 
 

แผนการด าเนินโครงงาน 
 
ตารางท่ี 1-1  แผนการด าเนินโครงงาน 
 

การด าเนินงาน 
2557 2558 2559 

ม.ค. – ธ.ค. ม.ค. – ธ.ค. ม.ค. – มิ.ย. 

1. รวบรวมข้อมูลและศึกษาปัญหางานวิจัย    

2. ศึกษาข้ันตอนและวิเคราะห์ข้อมูล    

3. เขียนโปรแกรมและทดสอบ    

3. เผยแพร่งานวิจัยที่ 1    

4. ศึกษาปรับปรุงขั้นตอนวิธีการ    

5. เผยแพร่งานวิจัยที่ 2    

6. จัดท าวิทยานิพนธ์    

 
ประโยชน์ที่คาดว่าจะได้รับ 
 1. ได้ขั้นตอนวิธีการสร้างรายการเพลงแนะน าซึ่งมีความเหมาะสมกับพฤติกรรมในการฟัง
เพลงของผู้ฟัง 
 2. ได้ขั้นตอนวิธีการสร้างรายการเพลงแนะน าซึ่งท างานได้อย่างเหมาะสมในการประมวลผล
ข้อมูลที่มีปริมาณมาก 
 3. ได้ขั้นตอนวิธีการสร้างรายการเพลงแนะน าซึ่งมีประสิทธิภาพเพ่ิมขึ้นทั้งทางด้านความเร็ว
ในการประมวลผลและความถูกต้องในการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง 
 4. เพ่ือเป็นแนวทางพ้ืนฐานในการพัฒนาต่อยอดงานวิจัยต่อไป



 

 
 

บทท่ี 2 
 

ทฤษฎีและงานวิจัยที่เกีย่วข้อง 
 

 ในบทนี้จะกล่าวถึงทฤษฎีและงานวิจัยที่เกี่ยวข้องที่น ามาใช้ในการพัฒนาขั้นตอนวิธีที่น าเสนอ
ในวิทยานิพนธ์นี้ โดยจะแบ่งเป็นส่วนต่าง ๆ ดังนี้ 
2.1 วิธีการสร้างรายการแนะน า 
2.2 งานวิจัยที่เกี่ยวข้อง ประกอบด้วย 

2.2.1 งานวิจัยที่เกี่ยวข้องกับระบบแนะน าเพลง 
2.2.2 งานวิจัยที่พิจารณาเซสชั่นในการฟังเพลง 
2.2.3 งานวิจัยที่พิจารณาช่วงเวลาในการฟังเพลง 
2.2.4 งานวิจัยที่สร้างวิธีการแนะน าแบบออนไลน์ 

2.3 วิธีการ Session Based Collaborative Filtering  
   
2.1 วิธีการสร้างรายการแนะน า 
 การเติบโตของระบบพาณิชย์อิเล็กทรอนิกส์ในปัจจุบันมีการเพ่ิมขึ้นอย่างรวดเร็ว ส่งผลให้
ฐานข้อมูลของสินค้าและบริการมีจ านวนมาก การที่ผู้ใช้ต้องการสืบค้นสินค้าหรือบริการเป็นเรื่องที่
ยุ่งยาก ดังนั้นระบบแนะน า (Recommender System) จึงเข้ามามีส่วนช่วยในการแนะน าสินค้าหรือ
บริการให้ตรงกับความต้องการของผู้ใช้จากฐานข้อมูลที่มีขนาดใหญ่ (Information overload) เพ่ือ
ช่วยเพ่ิมยอดขายให้กับระบบพาณิชย์อิเล็กทรอนิกส์ โดยสร้างรายการสินค้าแนะน าที่คาดว่าผู้ใช้จะพึง
พอใจ ดังตัวอย่างเว็บไซต์ที่ประสบความส าเร็จซึ่งมีการใช้วิธีการแนะน าเข้ามาช่วยผู้ใช้ในการเลือก
หรือซื้อสินค้า เช่น Amazon5 ซึ่งเป็นร้านขายหนังสือและสินค้าต่าง ๆ บนอินเตอร์เน็ตโดยการสร้าง
รายการแนะน าด้วยวิธีการกรองข้อมูลร่วมโดยพิจารณาสินค้าที่ถูกซ้ือร่วมกันเป็นหลัก (Linden, G. et 
al., 2003), Youtube6 เป็นเว็บไซต์ส าหรับรับชมวีดีโอออนไลน์โดยการสร้างรายการวีดีโอแนะน าด้วย
วิธีการกรองข้อมูลร่วมซึ่งพิจารณาประวัติในการรับชม , วิดีโอที่ผู้ใช้ชอบและวิดีโอที่ถูกรับชมร่วมกัน 
(Davidson J. et al., 2010) และ Last.fm7 เป็นเว็บไซต์ฟังเพลงออนไลน์โดยใช้วิธีการกรองข้อมูล
ร่วมโดยพิจารณาความสัมพันธ์ทั้งผู้ฟังและเพลงร่วมกันในการสร้างรายการเพลงที่จะแนะน าและ
ศิลปินที่คาดว่าผู้ฟังชอบ (Calandrino J. A., et al., 2011) 
 เทคนิคที่นิยมใช้ในการสร้างรายการแนะน าส าหรับระบบแนะน าแบ่งออกเป็น 3 วิธีการ ได้แก ่
1) วิธีการกรองข้อมูลร่วม (Collaborative filtering: CF) (Linden, G. et al., 2003) (Candillier, L., 
et al., 2009) (Kaminskas, M. & Ricci, F., 2012) (Song, Y., et al., 2012)  ซึ่งเป็นวิธีการที่นิยมใช้
กันอย่างมากในระบบแนะน าและประสบความส าเร็จมากท่ีสุด โดยใช้การพิจารณาความชอบที่

                                                        
5 http://www.amazon.com 
6 http://www.youtube.com 
7 http://www.lastfm.com 



10 

 
 

มีต่อไอเทมทั้งที่เป็นความชอบโดยตรง เช่น คะแนนความนิยม (Rating) ที่ผู้ใช้ให้กับ ไอเทม (Explicit 
feedback) เป็นต้น หรือความชอบโดยนัย (Implicit feedback) เช่น ประวัติในการซื้อไอเทม หรือ 
ประวัติในการฟังเพลง เป็นต้น ซึ่งน าไปพิจารณากับไอเทมที่ผู้ใช้ยังไม่ให้ความนิยมไว้แต่มีความคล้าย
กับไอเทมที่ผู้ใช้เคยให้คะแนนไว้แล้ว แบ่งออกเป็น 2 ประเภทคือ  

x การกรองข้อมูลร่วมโดยพิจารณาจากผู้ใช้ (User based CF)  

x การกรองข้อมูลร่วมโดยพิจารณาจากรายการสินค้า (Item based CF)  
 
ตารางท่ี 2-1 นิยามค่าตัวแปร 
 

สัญลักษณ ์ ความหมาย 
𝑈 = {𝑢1, 𝑢2, … , 𝑢𝑖, … , 𝑢|𝑈|} เซตของผู้ใช้ 

𝑀 = {𝑚1, 𝑚2, … , 𝑚𝑗 … , 𝑚|𝑀|} เซตของไอเทม 
𝑅 เมทริกซ์ค่าคะแนนความชอบ |𝑀| × |𝑈|  

𝑟𝑢𝑣,𝑚𝑗 คะแนนไอเทม 𝑚𝑗 ที่ถูกให้คะแนนโดยผู้ใช้ 𝑢𝑣 
𝑟𝑢𝑖,𝑚𝑗 คะแนนไอเทม 𝑚𝑗 ที่ถูกให้คะแนนโดยผู้ใช้ 𝑢𝑖 
𝑟𝑢𝑖,𝑚𝑘 คะแนนไอเทม 𝑚𝑘 ที่ถูกให้คะแนนโดยผู้ใช้ 𝑢𝑖 

𝑟𝑢𝑖,∙ = {𝑟𝑢𝑖,𝑚𝑖 ∈ 𝑅|𝑚𝑗 ∈ 𝑀} เซตค่าคะแนนความชอบของไอเทมของผู้ใช้ 𝑢𝑖 
𝑟∙,𝑚𝑖 = {𝑟𝑢𝑖,𝑚𝑖 ∈ 𝑅|𝑢𝑖 ∈ 𝑈} เซตค่าคะแนนความชอบที่ผู้ฟังให้กับไอเทม 𝑚𝑗 

𝑟̅𝑢𝑖,∙ ค่าคะแนนเฉลี่ยของผู้ใช้ 𝑢𝑖 
𝑟̅𝑢𝑣,∙ ค่าคะแนนเฉลี่ยของผู้ใช้ 𝑢𝑣 
𝑟̅∙,𝑚𝑗  ค่าคะแนนเฉลี่ยของไอเทม 𝑚𝑗 

 
 ในวิทยานิพนธ์นี้ได้สนใจวิธีการกรองข้อมูลร่วมโดยพิจารณาจากผู้ใช้เป็นหลัก ซึ่งสร้าง
รายการแนะน าโดยพิจารณาเพียงประวัติในการฟังเพลงเท่านั้น ไม่จ าเป็นต้องพิจารณาข้อมูลผู้ใช้หรือ
เพลง  
ขั้นแรกของวิธีการนี้ต้องพิจารณาหาความคล้ายของผู้ใช้เป้าหมายกับผู้ใช้คนอ่ืนที่อยู่ในฐานข้อมูล โดย
ตัวอย่างวิธีการที่ใช้ในการหาความคล้าย (Candillier, L., et al., 2009) (Kaminskas, M. & Ricci, F., 
2012) ดังสมการที่ (2.1), (2.2) และ (2.3) 
 วิธีการหาค่าความคล้ายคลึงแบบโคไซน์ (Cosine-based Similarity)  
 

                                  𝑠𝑖𝑚(𝑢𝑖, 𝑢𝑣) =
∑ (𝑟𝑢𝑖,𝑚𝑗,𝑟𝑢𝑣,𝑚𝑗)𝑗

√∑ (𝑟𝑢𝑖,𝑚𝑗)2𝑗 √∑ (𝑟𝑢𝑣,𝑚𝑗)2𝑗
                                       (2.1)                    

 

วิธีการหาค่าความคล้ายคลึงแบบโคไซน์แบบปรับแก้ (Adjusted Cosine Similarity) 
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                    𝑠𝑖𝑚(𝑢𝑖, 𝑢𝑣) =
∑ (𝑟𝑢𝑖,𝑚𝑗−𝑟̅∙,𝑚𝑗)(𝑟𝑢𝑣,𝑚𝑗−𝑟̅∙,𝑚𝑗)𝑗

√∑ (𝑟𝑢𝑖,𝑚𝑗−𝑟̅∙,𝑚𝑗)
2

𝑗 √∑ (𝑟𝑢𝑣,𝑚𝑗−𝑟̅∙,𝑚𝑗)
2

𝑗

                              (2.2) 

 
วิธีการหาค่าความคล้ายคลึงแบบค่าสัมประสิทธ์สหสัมพันธ์ของเพียร์สัน (Pearson correlation 
coefficient) 
 

           𝑠𝑖𝑚(𝑢𝑖, 𝑢𝑣) =
∑ (𝑟𝑢𝑖,𝑚𝑗−𝑟̅𝑢𝑖,∙)(𝑟𝑢𝑣,𝑚𝑗−𝑟̅𝑢𝑣,∙)𝑗∈𝑀𝑢∩𝑀𝑣

√∑ (𝑟𝑢𝑖,𝑚𝑗−𝑟̅𝑢𝑖,∙)
2

𝑗∈𝑀𝑢∩𝑀𝑣 √∑ (𝑟𝑢𝑣,𝑚𝑗−𝑟̅𝑢𝑣,∙)
2

𝑗∈𝑀𝑢∩𝑀𝑣

            (2.3) 

 
 

ขั้นตอนถัดไปคือการเลือกเพ่ือนบ้านที่มีความคล้ายกับผู้ใช้เป้าหมายมากที่สุด (k-Nearest Neighbor) 
เพ่ือน าไปค านวณค่าคะแนนความชอบของผู้ใช้เป้าหมายโดยใช้สมการ (2.4) 
 

                               𝑝𝑢𝑖,𝑚𝑗 = 𝑟̅𝑢𝑖,∙ +
∑ 𝑠𝑖𝑚(𝑢𝑖,𝑢𝑣)[𝑟𝑢𝑣,𝑚𝑗−𝑟̅𝑢𝑣,∙]𝑢𝑣∈𝑈

∑ |𝑠𝑖𝑚(𝑢𝑖,𝑢𝑣)|𝑢𝑣∈𝑈
                       (2.4) 

 

 ข้อด้อยของวิธีการกรองข้อมูลร่วมคือ ข้อมูลไอเทมที่มีอยู่เป็นจ านวนมากเมื่อเทียบกับจ านวน
ผู้ใช้งานท าให้เกิดปัญหาความเบาบางของข้อมูล (Sparsity problem) และไอเทมใหม่ไม่ถูกแนะน าไป
ยังผู้ใช้หรือผู้ใช้ที่เข้าสู่ระบบครั้งแรกจะไม่ได้รับการแนะน าเรียกปัญหานี้ว่า Cold start problem 
ภาพรวมของวิธีการกรองข้อมูลร่วมโดยพิจารณาผู้ฟังเป็นหลักแสดงดังภาพที่ 2-1 
 

 
 

ภาพที่ 2-1 ภาพรวมของวิธีการกรองข้อมูลร่วมโดยพิจารณาผู้ฟังเป็นหลัก   



12 

 
 

2) วิธีการกรองเนื้อหา (Content-based filtering) ใช้วิธีการแนะน าไอเทมโดยพิจารณาจาก
คุณสมบัติของไอเทมนั้น ๆ ข้อดีของวิธีการกรองเนื้อหาคือสามารถแนะน าไอเทมได้ตรงตามความชอบ
ของผู้ ใช้  ส่ วนข้อด้อยของวิ ธี การกรอง เนื้ อหาคือ จะได้ รายการไอเทมที่ ไม่หลากหลาย 
(Overspecialization) เช่น รายการเพลงที่มีแนวเพลงเดียวกัน หรือภาพยนตร์ที่มีดาราน าเพียงคน
เดียว เป็นต้น และต้องการคุณสมบัติของไอเทมจ านวนมากที่เพียงพอในการสร้างระบบแนะน าและ
ความยากในการสกัดคุณสมบัติของไอเทม เช่น แนวเพลงหรือข้อมูลเครื่องดนตรี ตัวอย่างของระบบ
แนะน าที่ใช้วิธีการกรองเนื้อหา คือ Pandora8 ซึ่งเป็นระบบแนะน าเพลง โดยระบบจะใช้คุณสมบัติ
ของเพลงคือ คีย์ในเสียงดนตรี ท่อนซ้ าของกีต้าร์ไฟฟ้าและเสียงประสานของเครื่องดนตรี   
  3) วิธีการกรองแบบผสมผสาน (Hybrid filtering) ใช้เทคนิคข้อดีของทั้งวิธีการกรองร่วมมา
ผสมกับข้อดีของวิธีการกรองเนื้อหาเพ่ือสร้างเป็นระบบแนะน า โดยข้อด้อยของวิธีการนี้คือต้องการ
ข้อมูลจ านวนมากในการสร้างรายการแนะน าซึ่งไม่เหมาะสมส าหรับบางระบบพาณิชย์อิเล็กทรอนิกส์ที่
มีข้อมูลจ านวนน้อย 
 
2.2 งานวิจัยท่ีเกี่ยวข้อง 

2.2.1 งานวิจัยท่ีเกี่ยวข้องกับระบบแนะน าเพลง 
Jae Sik Lee และ Jin Chun Lee (2007) น าเสนองานวิจัยเรื่อง Context awareness by 

case-based reasoning in a music recommendation system (Lee J. S. & Lee J. C., 2007) 
น าเสนอระบบแนะน าเพลงโดยใช้บริบททางด้านข้อมูลสภาพอากาศมาช่วยในการแนะน า โดยงานวิจัย
นี้น าเข้าข้อมูลโดยการใช้ RFID (Radio Frequency Identification) ซึ่งใช้เก็บข้อมูลของผู้ใช้และ
ข้อมูลสภาพอากาศจากเว็บเซอร์วิส และใช้วิธีการ Case-based reasoning ในการแนะน าเพลง ผล
การทดลองปรากฏว่าการใช้บริบททางด้านสภาพอากาศเข้ามาท าให้ ความถูกต้องโดยใช้ตัววัด
ประสิทธิภาพคือค่า Precision ดีกว่าวิธีการ Case-based reasoning แบบดั้งเดิมถึง 8 % แต่จุดด้อย
ของวิธีการนี้คือมีการเก็บข้อมูลผู้ใช้ที่ยุ่งยากและวิธีการท าระบบแนะน าของงานวิจัยนี้คือต้องมีการ
เก็บองค์ความรู้มาเป็นกรณีเปรียบเทียบเพ่ือแนะน าซึ่งมีความยุ่งยาก และเมื่อกรณีที่ผู้ใช้น าเข้ามาไม่
ตรงกับองค์ความรู้ที่มีอยู่อาจท าให้การแนะน าไม่มีประสิทธิภาพ 

Chan Ho Park และ Minsuk Kahng (2010) น าเสนองานวิจัยเรื่อง Temporal dynamics 
in music listening behavior : a case study of online music service (Park, C. H. & Kahng, 
M., 2010) ศึกษาถึงมิติทางด้านเวลาและความชอบของผู้ ฟังที่เปลี่ยนไป โดยพิจารณาพฤติกรรมของ
ผู้ฟังเพลงจากประวัติในการฟังเพลงของผู้ใช้ ผลสรุปของงานวิจัยนี้แสดงให้เห็นว่าเมื่อเวลาเปลี่ยนไป 
ผู้ฟังจะมีพฤติกรรมในการฟังเพลงที่เปลี่ยนไป เช่น เพลงแนวแดนซ์และแนวป๊อปถูกฟังมากในช่วง
ตอนกลางคืนซึ่งตรงกันข้ามกับแนวเพลงอ่ืน เพลงแนวบัลลาดถูกฟังมากกว่าแนวแดนซ์ป๊อปในช่วงฤดู
หนาวแต่ในฤดูร้อนเพลงแนวแดนซ์ป๊อปจะถูกฟังมากกว่า และการฟังเพลงของผู้ใช้ลดลงในวันหยุด
และถูกฟังมากท่ีสุดในเวลา 5 โมงเย็น ส่วนตัวเพลงที่ได้รับความนิยมจะใช้เวลาประมาณ 2 สัปดาห์ถึง
จุดที่ได้รับความนิยมสูงสุดหลังจากนั้นก็จะลดลงเรื่อย ๆ ซึ่งจะเห็นได้ว่าในการฟังเพลงมีความแตกต่าง

                                                        
8 http://www.pandora.com 
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จากการดูภาพยนตร์, อ่านข่าว, ท่องเว็บไซต์และเนื้อหาอ่ืนเพราะผู้ฟังเพลงจะมีการฟังซ้ าในหลายรอบ
ซึ่งแสดงถึงเพลงที่ชื่นชอบและการฟังเพลงนั้นสามารถท าร่วมกับกิจกรรมอ่ืนได้ซึ่งแตกต่างจากเนื้อหา
อ่ืน 

Yading Song แ ล ะ ค ณ ะ  (2012) น า เ ส น อ ง า น วิ จั ย เ รื่ อ ง  A Survey of Music 
Recommendation Systems and Future Perspectives (Song, Y. et al., 2012) โ ด ยศึ กษ า
วิธีการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังโดยเฉพาะซึ่งแบ่งได้เป็น 6 วิธีการ ได้แก่ 1. วิธีการ
พิจารณาข้อมูลเพลง (Metadata Information Retrieval) เป็นวิธีการที่ง่ายในการค้นหาเพลงโดยใช้ 
ชื่อเพลง, แนวเพลง, ศิลปินหรือเนื้อร้องเป็นต้น 2. วิธีการกรองข้อมูลร่วม โดยพิจารณาความคล้าย
ของผู้ฟังหรือเพลงส าหรับแนะน าเพลงที่คาดว่าผู้ฟังชื่นชอบ 3. วิธีการวิเคราะห์จากเสียง (Signal-
based Music Information Retrieval) โดยพิจารณาเสียงร้องของเพลงที่มีความคล้ายกันในการ
สร้างรายการแนะน าเพลง เช่น การพิจารณาจังหวะของเพลงหรือลักษณะของเสียงร้องหรือเครื่อง
ดนตรี เป็นต้น 4. วิธีการวิเคราะห์จากอารมณ์ของเพลง (Emotion-based Model) เป็นวิธีการสร้าง
รายการเพลงจากอารมณ์ของเพลงโดยพิจารณารูปแบบของเสียงร้อง, จังหวะเพลง, แนวเพลงหรือการ
ประสานเสียงในการรู้จ าอารมณ์ของเพลง 5. วิธีการพิจารณาบริบทของข้อมูล (Context-based 
Information Retrieval) วิธีการนี้จะสร้างรายการแนะน าโดยพิจารณาข้อมูลอื่น ๆ เช่น ความคิดเห็น, 
การวิจารณ์, ความสัมพันธ์ของเพื่อน (Friendship networks) และ Tag นอกเหนือจากประวัติในการ
ฟังเพลงหรือข้อมูลของเพลงและผู้ฟัง และ 6. การผสมวิธีการต่าง ๆ (Hybrid Model Information 
Retrieval) เป็นวิธีการแนะน าเพลงโดยผสมหลายวิธีการที่กล่าวมาข้างต้นเข้าด้วยกันเพ่ือให้
ประสิทธิภาพการแนะน ามีความถูกต้องเพ่ิมมากข้ึน 

Jen-Yu Liu และ Yi-Hsuan Yang (2012). น าเสนองานวิจัยเรื่อง Inferring personal traits 
from music listening history (Liu, J. Y. & Yang Y. H., 2012) โ ด ย ง านวิ จั ย นี้ ไ ด้ ศึ กษ าถึ ง
คุณลักษณะนิสัย (Demographical information) ในการฟังเพลงโดยพิจารณาอายุและเพศของผู้ฟัง
เพลง โดยวิเคราะห์ 1) เวลาในการฟังเพลง ได้แก่ ชั่วโมง, วันต่อสัปดาห์และเดือนต่อปี 2) เพลงและ
ศิลปิน 3) คุณลักษณะของเสียงเพลง ได้แก่ คีย์, จังหวะ, ระดับเสียง, ท านอง, โหมด (mode) และ
ความดัง ส าหรับวิธีการในการวิเคราะห์คือ Support Vector Machine (SVM) โดยใช้ฟังก์ชัน Redial 
Basis Function ผลปรากฏว่าการพิจารณาถึงอายุกับวันต่อสัปดาห์ให้ผลดีที่สุดที่ 61.4% คือในวัน
ท างานผู้ใหญ่ (อายุมากกว่า 24 ปี) มีการฟังเพลงมากกว่าวัยรุ่น (อายุน้อยกว่า 24 ปี) ในวันท างาน 
ส่วนวันหยุดวัยรุ่นมีการฟังเพลงมากกว่า ส่วนการพิจารณาถึงเพศของผู้ฟังผลปรากฏว่าการฟังเพลงใน
ชั่วโมงต่อวันให้ผลลัพธ์ที่ดีที่สุดที่ 57.1% โดยผู้หญิงจะฟังเพลงมากสุดที่ช่วง 19 นาฬิกาถึง 22 นาฬิกา 
ส่วนผู้ชายฟังเพลงมากที่สุดช่วง 6 นาฬิกาถึง 12 นาฬิกา ส าหรับเพลงและศิลปิน ในการฟังเพลงโดย
พิจารณาอายุกับการฟังศิลปินได้ผลลัพธ์ที่ 71.1% การฟังเพลงโดยพิจารณาเพศกับการฟังเพลงได้ผล
ลัพธ์ที่ 66.1% ซึ่งจุดด้อยของงานวิจัยนี้คือการที่ใช้ข้อมูลอายุและเพศในฐานข้อมูลนี้อาจเกิดความ
ผิดพลาดได้มากเพราะในการสมัครสมาชิกของผู้ใช้สามารถเว้นว่างไว้ได้ส าหรับเพศและอายุ ซึ่ง
บางครั้งอาจเกิดการที่ผู้ใช้กรอกข้อมูลที่ไม่เป็นความจริงให้กับระบบ  

Marius Kaminskas และ Francesco Ricci (2012) น าเสนองานวิจัยเรื่อง Contextual 
music information retrieval and recommendation: state of the art and challenges 
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(Kaminskas, M. & Ricci, F., 2012) โดยงานวิจัยนี้ได้น าเสนอถึงระบบแนะน าเพลงซึ่งแสดงให้เห็นถึง
บริบทของผู้ใช้มีความส าคัญมากในการเลือกฟังเพลง โดยงานวิจัยนี้ได้แบ่งข้อมูลบริบทของระบบ
แนะน าเพลงออกเป็น 3 ประเภทคือ 1. บริบทที่เก่ียวข้องกับสิ่งแวดล้อม ได้แก่ ข้อมูลเกี่ยวกับสถานที่, 
ข้อมูลเกี่ยวกับเวลาและข้อมูลเกี่ยวกับสภาพอากาศ 2. บริบทที่เกี่ยวกับผู้ใช้ ได้แก่ กิจกรรมของผู้ใช้ , 
ข้อมูลส่วนตัวของผู้ใช้ และอารมณ์ของผู้ใช้ 3. บริบททางด้านมัลติมีเดีย ได้แก่ ข้อความและรูปภาพ  
โดยทั่วไปมีการรวมข้อมูลบริบทระหว่างบริบทที่เกี่ยวข้องกับสิ่งแวดล้อมกับบริบทที่เกี่ยวกับผู้ใช้ เช่น 
กิจกรรมในแต่ละวันหรือการใช้ข้อมูลส่วนตัวของผู้ใช้มาผสมกับข้อมูลบริบทเวลา เป็นต้น 
 Shuiguang Deng และคณะ (2015) น าเสนองานวิจัยเรื่อง Exploring user emotion in 
microblogs for music recommendation (Deng, S. et al., 2015) งานวิจัยนี้น าเสนอวิธีการ
แนะน าเพลงโดยพิจารณาอารมณ์ของผู้ใช้จาก micro blogs คือเว็บไซต์สังคมออนไลน์ Sina Weibo 
ซึ่งจะท าการวิเคราะห์อารมณ์จากสถานะส่วนตัวร่วมกับพิจารณาช่วงเวลา (Time window) ของแต่
ละผู้ฟังโดยใช้วิธีการวิเคราะห์ข้อความซึ่งแบ่งระดับของอารมณ์ออกเป็น 2 แง่อารมณ์ (อารมณ์แง่บวก
, อารมณ์แง่ลบ), 7 แง่อารมณ์และ 21 แง่อารมณ์ ส าหรับวิธีการท านายค่าคะแนนความชอบโดย
ประยุกต์ใช้วิธีการกรองร่วมโดยพิจารณาผู้ใช้และเพลงเป็นหลักโดยใช้วิธีการหาความคล้ายแบบโคไซน์
ในการหาความคล้ายของอารมณ์ของผู้ใช้ จากผลการทดลองแสดงให้เห็นว่าอารมณ์ของผู้ใช้มีอิทธิผล
ในการเลือกฟังเพลงและวิธีการกรองร่วมโดยพิจารณาผู้ใช้เป็นหลักให้ความถูกต้องดีที่สุดในตัววัด
ประสิทธิภาพ Hit rate  
 
2.2.2 งานวิจัยท่ีพิจารณาเซสชั่นในการฟังเพลง 
 Sung Eun Park และคณะ (2011) น าเสนองานวิจัยเรื่อง Session-Based Collaborative 
Filtering for Predicting the Next Song (Park, S. E., et al, 2011) ซึ่งน าเสนอวิธีการแนะน าเพลง
ที่เรียกว่า Session-Based Collaborative Filtering (SSCF) ซึ่งพิจารณาพฤติกรรมของการฟังเพลง
ของผู้ฟังที่มีการฟังซ้ าและมีการเล่นเพลงที่เป็นล าดับต่อเนื่องหรือเซสชั่น (Session) โดยในวิธีการ
แนะน าเพลงได้ประยุกต์ใช้วิธีการกรองข้อมูลร่วมโดยพิจารณาเพลงที่ถูกฟังในแต่ละเซสชั่นแทนที่ของ
การพิจารณาความชอบของผู้ฟังคนอ่ืน จากผลการทดลองในฐานข้อมูลเพลง Bugs music โดยใช้
วิธีการวัดประสิทธิภาพคือ Hit ratio (HR@n) ซึ่งเป็นการวัดประสิทธิภาพความถูกต้องของรายการ
แนะน ากับเพลงที่ผู้ฟังเลือกฟังถัดไป ผลการทดลองแสดงให้เห็นถึงวิธีการ SSCF ให้ความถูกต้องที่
ดีกว่าวิธีการกรองร่วมแบบเดิม (Collaborative filtering) แต่วิธีการนี้ไม่ได้ค านึงถึงเพลงที่ถูกฟังใน
ปัจจุบันซึ่งแสดงถึงความชอบของผู้ฟังขณะนั้นและเมื่อข้อมูลของเพลงและผู้ฟังมากขึ้น (Scalability 
problem) ท าให้เกิดปัญหาในด้านประสิทธิภาพในการค านวณและความถูกต้องของการสร้างรายการ
เพลงแนะน าให้กับผู้ฟัง 
 Dias, R. แ ล ะ  Fonseca, M.J. (2013) น า เ ส น อ ง า น วิ จั ย เ รื่ อ ง  Improving music 
recommendation in session-based collaborative filtering by using temporal context 
(Dias, R. & Fonseca, M.J., 2013) ซึ่งน าเสนอวิธีการแนะน าเพลงที่เรียกว่า Temporal Session-
based Collaborative Filtering (TSSCF)  โดยจัดกลุ่มเซสชั่นในการฟังเพลงของผู้ ฟังโดยใช้  
Gaussian Mixture Model using Expectation Maximization algorithm (GMM) ซึ่ ง พิ จ า รณา
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ช่วงเวลาของผู้ ฟังเพลงคือ เวลาของวัน , วันของสัปดาห์, วันของเดือน , เดือนและค่า Session 
diversity ในการค านวณอัตราส่วนของการฟังซ้ า โดยใช้วิธีการแนะน าเพลงคือวิธีการกรองร่วมโดย
พิจารณาเซสชั่นของการฟังเพลงแทนที่การพิจารณาความชอบของคนอ่ืน โดยใช้การค านวณความ
คล้ายของเซสชั่นที่อยู่ในกลุ่มเดียวกัน จากผลการทดลองแสดงให้เห็นว่าวิธีการ TSSCF มีความถูกต้อง
มากกว่า SSCF โดยใช้วิธีการวัดประสิทธิภาพ Hit ratio ส าหรับการวัดประสิทธิภาพความถูกต้องด้วย 
Mean Reciprocal Rank (MRR) วิธีการ SSCF มีความถูกต้องมากกว่า TSSCF อย่างไรก็ตามวิธีการนี้
เมื่อประยุกต์ใช้ส าหรับการแนะน าเพลงแบบออนไลน์อาจมีความไม่เหมาะสม เช่น การก าหนดจ านวน
กลุ่มของผู้ฟังตามเวลาที่ต้องเปลี่ยนไปตามความชอบของผู้ฟังหรือเพลงของบริบทในปัจจุบันของผู้ฟัง
และการก าหนดจ านวนค่าพารามิเตอร์ต่าง ๆ ของวิธีการ GMM 
 Oscar Carlsson (2014) น าเสนองานวิจัยเรื่อง Cluster User Music Sessions (Carlsson, 
O., 2014) ได้ศึกษาพฤติกรรมของการฟังเพลงของผู้ฟังเพ่ือหาองค์ความรู้ใหม่หรือหาผลสรุปของ
ข้อมูล โดยจัดกลุ่มเซสชั่นของเพลงที่ถูกฟังโดยผู้ฟังจากฐานข้อมูล Spotify มีการใช้วิธีการจัดกลุ่มคือ 
เคมีนส์ (K-means algorithm), เคมีนส์ดอย (K-medoids algorithm) และการจัดกลุ่มแบบล าดับ
ชั้นคือ Hierarchical Agglomerative จากนั้นวิธีการหาความคล้ายแบบโคไซน์ส าหรับโมเดลในวิธีการ
จัดกลุ่ม จากผลสรุปของข้อมูลแสดงให้เห็นถึงกลุ่มของแนวเพลงหรือกลุ่มของอารมณ์เพลงที่ผู้ฟังชื่น
ชอบในการฟังร่วมกัน เช่น กลุ่มของแนวเพลง comedy ประกอบด้วย แนวเพลง Bubblegum, 
Comedy, Swedish Pop และ Brithpop รวมถึงกลุ่มของเซสชั่นแสดงให้เห็นถึงบริบทของผู้ฟัง เช่น 
เพลงที่เกี่ยวกับเทศกาล Christmas จะถูกฟังเฉพาะช่วงเดือนธันวาคมแสดงให้เห็นถึงบริบทที่
เกี่ยวข้องกับเวลา จากงานวิจัยนี้แสดงให้เห็นถึงกลุ่มของเพลงที่เกิดขึ้นร่วมกันในการฟังเพลงซึ่ง
สามารถน าไปประยุกต์ใช้ส าหรับการสร้างระบบแนะน าหรือช่วยตัดสินใจในด้านการตลาดส าหรับเพ่ิม
ยอดขายในร้านค้าเพลงออนไลน์  
 Ke Ji และคณะ  (2015) น า เสนองานวิ จั ย เรื่ อง  Next-song recommendation with 
temporal dynamics (Ji, K., et al, 2015) ได้สร้างรายการเพลงแนะน าให้กับผู้ฟัง โดยการพิจารณา
ความชอบของผู้ฟังในระยะสั้น (Short-term) ด้วยวิธี Time-based Markov Embedding (TME) ซึ่ง
วิเคราะห์ความน่าจะเป็นของเพลงที่น่าจะถูกเลือกฟังถัดไป โดยพิจารณาเพลงกับเพลงที่ถูกฟัง
ต่อเนื่องกัน, ความสนใจของผู้ฟังในระยะยาว (Long-term) ด้วยวิธี TME ซึ่งวิเคราะห์ความน่าจะเป็น
ของผู้ฟังกับเพลงและความสนใจในเซสชั่น (Session-term) ด้วยวิธี TME ซึ่งวิเคราะห์ความน่าจะเป็น
ของเซสชั่นกับเพลง ก าหนดให้การหยุดฟังเพลงนานกว่า 1 ชั่วโมงพิจารณาเป็น 1 เซสชั่น แล้ว
พิจารณาถึงความชอบที่เปลี่ยนไปตามเวลา (temporal dynamics) ซึ่งค านวณความน่าจะเป็นของ
เพลงที่ถูกเลือกฟังถัดไปในแต่ละช่วงเวลา จากผลการทดลองแสดงให้เห็นถึงวิธีการที่น าเสนอสามารถ
ให้ความถูกต้องในการแนะน าเพลงดีกว่าวิธี Bigram, Personalized Bigram, Logistic Markov 
Embedding, Personalized Markov Embedding โดยใช้วิธีการวัดประสิทธิภาพ Recall และ 
Precision ในฐานข้อมูลเพลง Last.fm อย่างไรก็ตามงานวิจัยนี้มีการแนะน าเพลงแบบออฟไลน์และไม่
พิจารณาช่วงเวลาในการฟังเพลงซึ่งส่งผลต่อการเลือกฟังเพลงของผู้ฟัง 
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2.2.3 งานวิจัยท่ีพิจารณาช่วงเวลาในการฟังเพลง 
Linas Baltrunas และ Xavier Amatriain (2009) น าเสนองานวิจัยเรื่อง Towards time-

dependant recommendation based on implicit feedback (Baltrunas, L., & Amatriain, X., 
2009) โดยงานวิจัยนี้มีการพิจารณาช่วงเวลาในการฟังเพลงของผู้ฟังเข้ามาช่วยในการสร้างระบบ
แนะน าเพลงโดยใช้วิธี Factorization based collaborative filtering algorithm ในการท านายค่า
คะแนนความชอบของผู้ฟังเพลง โดยแบ่งช่วงเวลาในการฟังเพลงของผู้ฟังออกเป็น 3 ชุดข้อมูล ได้แก่ 
1. ช่วงเวลาตอนเช้าและตอนกลางคืน 2. วันหยุดและวันท างาน 3. ฤดูร้อนและฤดูหนาว จากงานวิจัย
นี้แสดงให้เห็นว่าข้อมูลบริบททางด้านเวลาช่วยท าให้ระบบแนะน ามีประสิทธิภาพความถูกต้องดีกว่า
วิธีการกรองร่วมแบบเดิมโดยใช้วิธีการวัดประสิทธิภาพ Mean Absolute Error (MAE) แต่จุดด้อย
ของวิธีการนี้คือไม่สามารถแนะน าเพลงในเวลาที่คาบเกี่ยวกันได้ เช่น การแนะน าศิลปินในเวลาเช้าใน
วันท างานได้หรือแนะน าศิลปินในวันหยุดของตอนเย็นได้ เป็นต้น 
 Toni Cebrián และคณะ (2010) น าเสนองานวิจัยเรื่อง Music Recommendations with 
Temporal Context Awareness (Cebrián, T. et al., 2010) น า เสนอระบบแนะน า เพลงโดย
พิจารณาข้อมูลบริบททางด้านเวลา ซึ่งได้แบ่งข้อมูลผู้ฟังออกเป็นโปรไฟล์ย่อย ๆ ตามเวลาจากข้อมูล
เพลง แบ่งเป็น 2 ชุดข้อมูลได้แก่ ชุดที่ 1 คือ ช่วงเวลาเช้า, ช่วงเวลากลางวันและช่วงเวลาเย็น และชุด
ที่ 2 คือ วันท างานและวันหยุด โดยใช้ผลคูณคาร์ทีเซียนโปรดักต์ (Cartesian product) ในการสร้าง
ช่วงเวลาที่คาบเกี่ยวกัน เช่น ตอนเช้าในวันหยุดหรือตอนเย็นในวันท างาน ส าหรับวิธีการสร้างรายการ
เพลงแนะน าที่ผู้ใช้ชื่นชอบได้ใช้วิธีการกรองข้อมูลร่วมโดยพิจารณาผู้ฟังเป็นหลักของแต่ละช่วงเวลา 
แต่จุดด้อยของงานวิจัยนี้คือส าหรับผู้ฟังบางคนอาจจะชอบฟังเพลงในหลายช่วงเวลาโดยช่วงเวลาของ
วันไม่มีอิทธิพลในการเลือกฟังเพลงของผู้ฟัง 

Perfecto Herrera และคณะ (2010) ได้น าเสนองานวิจัยเรื่อง Rocking around the clock 
eight days a week: an exploration of temporal patterns of music listening (Herrera, P. 
el al., 2010) โดยศึกษาความชอบของผู้ใช้ ซึ่งพิจารณาผู้ใช้กับศิลปินและผู้ใช้กับแนวเพลงเมื่อเวลาใน
การฟังเพลงของผู้ใช้เปลี่ยนไป จากสมมติฐานของงานวิจัยนี้คือในช่วงระยะเวลาหนึ่งของวันหรือ
สัปดาห์ ผู้ใช้จะมีการรับฟังเพลงซ้ าในเพลงที่ชื่นชอบ (Temporal pattern) ซึ่งงานนี้ได้ใช้ข้อมูลเพลง
และศิลปินจาก Last.fm  โดยการวิเคราะห์สถิติเชิงมุม (Circular statistics) ซึ่งค านวณช่วงเวลาให้
อยู่ในรูปเชิงมุม (Angular scale) แล้วหาค่าโน้มเอียงเข้าสู่ศูนย์กลางของแนวเพลงหรือศิลปิน 
(Central tendency measure) และค่าเฉลี่ยของความยาวเวกเตอร์เชิงมุม (Mean resultant 
vector length) เพ่ือพิจารณาแนวโน้มเวลาในการฟังศิลปินหรือแนวเพลงของผู้ใช้   จากผลการ
ทดลองพบว่าผู้ฟังมีการฟังศิลปินหรือแนวเพลงที่ชอบซ้ าในบางช่วงของเวลา โดยการฟังเพลงในบาง
ศิลปินของผู้ใช้ในทุกสัปดาห์แสดงให้เห็นถึงรูปแบบการฟังเพลงที่ชัดเจน ส่วนการฟังเพลงโดย
พิจารณาถึงแนวเพลงพบว่าในหลายผู้ใช้มีการฟังเพลงตามแนวเพลงไม่บ่อยนัก ส่วนบางคนมีการฟัง
เพลงตามแนวเพลงอย่างมาก 
 Markus Schedl และคณะ (2014) น าเสนองานวิจัยเรื่อง Mobile Music Genius: Reggae 
at the Beach, Metal on a Friday Night? (Schedl, M. et al, 2014) ได้น าเสนอวิธีการสร้างระบบ
แนะน าเพลงโดยพิจารณาบริบท (Context) ของผู้ฟังจากข้อมูลเซนเซอร์และข้อมูลเวลาจากตัว
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อุปกรณ์โทรศัพท์เคลื่อนที่แทนที่การใช้ความคิดเห็นของผู้ฟังโดยตรง (User feedback) เช่น คะแนน
ความชอบ (Rating) เนื่องจากงานวิจัยส่วนมากไม่ได้พิจารณาบริบทของผู้ฟังในการสร้างรายการเพลง
แนะน าและจ าเป็นต้องใช้ความคิดเห็นของผู้ฟัง ดังนั้นในงานวิจัยนี้ได้มีการพิจารณาบริบทของผู้ฟัง 
คือ ช่วงเวลาของผู้ฟัง, สถานที่, สภาพอากาศ, กิจกรรมต่าง ๆ ร่วมกับวิธีการท านายค่าความชอบโดย
ใช้โมเดล C4.5 จากผลการทดลองในการเปรียบเทียบกับวิธีการจ าแนกประเภทแบบต่าง ๆ วิธีการ 
C4.5 ให้ความถูกต้องที่ดีท่ีสุด 
  Yajie Hu และ Mitsunori Ogihara (2011) น าเสนองานวิจัยเรื่อง NEXTONE PLAYER: A 
MUSIC RECOMMENDATION SYSTEM BASED ON USER BEHAVIOR (Hu, Y. & Oguhara, M., 
2011) ซึ่งท าการสร้างวิธีการแนะน าเพลงโดยค านึงถึงความชอบของผู้ฟัง , รูปแบบในการฟังเพลง, 
เพลงใหม่ โดยใช้วิธีการวิเคราะห์ช่วงเวลา (Time series) คือ Autoregressive Integrated Moving 
Average (ARIMA) ในการพิจารณาล าดับของการฟังแนวเพลงซึ่งจะท านายแนวเพลงที่ผู้ฟังจะฟัง
ถัดไปรวมถึง Recording year และวิธีการนี้มีการค านึงถึงความใหม่ของเพลงโดยการใช้วิธีการ 
Forgetting Curve นอกจากนี้ในงานวิจัยนี้มีการพิจารณาช่วงเวลาในการฟังเพลงซึ่งผู้ฟังมีความชอบ
ที่เปลี่ยนไปตามเวลาโดยการใช้วิธีการ Gaussian Mixture Model ในการประมาณค่าความน่าจะเป็น
ที่เพลงจะถูกเลือกฟังเฉพาะเวลา จากผลการทดลองแสดงถึงวิธีการที่น าเสนอมีความถูกต้องมากกว่า
รายการเพลงที่แนะน าแบบสุ่ม 
 
2.2.4 งานวิจัยท่ีสร้างวิธีการแนะน าแบบออนไลน์ 
 Manos Papagelis และคณะ (2005) น าเสนองานวิจัยเรื่อง Incremental Collaborative 
Filtering for Highly Scalable Recommendation Algorithms (Papagelis, M. et al., 2005) 
น า เสนอวิ ธี ก ารแนะน าคื อ  Incremental Collaborative Filtering (ICF) โดยแก้ปัญหาการ
ประมวลผลข้อมูลที่มีปริมาณมาก (Scalability) ซึ่งมีการอัพเดทวิธีการสร้างรายการแนะน าเมื่อมี
ข้อมูลชุดใหม่เข้ามา (Incremental update) แทนที่การค านวณในแบบออฟไลน์คือใช้เวลาในการหา
ความคล้ายของผู้ใช้เป็น 𝑂(𝑚2𝑛) และการท านายค่าคะแนนความชอบเป็น 𝑂(𝑛) หรือสร้างรายการ
แนะน าแบบออนไลน์เป็น 𝑂(𝑚𝑛) + 𝑂(𝑛) ซึ่งวิธีการที่น าเสนอนี้ใช้เวลาในการค านวณที่เร็วกว่าทั้ง
สองวิธีการที่กล่าวคือใช้เวลาในการหาความคล้ายเป็น 𝑂(𝑚𝑛) เมื่อมีผู้ใช้ให้ค่าคะแนนความชอบกับ
สินค้าใหม่หรือสินค้าที่มีอยู่เดิมและใช้เวลาในการท านายค่าเป็น 𝑂(𝑛) โดยที่ 𝑚 คือจ านวนผู้ใช้และ 
𝑛 คือจ านวนเพลงจากผลการทดลองแสดงให้เห็นว่าวิธีการ ICF ใช้เวลาในการค านวณที่รวดเร็ว
มากกว่าวิธีการกรองร่วมแบบเดิมและมีความเหมาะสมกับระบบแนะน าในแบบออนไลน์ 
 Catarina Miranda และ Alipio M. Jorge (2008) น าเสนองานวิจัยเรื่อง Incremental 
collaborative filtering for binary ratings. (Miranda, C. & Jorge, A. M., 2008) ไ ด้ น า เ สนอ
วิธีการ Incremental item-based CF ซึ่งแก้ปัญหาการประมวลผลข้อมูลที่มีปริมาณมากโดยการ
ค านวณหาความคล้ายของสินค้าแทนที่ผู้ใช้เพ่ือหาความคล้ายเมื่อผู้ใช้ให้คะแนนสินค้าใหม่หรือผู้ใช้
อัพเดทคะแนนสินค้าเดิมที่มีอยู่ในระบบ (Incremental update) จากผลการทดลองเปรียบเทียบกับ
วิธีการกรองร่วมแบบเดิมแสดงให้เห็นว่าวิธีการที่น าเสนอมีประสิทธิภาพดีกว่าทั้งในด้านความเร็วใน
การค านวณและความถูกต้องของรายการแนะน า 
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 Xiao Yang และคณะ (2012) น าเสนองานวิจัยเรื่อง Scalable Collaborative Filtering 
Using Incremental Update and Local Link Prediction (Yang, X. et al., 2012) ได้ น า เสนอ
วิธีการ Scalable Incremental Collaborative Filtering (SICF) ซึ่งแก้ปัญหาการประมวลผลข้อมูล
ที่มีปริมาณมากโดยใช้วิธีการกรองร่วมร่วมกับการอัพเดทข้อมูลทีละชุดข้อมูลเมื่อมีข้อมูลใหม่เข้ามา 
ซึ่งพิจารณาความคล้ายของภาพยนตร์ในฐานข้อมูล MovieLens และ Netflix ส าหรับการแก้ปัญหา
ความเบาบางของข้อมูล (Sparsity problem) ได้ใช้วิธีการ Link prediction โดยจ าลองการหาความ
คล้ายในรูปแบบของกราฟเ พ่ือใช้คุณสมบัติการถ่ายทอด  (Transitive) ของกราฟในการหา
ความสัมพันธ์ของภาพยนตร์ จากผลการทดลองในการวัดประสิทธิภาพการท านายค่าความถูกต้องด้วย 
MAE และ RMSE สามารถให้ความถูกต้องที่ดีกว่าวิธีการกรองร่วมแบบเดิมรวมถึงใช้เวลาในการ
ค านวณที่รวดเร็วกว่าวิธีการกรองร่วมแบบเดิม 
 Joao Vinagre แ ล ะ  Alipio M. Jorge (2012) น า เ ส น อ ง า น วิ จั ย เ รื่ อ ง  Forgetting 
mechanisms for scalable collaborative filtering (Vinagre, J. & Jorge, A. M., 2012) น าเสนอ
วิธีการ Forgetting mechanisms ร่วมกับวิธีการกรองร่วมแบบเดิมเพ่ือแก้ปัญหาขนาดข้อมูล 
(Scalability) และเพ่ิมความถูกต้องให้กับวิธีการแนะน า โดยวิธีการ Forgetting mechanisms ซึ่ง
เป็นวิธีการส าหรับลดความส าคัญของข้อมูลเก่าเพ่ือแสดงถึงความชอบในปัจจุบันของผู้ใช้แบ่งออกเป็น 
2 วิธีการคือ 1. Sliding windows คือการพิจารณาขนาดของข้อมูลล่าสุดแบบคงที่  (Fix-size 
window) และ 2. Fading factors คือการให้ความส าคัญกับข้อมูลใหม่โดยการให้ค่าน้ าหนักกับข้อมูล 
จากผลการทดลองแสดงให้เห็นว่าวิธีการ Forgetting mechanisms สามารถลดเวลาที่ใช้ในการ
ค านวณและหน่วยความจ าที่ใช้ซึ่งช่วยปรับปรุงปัญหาการประมวลผลข้อมูลที่มีปริมาณมากแต่ยังคงซึ่ง
ความถูกต้องในการแนะน าเพลง นอกจากนี้วิธีการกรองข้อมูลร่วมโดยใช้วิธี Fading factors มีความ
เหมาะสมส าหรับการอัพเดทข้อมูล ในแบบออนไลน์มากกว่าวิธีการ Sliding windows ซึ่งสอดคล้อง
กับงานวิจัย Joao Gama และคณะ (2014) น าเสนองานวิจัยเรื่อง A survey on concept drift 
adaptation (Gama, J. et al, 2014) ได้แบ่งวิธีการ Forgetting mechanisms ออกเป็น 2 วิธีการ
คือ 1. Abrupt Forgetting คือการลดความส าคัญของข้อมูลแบบทันทีโดยใช้ข้อมูลเพียงบางส่วนใน
การพิจารณา (Partial memory) แบ่งออกเป็น 1.1 Sequence based คือการก าหนดขนาดของ
ข้อมูลแบบก าหนดขนาดคงที่ 1.2 timestamp based คือการก าหนดขนาดของข้อมูลตามวันเวลา
ของระบบ 2. Gradual Forgetting คือการลดความส าคัญของข้อมูลเก่าหรือการให้ความส าคัญของ
ข้อมูลใหม่โดยใช้ข้อมูลในการพิจารณาทั้งหมดซึ่งแตกต่างจาก Abrupt Forgetting โดยมีการให้ค่า
น้ าหนักตามความเก่าใหม่ของข้อมูล เช่น การใช้วิธีการ Linear decay ในการลดความส าคัญของ
ข้อมูลโดยพิจารณาวันเวลาที่ถูกน าเข้าร่วมกับ Exponential function 
 
 
 
 
 
 



19 

 
 

2.3 วิธีการ Session Based Collaborative Filtering 
วิธีการ Session based Collaborative Filtering (SSCF) ถูกน าเสนอโดย Sung Eun Park 

และคณะ (Park, S. E., et al, 2011) โดยน าเสนอวิธีการส าหรับสร้างรายการเพลงที่จะแนะน าให้กับ
ผู้ฟัง ซึ่งพิจารณาเซสชั่นโปรไฟล์ของผู้ฟังเพลงคือเพลงที่ถูกฟังอย่างต่อเนื่อง เนื่องจากผู้ฟังมักมีการฟัง
เพลงซ้ าที่คล้ายกับเซสชั่นในอดีต เมื่อผู้ฟังไม่มีการฟังเพลงเกินกว่า 30 นาทจีะพิจารณาเป็น 1 เซสชั่น 
ซึ่งจะเป็นการพิจารณาการฟังซ้ าและล าดับในการฟังเพลงแล้วน าเข้าไปยังวิธีการกรองข้อมูลร่วมโดย
ใช้เซสชั่นโปรไฟล์แทนที่ของโปรไฟล์ของผู้ใช้คนอ่ืน แสดงภาพรวมการท างานของวิธีการ SSCF ดัง
ภาพที่ 2-2  
 
 

 
 
ภาพที่ 2-2 ภาพรวมการท างานของวิธีการ Session based Collaborative Filtering 
 

ขั้นตอนแรกของวิธีการสร้างรายการเพลงแนะน าคือการหาค่าความคล้ายของเซสชั่นปัจจุบัน 
(𝑠𝑠𝑎𝑠) กับเซสชั่นในอดีตของผู้ฟัง (𝑠𝑠𝑣) โดยใช้วิธีการหาความคล้ายแบบโคไซน์ซึ่งเป็นการพิจารณา
ความคล้ายของเพลงที่ถูกฟังร่วมกันในแต่ละเซสชั่น ดังสมการที่ (2.5) 
 

                           𝑠𝑖𝑚(𝑠𝑠𝑎𝑠, 𝑠𝑠𝑣) =
∑ (𝑟𝑠𝑠𝑎𝑠,𝑚𝑗,𝑟𝑠𝑠𝑣,𝑚𝑗)𝑗

√∑ (𝑟𝑠𝑠𝑎𝑠,𝑚𝑗)2𝑗 √∑ (𝑟𝑠𝑠𝑣,𝑚𝑗)2𝑗
                       (2.5) 
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โดยที่ 𝑠𝑖𝑚(𝑠𝑠𝑎𝑠, 𝑠𝑠𝑣)  คือ ค่าความคล้ายของเซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) กับเซสชั่น (𝑠𝑠𝑣) 
       𝑠𝑠𝑠𝑠𝑎𝑠                  คือ เซสชั่นปัจจุบันของผู้ฟังเป้าหมาย 
       𝑠𝑠𝑣                    คือ เซสชั่น 𝑣 ของผู้ฟัง 
       𝑟𝑠𝑠𝑎𝑠,𝑚𝑗              คือ ความถี่ของเพลง 𝑚𝑗 ในเซสชั่นปัจจุบัน 

       𝑟𝑠𝑠𝑣,𝑚𝑗               คือ ความถี่ของเพลง 𝑚𝑗 ในเซสชั่น 𝑠𝑠𝑣 

 
จากนั้นพิจารณาเซสชั่นที่มีความคล้ายกับเซสชั่นปัจจุบันมากที่สุดโดยใช้การพิจารณาเซสชั่น

ข้างเคียงซึ่งมีความคล้ายกับเซสชั่นเป้าหมายมากท่ีสุดด้วยวิธี k-Nearest Neighbor (k-NN)  ขั้นตอน
ถัดไปของการสร้างรายการเพลงแนะน าคือการท านายค่าคะแนนความชอบของผู้ฟังเพลง โดย
ประยุกต์ใช้วิธีการท านายค่าของวิธีการกรองร่วมโดยพิจารณาผู้ฟังเป็นหลัก ดังสมการ (2.6)  
 

                      𝑝𝑠𝑠𝑎𝑠,𝑚𝑗 = 𝑟̅𝑠𝑠𝑎𝑠 +
∑ 𝑠𝑖𝑚(𝑠𝑠𝑎𝑠,𝑠𝑠𝑣)[𝑟𝑠𝑠𝑣,𝑚𝑗−𝑟̅𝑠𝑠𝑣]𝑠𝑠𝑣∈𝑆

∑ |𝑠𝑖𝑚(𝑠𝑠𝑎𝑠,𝑠𝑠𝑣)|𝑠𝑠𝑣∈𝑆
                 (2.6) 

 
โดยที่ 𝑝𝑠𝑠𝑎𝑠,𝑚𝑗  คือ ค่าการท านายของเพลง 𝑚𝑗 ที่เซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) 

       𝑟𝑠𝑠𝑣,𝑚𝑗     คือ ความถ่ีของเพลง 𝑚𝑗 ในเซสชั่น 𝑠𝑠𝑣 

        𝑟̅𝑠𝑠𝑎𝑠        คือ ค่าเฉลี่ยของการฟังเพลงที่เซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) 
       𝑟̅𝑠𝑠𝑣         คือ ค่าเฉลี่ยของการฟังเพลงที่เซสชั่น 𝑠𝑠𝑣 
 

ขั้นตอนสุดท้ายคือการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง โดยพิจารณาค่าคะแนน
ความชอบของแต่ละเพลงเรียงล าดับจากมากไปหาน้อย 𝑁 เพลง   
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ตารางท่ี 2-2 งานวิจัยที่เกี่ยวข้องกับระบบแนะน าเพลง  
 

งานวิจัยท่ีเกี่ยวข้องกับ
ระบบแนะน าเพลง 

วัตถุประสงค์ วิธีการ ผลสรุป ฐานข้อมูล 

Lee J. S. & Lee J. C., 2007 สร้างระบบแนะน าเพลงโดยพิจารณา
บริบททางด้านข้อมูลสภาพอากาศ 

Case-based reasoning ร่ ว มกั บพิ จ า รณา
ข้อมูลสภาพอากาศ   

สามารถเพิ่มความถูกต้องให้กับ
รายการแนะน าที่ดีกว่าวิธีการCase-

based reasoningแบบดั้งเดิม 

จัดเก็บข้อมูลเอง 

Park, C. H. & Kahng, M., 

2010 

ศึกษาพฤติกรรมของผู้ฟังเพลง เปรียบเทียบหลาย ๆ แนวเพลงหรือศิลปินใน
ช่วงเวลาต่าง ๆ 

บางแนวเพลงหรือศิลปินมีการฟังที่
แตกต่างจากช่วงเวลาอื่น 

 

Bugs music 

Liu, J. Y. & Yang Y. H., 

2012 

ศึกษาคุณลักษณะนิสัยในการฟังเพลงของ
ผู้ฟัง 

วิเคราะห์และเปรียบเทียบบริบทของผู้ฟังคือ 

เ วล า ในการฟั ง เพลง , เพลงและศิลปิ น , 

คุณลักษณะของการฟังเพลงโดยใช้วิธี SVM 

ผู้ใช้ที่มีอายุมากกว่า 24 ปีมีการฟัง
เพลงในวันท างานมากกว่าผู้ใช้ที่มี
อายุน้อยกว่า 

Last.fm 

Deng, S. et al., 2015 เพิ่มความถูกต้องโดยพิจารณาอารมณ์ของ
ผู้ฟังเพลง 

เปรียบเทียบวิธีการ   User based CF และ 
Item based CF 

วิ ธี ก า ร  User based CF ใ ห้ ผ ล
ความถูกต้องที่ดีที่สุดและอารมณ์
ของผู้ฟังเพลงส่งผลต่อการเลือกฟัง
เพลงของผู้ฟัง 

Sina Weibo 

 

 



 

  
 

22 
ตารางท่ี 2-3 งานวิจัยที่เกี่ยวข้องที่ใช้เซสชั่นในการฟังเพลง 
 

งานวิจัยท่ีใช้เซสช่ันใน
การฟังเพลง 

วัตถุประสงค์ วิธีการ ผลสรุป ฐานข้อมูล 

Park, S. E., et al, 2011 

 

ปรับปรุงความถูกต้องของรายการเพลง
แนะน าโดยพิจารณาเซสช่ันของผู้ฟังเพลง 

 Session Based Collaborative Filtering 

(SSCF) 

สามารถเพิ่มความถูกต้องได้ดีกว่า
วิธีการกรองร่วมแบบเดิม (CF) โดย
ใช้ตัววัด HitRatio 

 

Bugs music 

 

 

 

Dias, R. & Fonseca, M.J., 

2013 

ปรับปรุงความถูกต้องของการแนะน า
เพลงโดยพิจารณาเซสช่ันของผู้ฟังเพลง
ร่วมกับช่วงเวลา 

 

GMM ในการจัดกลุ่มช่วงเวลาของผู้ฟังร่วมกับ
วิธีการ  SSCF เรี ยกว่า  Temporal Session 

Based Collaborative Filtering (TSSCF) 

สามารถเพิ่มความถูกต้องดีกว่ า 
SSCF โดยใช้ตัววัด HitRatio 

 

Last.fm 

Oscar, C., 2014 ศึกษาความสัมพันธ์ของเซสช่ันการฟัง
เพลง 

เปรียบเทียบวิธีการจัดกลุ่มเซสช่ันโดยใช้ K-

mean,  K-medoids  แ ล ะ  Hierarchical 

agglomerative 

กลุ่มของแนวเพลงที่มีความคล้ายกัน 
เ ช่นกลุ่ มแนวเพลง comedy จะ
เกิดขึ้นในเซสช่ันเดียวกัน 

Spotify 

 

 



 

 
 

23 
ตารางท่ี 2-4 งานวิจัยที่เกี่ยวข้องที่พิจารณาช่วงเวลาในการฟังเพลง 
 

งานวิจัยท่ีพิจารณา
ช่วงเวลาในการฟังเพลง 

วัตถุประสงค์ วิธีการ ผลสรุป ฐานข้อมูล 

Baltrunas, L., & Amatriain, 

X., 2009 

เพิ่มความถูกต้องของรายการเพลงโดย
พิจารณาช่วงเวลาในการฟังเพลง 

MF ร่วมกับช่วงเวลาของผู้ฟังแต่ละช่วงเวลา 

(micro-profiles) ได้แก่ ช่วงเช้า, ช่วงเย็น, 

วันหยุดและวันท างาน 

สามารถเพิ่มความถูกต้องดีกว่า CF 

แบบเดิม 

Last.fm 

Cebrián, T. et al., 2010 เพิ่มความถูกต้องของรายการเพลงร่วมกับ
แก้ไขปัญหาช่วงเวลาที่คาบเกี่ยวกันของ 
micro-profiles 

ใช้วิธีคาทีเซียนโปรดักซ์กับช่วงเวลาต่าง ๆ 
ร่วมกับวิธีการกรองข้อมูลร่วม  

สามารถแนะน าเพลงในช่วงเวลาที่
คาบเกี่ยวกันได้ เช่น ช่วงเช้าของ
วันหยดุ 

จัดเก็บข้อมูลเอง 

Herrera, P. el al., 2010 ศึกษาพฤติกรรมในการฟังศิลปินหรือแนว
เพลงที่มีการรับฟังแตกต่างจากช่วงเวลาอื่น 

Circular Statistics บางแนวเพลงมีการฟังเด่นชัดในบาง
ช่วงเวลาซึ่งแตกต่างจากช่วงเวลาอื่น 

Last.fm 

Schedl, M. et al, 2014 สร้างระบบแนะน าเพลงโดยพิจารณาบริบท
ของผู้ฟังบนอุปกรณ์โทรศัพท์เคลื่อนที่ 

ใช้โมเดลในการจ าแนกประเภทร่วมกับ
พิจาณาบริบทของผู้ฟังเพลง 

วิธีการจ าแนกประเภทโดยใช้ C4.5 

ให้ผลลัพธ์ที่ดีท่ีสุด 

จัดเก็บข้อมูลเอง 

Hu, Y. & Oguhara, M., 

2011 

สร้ างระบบแนะน า เพลงโดยพิจารณา
พฤติกรรมของผู้ฟัง 

วิธีการ ARIMA วิเคราะห์เพลงที่ถูกฟังในแต่
ละช่วงเวลา, วิธี GMM ท านายเพลงที่จะถูก
เ ลื อ ก ฟั ง  แ ล ะ ใ ช้ วิ ธี  Forgetting curve 

ส าหรับแนะน าเพลงใหม่ 

วิธีการที่น าเสนอให้ความถูกต้อง
ดีกว่าการแนะน าเพลงแบบสุ่ม 

จัดเก็บข้อมูลเอง 



 

  
 

24 
ตารางท่ี 2-5 งานวิจัยที่เก่ียวข้องกับระบบแนะน าแบบออนไลน์ 
 

งานวิจัยระบบแนะน า
แบบออนไลน์ 

วัตถุประสงค์ วิธีการ 

 

ผลสรุป 

 

ฐานข้อมูล 

 

Papagelis, M. et al., 2005 แก้ไขปัญหาการประมวลผลข้อมูลขนาด
ใหญ่ (Scalability problem) 

Incremental Collaborative Filtering (ICF) วิ ธี การ  ICF สามารถค านวณได้
รวดเร็วกว่า CF แบบเดิม 

จัดเก็บข้อมูลเอง 

Miranda, C. & Jorge, A. M., 

2008 

แก้ไขปัญหาการประมวลผลข้อมูลขนาด
ใหญ่ 

Incremental Item based Collaborative 

Filtering 

สามารถเพิ่มความถูกต้องได้ดีกว่าวิธี 
ICF และสามารถค านวณได้รวดเร็ว 

Economics แ ล ะ  E-

learning 

Yang, X. et al., 2012 แ ก้ ไ ข ปั ญ ห า  Sparsity แ ล ะ ก า ร
ประมวลผลข้อมูลขนาดใหญ่ 

วิธีการ link prediction ร่วมกับวิธี ICF สามารถ เพิ่ มความถู กต้ องและ
ค า น วณ ไ ด้ ร ว ด เ ร็ ว ก ว่ า วิ ธี  CF 

แบบเดิม 

 Movielens, Netflix 

Vinagre, J. & Jorge, A. M., 

2012 

เพิ่มความถูกต้องของรายการเพลงและ
แก้ไขปัญหาการประมวลผลข้อมูลขนาด
ใหญ่ 

วิธีการ CF ร่วมกับ Forgetting mechanism สามารถ เพิ่ มความถู กต้ องและ
ค า น วณ ไ ด้ ร ว ด เ ร็ ว ก ว่ า วิ ธี  CF 

แบบเดิม 

จัดเก็บข้อมูลเอง 



 
 

 
 

บทท่ี 3 
 

วิธีการท่ีน าเสนอ 
  
 วิทยานิพนธ์นี้เป็นการต่อยอดวิธีการสร้างรายการเพลง Session-based Collaborative 
Filtering, SSCF (Park, S. E., et al, 2011) เพ่ือปรับปรุงให้วิธีการสร้างรายการเพลงของวิธี SSCF 
ให้มีความถูกต้องและได้เพลงที่ตรงใจกับผู้ ฟังเฉพาะบุคคลมากยิ่งขึ้น รวมทั้ง แก้ไขปัญหาการ
ประมวลผลข้อมูลที่มีปริมาณมาก (Scalability problem) ซึ่งสามารถประยุกต์ใช้กับการสร้างรายการ
เพลงแนะน าแบบออนไลน์ วิทยานิพนธ์นี้ได้น าเสนอวิธีการสร้างรายการเพลงที่ชื่อว่า “Incremental 
Session-based Collaborative Filtering using Forgetting mechanism and Circular 
statistics” โดยเรียกสั้นๆว่า “ISSCF” ซึ่งภาพรวมของขั้นตอนวิธีการที่น าเสนอ ISSCF แสดงดังภาพ
ที่ 3-1 
 

 
 

ภาพที่ 3-1 ภาพรวมวิธีการ ISSCF
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จากภาพที่ 3-1 ขั้นตอนวิธีการ ISSCF ได้แบ่งเป็น 3 ขั้นตอน ได้แก่ 1. ขั้นตอนเริ่มต้น เป็น
ขั้นตอนการสร้างเซสชั่นโปรไฟล์ส าหรับผู้ฟังเพลงแต่ละคน 2. ขั้นตอนการสร้างรายการเพลงออนไลน์
ของทั้ง 2 วิธี และ 3. การรวมรายการเพลงที่จะแนะน าให้กับผู้ฟัง ดังนี้ 
 
3.1 ขั้นตอนเริ่มต้น   

3.1.1 ฐานข้อมูลเพลง 
x ฐานข้อมูลเพลง Last.fm 

ฐานข้อมูลเพลงนี้ได้จัดเก็บประวัติการฟังเพลงจากเว็บไซต์ Last.fm  
(Oscar C., 2010) ซึ่งถูกรวบรวมตั้งแต่ปี 2005 ถึงปี 2009 ประกอบด้วยประวัติการฟังเพลง
ของผู้ฟังแต่ละคน ได้แก่ รหัสผู้ฟัง, เวลาที่ผู้ฟังฟังเพลง, รหัสศิลปิน, ชื่อศิลปิน, รหัสเพลงและ
ชื่อเพลง ตามล าดับ ดังภาพที่ 3-2 

 

 
 

ภาพที่ 3-2 ตัวอย่างฐานข้อมูลเพลง Last.fm 
 

x ฐานข้อมูลเพลง 30Music 
ฐานข้อมูลเพลง 30Music (Turrin, R. et al., 2015) จัดเก็บประวัติการฟังเพลงของ

ผู้ฟังจากเว็บไซต์ Last.fm ระหว่างปี 2014 ถึงปี 2015 รวมถึงรายการเพลงของผู้ฟังและ
เซสชั่นการฟังเพลงของผู้ฟัง วิทยานิพนธ์นี้ได้สนใจถึงข้อมูลเซสชั่นการฟังเพลงประกอบด้วย
รหัสผู้ฟัง, เวลาการฟังเพลง, รหัสเพลง, เวลาเริ่มเล่นและเวลาเล่นทั้งหมด ตามล าดับ แสดง
ดังภาพที่ 3-3 

 

 

ภาพที่ 3-3 ตัวอย่างฐานข้อมูลเพลง 30Music 
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3.1.2  ขั้นตอนการสร้างเซสชั่นโปรไฟล์ส าหรับผู้ฟังเพลง  
 เนื่องจากวิทยานิพนธ์นี้ได้สนใจพฤติกรรมในการเลือกฟังเพลงของผู้ฟังที่มักจะมีการฟังที่ชื่น
ชอบซ้ า และจากที่กล่าวไปในขั้นต้น พฤติกรรมของผู้ฟังเพลงมักมีการฟังอย่างต่อเนื่องและเป็นล าดับ
ซึ่งเรียกลักษณะการฟังเพลงนี้ว่าเซสชั่น (Park, S. E., et al, 2011) (Dias, R. & Fonseca, M. J., 
2013) ดังนั้นขั้นตอนนี้จึงได้พิจารณาเซสชั่นของผู้ฟังโดยการสร้างเซสชั่นโปรไฟล์ของแต่ละคน 
(session profiles) เมื่อผู้ฟังมีการฟังเพลงที่ต่อเนื่องกันแล้วหยุดการฟังเพลงในระยะเวลาหนึ่งจะถูก
พิจารณาเป็น 1 เซสชั่น ตัวอย่างการสร้างเซสชั่นโปรไฟล์แสดงดังภาพที่ 3-4 
 

 
 

ภาพที่ 3-4 ตัวอย่างการสร้างเซสชั่นโปรไฟล์ของผู้ฟังในฐานข้อมูลเพลง Last.fm 
 
  ขั้นตอนถัดไปจะสร้างเมทริกซ์ความถี่ในการฟังเพลงจากเซสชั่นโปรไฟล์ส าหรับแต่ละผู้ฟัง ที่
ประกอบด้วย แถวคือเซสชั่นของผู้ฟังเพลง คอลัมน์คือเพลงที่ผู้ฟังได้ฟังในแต่ละเซสชั่น และข้อมูล
ภายในเซลล์คือความถี่ในการฟังเพลงแต่ละเซสชั่น แสดงดังภาพที่ 3-5 

 
 
ภาพที่ 3-5 ตัวอย่างการสร้างเมทริกซ์จากเซสชั่นโปรไฟล์ของผู้ฟัง 1 
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 3.2 ขั้นตอนการสร้างรายการเพลงออนไลน์ 
x วิธีที่ 1 จากสมมติฐานที่ว่าผู้ฟังน่าจะมีการเลือกฟังเพลงที่คล้ายกับเซสชั่นในอดีตเนื่องจาก

ผู้ฟังเพลงมักจะมีพฤติกรรมในการฟังเพลงซ้ าอย่างต่อเนื่องเป็นช่วงหรือเซสชั่น และการ
เลือกฟังเพลงล่าสุดแสดงถึงความชอบของผู้ฟังขณะนั้น ดังนั้นวิธีการสร้างรายการเพลงจึง
ได้ประยุกต์ใช้วิธีการกรองข้อมูลร่วม ซึ่งพิจารณาความชอบการเลือกฟังเพลงในเซสชั่น
ปัจจุบันที่มีความคล้ายกับเซสชั่นในอดีต โดยให้ความส าคัญกับเซสชั่นล่าสุดของผู้ฟังเพลง 

x วิธีที่ 2 จากสมมติฐานที่ว่าเพลงบางเพลงที่ผู้ฟังชื่นชอบมักจะมีการฟังซ้ าเฉพาะช่วงเวลา 
ดังนั้นวิธีนี้จึงใช้วิธีการวิเคราะห์สถิติเชิงมุม (Circular Statistics) ซึ่งพิจารณาความชอบ
ของผู้ฟังเฉพาะช่วงเวลาว่ามักจะชอบฟังเพลงช่วงเวลาใดและชอบฟังเพลงอะไรที่มีความ
แตกต่างจากช่วงเวลาอ่ืนอย่างมีนัยส าคัญทางสถิติ 

เมื่อผู้ฟังหยุดการฟังเพลงสักระยะเวลาหนึ่ง วิธีการทั้ง 2 จะน าเซสชั่นล่าสุดของผู้ฟังเป็นข้อมูล
ย้อนกลับ (feedback) ไปยังระบบเพ่ือปรับปรุงเซสชั่นโปรไฟล์ให้ยังคงความชอบในปัจจุบันของผู้ฟัง
เพลงซึ่งน่าจะตรงกับความต้องการของผู้ฟังมากยิ่งขึ้น 
 
 3.2.1 การสร้างรายการเพลงแนะน าวิธีที่ 1  

ส าหรับขั้นตอนออนไลน์วิธี ISSCF วิธีที่ 1 ประกอบด้วยการหาความคล้ายของเซสชั่น 
ขั้นตอนการเลือกสมาชิกข้างเคียง การท านายค่าคะแนนความชอบ การสร้างรายการเพลง จากนั้นจะ
รวมรายการเพลงเข้ากับรายการเพลงแนะน าในวิธีที่ 2 แสดงดังภาพที่ 3-6 
    

 

ภาพที่ 3-6 ภาพรวมข้ันตอนวิธี ISSCF วิธีที่ 1  
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3.2.1.1  ขั้นตอนการหาความคล้ายคลึงของเซสช่ัน  
 ขั้นตอนแรกของการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง คือการค านวณความคล้ายคลึง
ของเซสชั่นปัจจุบันของผู้ฟังเพลง (𝑠𝑠𝑎𝑠) กับเซสชั่นในอดีตที่เก็บรวบรวมไว้ในขั้นตอนเริ่มต้น แสดง
ดังภาพที่ 3-7 
 

 
 

ภาพที่ 3-7 ตัวอย่างการหาความคล้ายของเซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) กับเซสชั่นในอดีตของผู้ฟัง 
 

วิธีการ ISSCF ได้เลือกใช้วิธีการหาความคล้ายแบบโคไซน์ (Cosine similarity) ส าหรับการ
พิจารณาความคล้ายของเซสชั่นในปัจจุบันกับเซสชั่นในอดีตเพ่ือสร้างรายการเพลงแนะน าให้กับผู้ฟัง  
(Park, S. E., et al, 2011) แสดงดังสมการที่ (3.1) โดยที่ค่าความคล้ายที่เข้าใกล้ 1 แสดงถึงทั้งสอง  
เซสชั่นมีความคล้ายกันมาก ถ้าค่าความคล้ายที่เข้าใกล้ 0 แสดงถึงทั้งสองเซสชั่นไม่มีความคล้ายกัน 
แบ่งได้เป็น 2 กรณ ีคือ  

x กรณีเมื่อผู้ฟังเข้าสู่ระบบ ส าหรับกรณีนี้จะยังไม่มีเซสชั่นการฟังเพลงเกิดขึ้น ท าให้เซสชั่นครั้ง
ล่าสุดของผู้ฟังจะถูกพิจารณาเป็นเซสชั่นปัจจุบันของผู้ฟังเพลง (𝑠𝑠𝑎𝑠 ) ซึ่งจะน าไปหาความคล้ายกับ
เซสชั่นในอดีตแล้วสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังแต่ละบุคคล โดยในกรณีนี้จะถูกค านวณไว้
ในขัน้ตอนออฟไลน์ 

x กรณีเมื่อมีการฟังเพลงเกิดขึ้น ส าหรับกรณีนี้เมื่อผู้ฟังมีการเลือกฟังเพลงเกิดขึ้น เพลงที่ผู้ฟัง
เลือกฟังจะถูกพิจารณาเป็นเซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠 ) ของผู้ฟังซึ่งน าไปพิจารณาหาค่าความคล้ายแล้ว
สร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังต่อไป โดยทั้ง 2 กรณีถ้าผู้ฟังมีการเลือกฟังเพลงที่ตรงกับ
รายการเพลง แสดงถึงผู้ฟังยังคงชื่นชอบรายการเพลงนั้น ดังนั้นรายการเพลงจะไม่ถูกสร้างใหม่จนกว่า
ผู้ฟังมีการเลือกฟังเพลงที่ไม่ตรงกับรายการเพลง ซึ่งสามารถช่วยลดการค านวณของระบบได้ 
 

                        𝑠𝑖𝑚(𝑠𝑠𝑎𝑠, 𝑠𝑠𝑣) =
∑ (𝑟𝑠𝑠𝑎𝑠,𝑚𝑗,𝑟𝑠𝑠𝑣,𝑚𝑗)𝑗

√∑ (𝑟𝑠𝑠𝑎𝑠,𝑚𝑗)2𝑗 √∑ (𝑟𝑠𝑠𝑣,𝑚𝑗)2𝑗
                              (3.1)  
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 โดยที่ 𝑠𝑖𝑚(𝑠𝑠𝑎𝑠, 𝑠𝑠𝑣) คือ ค่าความคล้ายของเซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠 ) กับเซสชั่น (𝑠𝑠𝑣 )  
    𝑠𝑠𝑎𝑠                  คือ เซสชั่นปัจจุบันของแต่ละผู้ฟัง 
  𝑠𝑠𝑣                   คือ เซสชั่น 𝑣 ของผู้ฟัง 
  𝑟𝑠𝑠𝑎𝑠,𝑚𝑗             คือ ความถี่ของเพลง 𝑚𝑗 ในเซสชั่นปัจจุบัน 
  𝑟𝑠𝑠𝑣,𝑚𝑗              คือ ความถี่ของเพลง 𝑚𝑗 ในเซสชั่น 𝑠𝑠𝑣 

จากตัวอย่างดังภาพที่ 3-8 แสดงให้เห็นว่าเซสชั่นปัจจุบันมีการฟังเพลงที่คล้ายกับเซสชั่นที่ 2 มากกว่า
เซสชั่นอื่น 

 
 

ภาพที่ 3-8 ตัวอย่างค่าความคล้ายของเซสชั่นปัจจุบันกับเซสชั่นในอดีตของผู้ฟัง 
 
3.2.1.2  ขั้นตอนการเลือกสมาชิกข้างเคียง 
 ส าหรับขั้นตอนการเลือกสมาชิกข้างเคียงของเซสชั่นที่มีความคล้ายกับเซสชั่นในปัจจุบันมาก
ที่สุดนั้น สามารถแบ่งได้เป็น 2 วิธีการ คือ 1. การหาจ านวนเพ่ือนบ้านที่ดีที่สุด (k-NN) โดยเลือก
เซสชั่นที่มีความคล้ายกับเซสชั่นปัจจุบันมากท่ีสุด 𝑘 เซสชั่นและ 2. การก าหนดเกณฑ์ความคล้าย (th) 
ซึ่งเลือกเซสชั่นที่มีความคล้ายกับเซสชั่นปัจจุบันมากท่ีสุดที่มีค่าความคล้ายมากกว่าค่าเกณฑ์ท่ีก าหนด
ไว้ ซึ่งมีความยืดหยุ่นมากกว่าวิธีการ k-NN เนื่องจากจ านวนของเซสชั่นใกล้เคียงมีความแตกต่างกันไป
ในแต่ละเพลงที่ผู้ฟังเลือกฟัง ดังภาพที่ 3-9 
 

 
 

ภาพที่ 3-9 ตัวอย่างการพิจารณาเซสชั่นที่มีความคล้ายกับเซสชั่นปัจจุบันมากที่สุดที่ th เท่ากับ 0.1 
 
3.2.1.3  ขั้นตอนการท านายค่าคะแนนความชอบของเพลง 
 ส าหรับขั้นตอนการท านายค่าคะแนนความชอบของเพลงแต่ละเพลง วิธีการ ISSCF ได้
พิจารณาจากความชอบในการเลือกฟังเพลงในปัจจุบัน ซึ่งมีคล้ายกับเซสชั่นในอดีตของผู้ฟัง  จากนั้น
ท านายค่าคะแนนความชอบของเพลงแต่ละเพลงที่คาดว่าผู้ฟังน่าจะเลือกฟังเป็นเพลงถัดไป ดังนั้น
เพลงที่ผู้ฟังยังไม่ได้ฟังในเซสชั่นปัจจุบันสามารถที่จะถูกแนะน าได้ ซึ่งสามารถค านวณได้จากสมการที่ 
(3.2) แสดงตัวอย่างค่าคะแนนความชอบของเพลงแต่ละเพลง ดังภาพที่ 3-10 
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                             𝑝𝑠𝑠𝑎𝑠,𝑚𝑗 = 𝑟̅𝑠𝑠𝑎𝑠 +
∑ 𝑠𝑖𝑚(𝑠𝑠𝑎𝑠,𝑠𝑠𝑣)[𝑟𝑠𝑠𝑣,𝑚𝑗−𝑟̅𝑠𝑠𝑣]𝑠𝑠𝑣∈𝑆

∑ |𝑠𝑖𝑚(𝑠𝑠𝑎𝑠,𝑠𝑠𝑣)|𝑠𝑠𝑣∈𝑆
               (3.2) 

 
 

 โดยที่ 𝑝𝑠𝑠𝑎𝑠,𝑚𝑗  คือ ค่าการท านายของเพลง 𝑚𝑗 ที่เซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) 

        𝑟𝑠𝑠𝑣,𝑚𝑗     คือ ความถ่ีของเพลง 𝑚𝑗 ในเซสชั่น 𝑠𝑠𝑣 

        𝑟̅𝑠𝑠𝑎𝑠        คือ ค่าเฉลี่ยของการฟังเพลงที่เซสชั่นปัจจุบัน (𝑠𝑠𝑎𝑠) 
        𝑟̅𝑠𝑠𝑣            คือ ค่าเฉลี่ยของการฟังเพลงที่เซสชั่น 𝑠𝑠𝑣 

 

 
 

ภาพที่ 3-10 ตัวอย่างค่าคะแนนความชอบของเพลงแต่ละเพลง 
 
3.2.1.4  ขั้นตอนการสร้างรายการเพลงแนะน า  
 ส าหรับขั้นตอนการสร้างรายการเพลงที่จะแนะน าให้กับผู้ ฟัง เมื่อค านวณค่าคะแนน
ความชอบของเพลงแต่ละเพลงครบทุกเพลงแล้ว ขั้นตอนนี้จะเลือกเพลงที่คาดว่าผู้ฟังจะเลือกรับฟัง
เป็น เพลงถัด ไปโดยการพิจารณาค่าคะแนนความชอบที่ มีค่ ามากที่ สุ ด  𝑁 เพลง (Top-N 
recommendation) โดยเรียงล าดับจากค่าการท านายที่มากที่สุดจนถึงค่าการท านายที่ต่ าที่สุด 𝑁 

ล าดับ แสดงตัวอย่างรายการเพลงแนะน า 5 อันดับ (Top-5 recommendation) ที่ถูกแนะน าให้กับ
ผู้ฟัง ดังภาพที่ 3-11 
 

 
 

ภาพที่ 3-11 ตัวอย่าง 5 อันดับรายการเพลงแนะน า 
  
3.2.1.5  ขั้นตอนการอัพเดทเซสชั่นของผู้ฟังเพลง 
 วิทยานิพนธ์นี้ได้จ าลองลักษณะของการฟังเพลงของผู้ฟังในแบบออนไลน์ ซึ่งจะน าข้อมูลเพลง
เข้ามาใหม่อยู่เสมอเพ่ือให้สามารถประยุกต์ใช้ได้กับปัญหาจริง (Real world problem) ซึ่งแตกต่าง
จากงานวิจัยส่วนมากซึ่งมีลักษณะการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังแบบออฟไลน์ (Static 
setting) คือการใช้ข้อมูลการฟังเพลงของผู้ฟังทั้งหมดในการสร้างรายการเพลงเพียงรายการเดียว  
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เมื่อผู้ฟังหยุดฟังเพลงในระยะเวลาหนึ่ง ส าหรับฐานข้อมูล Last.fm คือ 30 นาที (Park, S. E., et al, 
2011) และฐานข้อมูล 30Music คือ 13 นาที (Turrin, R. et al., 2015) ดังนั้นวิธีการ  ISSCF จะ
อัพเดทเซสชั่นล่าสุดของผู้ฟังเข้าสู่ระบบ เพ่ือปรับปรุงเซสชั่นโปรไฟล์ของผู้ฟังเพลงซึ่งจะน าไป
พิจารณาสร้างรายการเพลงแนะน าในช่วงเวลาถัดไป 
 ก่อนที่จะอัพเดทเซสชั่นล่าสุดเข้าสู่ระบบ วิธีการ ISSCF ได้ให้ความส าคัญกับเซสชั่นของผู้ฟัง
เพราะแสดงถึงความชอบของผู้ฟังในปัจจุบันโดยแบ่งเป็น 2 วิธีการ คือ  

1) วิธีการ Sliding windows ซึ่งเป็นการลดความส าคัญของข้อมูลเก่าทันที (Abrupt 
Forgetting) โดยตัดเซสชั่นของผู้ฟังเพลงแบบเป็นล าดับในลักษณะโครงสร้างแบบ first-
in-first-out (FIFO) ซึ่งก าหนดขนาดข้อมูล (𝑠𝑤) ที่จัดเก็บเซสชั่นของผู้ฟังเพลงล่าสุด
ก่อนสร้างเมทริกซ์ เมื่อเซสชั่นใหม่ของผู้ฟังถูกอัพเดทเข้าสู่ 𝑠𝑤 แล้วเซสชั่นที่เก่าที่สุดจะ
ถูกตัดทิ้ง ดังภาพที่ 3-12 ข้อดีของวิธีการนี้คือข้อมูลการฟังเพลงของผู้ฟังจะไม่มีขนาดที่
เพ่ิมขึ้นตามเวลาท าให้มีการค านวณที่รวดเร็วในวิธีการหาความคล้ายของเซสชั่นและ
วิธีการท านายค่าคะแนนความชอบซึ่งช่วยแก้ปัญหาการประมวลผลข้อมูลที่มีปริมาณ
มาก  

 

 
 

ภาพที่ 3-12 ตัวอย่างการอัพเดทเซสชั่นของวิธีการ Sliding windows 
 

2) วิธีการ Forgetting Mechanisms ประกอบด้วยวิธีการ Sliding windows ร่วมกับ
วิธีการ Fading factors โดยให้ค่าน้ าหนักตามล าดับของเซสชั่น ซึ่งเซสชั่นล่าสุดของผู้ฟัง
เพลงจะมีค่าน้ าหนักที่มากกว่า เซสชั่นในอดีต วิทยานิพนธ์นี้ ได้ เลือกใช้วิธีการ 
Exponential time decay function  ส าหรับการให้ความส าคัญของข้อมูล สามารถ
ค านวณโดยใช้สมการที่ (3.3) แสดงตัวอย่างการอัพเดทเซสชั่นร่วมกับวิธีการ Forgetting 
Mechanisms ดังภาพที่ 3-13 

 
                                                      𝑤𝑡 = 𝑒−𝛼𝑡                                                 (3.3) 
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 โดยที่ 𝑤𝑡 คือ ค่าน้ าหนักของเซสชั่นที่ 𝑡  
                  𝛼   คือ ค่าพารามิเตอร์ในการควบคุมความเร็วในการลดความส าคัญ 
         𝑡   คือ ล าดับของเซสชั่นที่ถูกฟัง 
 

 
 

ภาพที่ 3-13 ตัวอย่างการอัพเดทเซสชั่นของวิธีการ Forgetting Mechanisms 
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3.2.2 การสร้างรายการเพลงแนะน าวิธีที่ 2 
เนื่องจากการสร้างรายการเพลงแนะน าวิธีที่ 1 ได้พิจารณาความชอบจากประวัติการฟังเพลง

จากเซสชั่นโปรไฟล์ของผู้ฟังแต่ละคน แต่ไม่ได้พิจารณาถึงความชอบในการเลือกฟังเพลงตามช่วงเวลา
ของผู้ฟังซึ่งผู้ฟังน่าจะมีการเลือกฟังเพลงที่ชื่นชอบซ้ าในบางช่วงเวลา  (Herrera, P. et al., 2010) 
(Park, C. H. & Kahng, M., 2010) (Dias, R. & Fonseca, M.J., 2013) ดังนั้นวิธีการ ISSCF วิธีที่ 2 
จึงได้น าเสนอวิธีการสร้างรายการเพลงแนะน า โดยการวิเคราะห์ว่าผู้ฟังชอบฟังเพลงใดเฉพาะช่วงเวลา
ซึ่งมีความแตกต่างจากช่วงเวลาอ่ืน ซึ่งใช้การวิเคราะห์สถิติเชิงมุมโดยพิจารณาเพลงที่มักจะถูกฟังซ้ า
อย่างต่อเนื่องเฉพาะช่วงเวลาซึ่งมีความแตกต่างจากช่วงเวลาอ่ืนอย่างมีนัยส าคัญทางสถิติ  แสดง
ภาพรวมวิธีการ ISSCF วิธีที่ 2 ดังภาพที่ 3-14 
 
 

 
 

ภาพที่ 3-14 ภาพรวมของวิธีการ ISSCF วิธีที่ 2  
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3.2.2.1  ขั้นตอนการสร้างตารางความถี่ในการฟังเพลงกับช่วงเวลา 
 ขั้นตอนนี้เป็นการน าเซสชั่นโปรไฟล์แต่ละคนมาสร้างเป็นตารางส าหรับเก็บความถี่ของเพลง
กับช่วงเวลา ซึ่งเพลงที่จะพิจารณาในตารางความถี่จะต้องมีการฟังมากกว่า 6 ครั้ง ซึ่งเป็นเงื่อนไขของ 
Reyleigh Z-test ดังตารางที่ 3-1 เป็นตารางความถี่ในการฟังเพลงกับช่วงเวลา เช่น ผู้ฟังท่ี 1 ฟังเพลง 
𝑚1 ในช่วงเวลา 10 นาฬิกา 1 ครั้ง เวลา 11 นาฬิกา 3 ครั้ง เวลา 12 นาฬิกา 2 ครั้ง เวลา 13 นาฬิกา 
1 ครั้งและเวลา 14 นาฬิกา 1 ครั้ง  
 
ตารางท่ี 3-1 ตัวอย่างตารางความถี่ในการฟังเพลงกับช่วงเวลาของผู้ฟังที่ 1 
 
 

 
 

 
 
 
 
3.2.2.2  ขั้นตอนการค านวณช่วงเวลาในการฟังเพลงโดยใช้การวิเคราะห์สถิติเชิงมุม 
 เมื่อสร้างตารางความถ่ีในการฟังเพลงเสร็จสิ้น ขั้นตอนนี้จะพิจารณารูปแบบหรือพฤติกรรมใน
การฟังเพลงเฉพาะช่วงเวลา โดยใช้การวิเคราะห์สถิติเชิงมุม (Circular Statistics) ซึ่งมีการค านวณ
ข้อมูลการฟังเพลงของผู้ฟังในรูปแบบเชิงมุม เริ่มต้นขั้นตอนนี้จะแปลงข้อมูลเวลาเป็นข้อมูลเชิงมุม 
โดยวิธีการ ISSCF ได้พิจารณาช่วงเวลาในรอบวัน (24 ชม.) ซึ่งสามารถค านวณด้วยสมการที่ (3.4) 
จากตารางความถ่ีในการฟังเพลงกับช่วงเวลาที่ 3-1 จะถูกแปลงเป็นข้อมูลเชิงมุม ดังตารางที่ 3-2 
 

                                                      𝛼° = (360°)(𝑋)
24

                                                   (3.4) 
 

 โดยที่  𝛼°  คือ มุมในเชิงดีกรี (degree) 
          𝑋    คือ เวลา (นาฬิกา) ของเพลงแต่ละเพลงที่ถูกฟัง 
 

ตารางท่ี 3-2 ตัวอย่างตารางความถี่ข้อมูลเวลาเชิงดีกรี 
 
 
 
 
 
 
 

เพลง เวลาที่ฟังเพลง (นาฬิกา) 
𝑚1 10, 11, 11, 11, 12, 12, 13, 14 
𝑚2 9, 9, 10, 11, 9, 10, 9, 10 
𝑚3 23, 1, 4, 11, 18, 19 
𝑚4 13, 12, 15, 14, 11, 11, 18, 18, 14 
𝑚5 12, 13, 14, 11, 10, 11, 11, 8 

เพลง เวลาที่ฟังเพลง (ดีกร)ี 
𝑚1 150°, 165°, 165°, 165°, 180°, 180°, 195°, 210° 
𝑚2 135°, 135°, 150°, 165°, 135°, 150°, 135°, 150° 
𝑚3 345°, 15°, 60°, 165°, 270°, 285° 
𝑚4 195°, 180°, 225°, 210°, 165°, 165°, 270°, 270°, 210° 
𝑚5 180°, 195°, 210°, 165°, 150°, 165°, 165°, 120° 
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จากตารางที่ 3-2 จะถูกน ามาค านวณค่าเฉลี่ยของเวกเตอร์ (𝑟) ในเชิงเรเดียน (radians) ดัง
สมการที่ (3.7) ส าหรับการฟังเพลงแต่ละเพลง ซึ่งเป็นการวัดค่าการกระจายเชิงมุมของข้อมูล คล้าย
กับการหาค่าเบี่ยงเบนมาตรฐาน แต่ค่าเฉลี่ยเวกเตอร์มีค่าในช่วง 0-1 โดยค่า 0 แสดงถึงผู้ฟังมีการฟัง
สม่ าเสมอในทุกช่วงเวลาและค่า 1 แสดงถึงข้อมูลการฟังเพลงมีแนวโน้มการฟังเพลงในช่วงเวลาเดียว  
โดยพิจารณาผลรวมค่าเฉลี่ย 𝑠𝑖𝑛 ดังสมการที่ (3.5) และผลรวมค่าเฉลี่ย 𝑐𝑜𝑠 ดังสมการที่ (3.6) 
แสดงตัวอย่างค่าเฉลี่ยเวกเตอร์ของแต่ละเพลง ดังตารางที่ 3-3 
 

               𝑌 =
∑ 𝑠𝑖𝑛𝛼𝑖

𝑐
𝑛

𝑖=1
𝑛

                                                 (3.5) 

 

                                               𝑋 =
∑ 𝑐𝑜𝑠𝛼𝑖

𝑐
𝑛

𝑖=1
𝑛

                                                 (3.6) 

 

             𝑟 =  √𝑋2 + 𝑌2                                                       (3.7) 
 

 โดยที่  𝑌 คือ ค่าเฉลี่ยเชิงมุม 𝑠𝑖𝑛 
         𝑋 คือ ค่าเฉลี่ยเชิงมุม 𝑐𝑜𝑠 
         𝑛 คือ จ านวนครั้งของการฟังเพลง 
         𝑟 คือ ค่าเฉลี่ยเวกเตอร์ 
 
ตารางท่ี 3-3 ตัวอย่างค่าเฉลี่ยเวกเตอร์ของแต่ละเพลง 
 
 
  
 
 
 
 

 
จากตารางที่ 3-3 เพลงแต่ละเพลงของผู้ฟังคนที่ 1 จะถูกค านวณค่าแนวโน้มเฉลี่ยในการฟัง

เพลงของผู้ฟัง (𝜃𝑟) ซึ่งพิจารณาจากค่าเฉลี่ยเวกเตอร์ร่วมกับค่าเฉลี่ยเชิงมุม 𝑠𝑖𝑛 และ 𝑐𝑜𝑠 สามารถ
ค านวณได้จากสมการที่ (3.8)  
 

                                                   𝜃𝑟 =  𝑡𝑎𝑛−1 (𝑠𝑖𝑛 𝛼̅
cos 𝛼̅

)                                                     (3.8) 
  

เพลง ค่าเฉลี่ยเวกเตอร์ (𝑟)  
𝑚1 0.95 
𝑚2 0.98 
𝑚3 0.32 
𝑚4 0.80 
𝑚5 0.90 
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โดยที่ 𝑠𝑖𝑛 𝛼̅ คือ 𝑌
𝑟
  และ cos 𝛼̅ คือ 𝑋

𝑟
 

จากนั้นพิจารณาควอแรนท์ (quadrant) ของมุมในเชิงดีกรี ดังนี้ 
 

            𝜃𝑟 = {
180 − 𝜃𝑟  ; 𝑠𝑖𝑛+ , 𝑐𝑜𝑠 −
180 + 𝜃𝑟  ; 𝑠𝑖𝑛− , 𝑐𝑜𝑠 − 
360 − 𝜃𝑟  ; 𝑠𝑖𝑛− , 𝑐𝑜𝑠 +

 

 

จากขั้นตอนนี้จะได้แนวโน้มการฟังเพลงของผู้ฟังแต่ละเพลง แสดงตัวอย่างแนวโน้มการฟัง
เพลงของผู้ฟังเชิงดีกรี ดังตารางที่ 3-4 

  
ตารางท่ี 3-4 ตัวอย่างแนวโน้มการฟังเพลงของผู้ฟังเชิงดีกรี 
 

เพลง แนวโน้มในการฟังเพลง (ดีกร)ี  
𝑚1 177.76° 
𝑚2 144.34° 
𝑚3 334° 
𝑚4 208.55° 
𝑚5 168.97° 

 
จากตารางที่ 3-4 ข้อมูลแนวโน้มการฟังเพลงของผู้ฟังที่ 1 จะถูกแปลงกลับเป็นข้อมูลเชิงเวลา 

ซ่ึงสามารถค านวณได้จากสมการที่ 3.4 แสดงตัวอย่างแนวโน้มการฟังเพลงของผู้ฟัง ดังตารางที่ 3-5 
 

ตารางท่ี 3-5 ตัวอย่างแนวโน้มการฟังเพลงของผู้ฟัง 
 

เพลง แนวโน้มในการฟังเพลง (นาฬิกา) 
𝑚1 11:00 
𝑚2 9:00 
𝑚3 22:00 
𝑚4 13:00 
𝑚5 11:00 

 
3.2.2.3  ขั้นตอนการทดสอบแนวโน้มในการฟังเพลงโดยใช้ Rayleigh Z-test 

ขั้นตอนนี้จะทดสอบแนวโน้มในการฟังเพลงเพ่ือพิจารณาช่วงเวลาที่ผู้ฟังชอบฟังเพลงใด ๆ ซึ่ง
มีความแตกต่างจากช่วงเวลาอ่ืนอย่างมีนัยส าคัญทางสถิติโดยใช้วิธีการ Rayleigh Z-test โดยการ
พิจารณาถึงค่าเฉลี่ยเวกเตอร์ (𝑟) และจ านวนการฟังเพลงของผู้ฟัง (𝑛) แสดงดังสมการที่ (3.9) 

 
                                                    𝑍 = 𝑛𝑟2                                                          (3.9) 
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เมื่อทดสอบแนวโน้มในการฟังเพลงโดยใช้ Rayleigh Z-test จะได้ค่า 𝑧 ของเพลงแต่ละเพลง 
ดังตารางที่ 3-6 

 
ตารางท่ี 3-6 แสดงค่า 𝑧 ที่ผ่านการทดสอบ Rayleigh Z-test 
 

เพลง ค่า 𝑧 
𝑚1 6.29 
𝑚2 7.74 
𝑚3 0.61 
𝑚4 5.78 
𝑚5 6.53 

 
ส าหรับการทดสอบนัยส าคัญทางสถิติได้พิจารณาสมมติฐานทางสถิติ ดังนี้ 
𝐻0  : ช่วงเวลาในการฟังเพลงของผู้ฟังไม่มีความแตกต่างจากช่วงเวลาอ่ืน 

   𝐻1  : ช่วงเวลาในการฟังเพลงของผู้ฟังมีความแตกต่างจากช่วงเวลาอ่ืน  
ถ้าผู้ฟังมีการเลือกฟังเพลงเดิมเฉพาะช่วงเวลาบ่อยครั้งซึ่งแสดงถึงเป็นเพลงที่ผู้ฟังชื่นชอบ ค่า 

𝑍 จะมีค่ามาก ถ้าผู้ฟังมีการฟังเพลงเดิมบ่อยครั้งแต่ฟังในหลายช่วงเวลา ค่า 𝑍 จะมีค่าที่น้อยซึ่งจะ
ส่งผลให้เพลงนั้นไม่ถูกแนะน า โดยการพิจารณาจะเปรียบเทียบกับตารางทางสถิติ Rayleigh Z-test 
(Zar, J.H., 1984) แสดงตัวอย่างการค านวณ ดังนี้   

ตัวอย่างเพลง 𝑚1 มีค่าเฉลี่ยเวกเตอร์ (𝑟) คือ 0.95 และมีการฟังเพลง 𝑚1 ทั้งหมด 8 ครั้ง จะ
ได้   𝑍 = 8(0.95)2 = 7.25  ที ่𝑝 − 𝑣𝑎𝑙𝑢𝑒0.05 = 2.865 

ดังนั้น 7.25 > 2.865  จึงปฏิเสธ 𝐻0 ยอมรับ 𝐻1 แสดงว่าแนวโน้มการฟังเพลง 𝑚1 ในการ
ฟังช่วงเวลา 11 นาฬิกามีความแตกต่างจากช่วงเวลาอ่ืนอย่างมีนัยส าคัญทางสถิติ  

ตัวอย่างเพลง 𝑚3 มีค่าเฉลี่ยเวกเตอร์ (𝑟) คือ 0.32 และมีการฟังเพลงทั้งหมด 6 ครั้ง จะได้   
𝑍 = 6(0.32)2 = 0.61  ที ่𝑝 − 𝑣𝑎𝑙𝑢𝑒0.05 = 2.865 

ดังนั้น  0.61 < 2.865  จึงยอมรับ 𝐻0 แสดงว่าแนวโน้มการฟังเพลง 𝑚3 ไม่มีความ
แตกต่างจากช่วงเวลาอ่ืน ซึ่งท าให้เพลง 𝑚3 ไม่ถูกแนะน าให้กับผู้ฟังในช่วงเวลานั้น  

จากตารางที่ 3-5 เมื่อผ่านการพิจารณาแนวโน้มการฟังเพลงโดยใช้ Rayleigh Z-test เพลงที่
ไม่ผ่านการทดสอบจะถูกตัดทิ้ง แสดงแนวโน้มการฟังเพลงหลังผ่านวิธีการทดสอบ Rayleigh Z-test 
ดังตารางที่ 3-7 
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ตารางท่ี 3-7 ตัวอย่างแนวโน้มการฟังเพลงหลังผ่านวิธีการทดสอบแนวโน้มโดยใช้ Rayleigh Z-test 
 

เพลง แนวโน้มในการฟังเพลง (นาฬิกา) 
𝑚1 11:00 
𝑚2 9:00 
𝑚4 13:00 
𝑚5 11:00 

 
ภาพที่ 3-15 แสดงให้เห็นถึงผู้ฟังมีการเลือกฟังเพลงเดิมในช่วงเวลาเฉพาะ โดยเส้นสีด าแสดง

ถึงแนวโน้มการฟังเพลงของผู้ฟังต่อเพลงนั้น ถ้าผู้ฟังมีการฟังเพลงในช่วงเวลานั้นมากส่งผลให้ค่า 𝑧 มี
ค่ามาก จากการตั้งสมมติฐานทางสถิติโดยใช้การทดสอบ Rayleigh Z-test จึงปฏิเสธ 𝐻0 ยอมรับ 𝐻1 
เพลงนั้นจึงถูกแนะน าไปยังผู้ฟังคนที่ 1 เฉพาะช่วงเวลา ส าหรับเส้นสีเทาแสดงถึงเพลงที่ผู้ฟังเลือกฟัง
ตามช่วงเวลาต่าง ๆ   

 

    
                           ก) เพลงที ่𝑚1                                 ข) เพลงที่  𝑚2 

                 
                         ค) เพลงที ่𝑚4                                   ง) เพลงที ่𝑚5 
 
ภาพที่ 3-15 ตัวอย่างแนวโน้มในการฟังเพลงแต่ละเพลงของผู้ฟังที่ 1 ซึ่งแตกต่างจากช่วงเวลาอ่ืน                                    

อย่างมีนัยส าคัญทางสถิติ   
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จากภาพที่ 3-16 แสดงตัวอย่างการฟังเพลง 𝑚3 ของผู้ฟังที่ 1 ซึ่งไม่มีความแตกต่างจาก
ช่วงเวลาอ่ืน เนื่องจากผู้ฟังมีการเลือกฟังเพลงในหลายช่วงเวลาท าให้แนวโน้มในการฟังเพลงมีค่าที่
น้อยหรือมีการฟังเพลงที่ไม่มีทิศทางจึงไม่สามารถพิจารณาช่วงเวลาเฉพาะของการฟังเพลงได้ 
 

 
 
ภาพที่ 3-16 ตัวอย่างแนวโน้มการฟังเพลง 𝑚3 ของผู้ฟังคนที่ 1  
 
3.2.2.4  สร้างตารางช่วงเวลาในการฟังเพลงร่วมกับพิจารณา S.D. 
 จากรายการเพลงที่ได้จากขั้นตอนการทดสอบแนวโน้มช่วงเวลาในการฟังเพลง แสดงให้เห็น
ถึงผลลัพธ์ที่ได้คือชั่วโมงการฟังเพลงส าหรับหนึ่งเพลง แต่การฟังเพลงของผู้ฟังมักจะมีการเลือกฟังใน
ช่วงเวลาที่ใกล้เคียงจากแนวโน้วการฟังเพลง ดังนั้นในขั้นตอนการสร้างรายการเพลงจึงค านวณค่า
เบี่ยงเบนมาตรฐาน (𝑆. 𝐷.) ดังสมการที่ (3.10) ซึ่งจะแนะน าเพลงโดยพิจารณาจากค่า 𝑆. 𝐷. โดย
ค านวณชั่วโมงก่อนหน้าและหลังจากชั่วโมงแนวโน้มในการฟังเพลงของผู้ฟัง เช่น เมื่อค านวณจากการ
วิเคราะห์สถิติเชิงมุมแล้วทราบว่าผู้ฟังชอบฟังเพลง 𝑚1 เมื่อเวลา 11.00 นาฬิกาแล้วค่า 𝑆. 𝐷. คือ 1 
ดังนั้นวิธีการนี้จะแนะน าเพลงในเวลา 10.00 และ 12.00 นาฬิกาด้วย เป็นต้น แสดงดังตารางที่ 3-8 
ซึ่งจะถูกเพ่ิมไปยังตารางช่วงเวลาการฟังเพลงเพ่ือสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังต่อไป 
 

                              𝑆. 𝐷.𝑚𝑗  =  √1
𝑛

∑ (𝑥𝑖 − 𝑥̅)2𝑛
𝑖=1                                    (3.10) 

 
 โดยที่ 𝑆. 𝐷.𝑚𝑗  คือ ค่าเบี่ยงเบนมาตรฐานของเพลง 𝑚𝑗  
                  𝑥𝑖         คือ เวลาการฟังเพลงของผู้ฟังในเพลง 𝑚𝑗 
                  𝑥̅          คือ ค่าเฉลี่ยในการฟังเพลงของผู้ฟังในเพลง 𝑚𝑗 
        𝑛           คือ จ านวนชั่วโมงท้ังหมดในการฟังเพลง 𝑚𝑗 
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ตารางท่ี 3-8 ตารางเวลาของเพลงที่ผู้ฟังชื่นชอบส าหรับผู้ฟังแต่ละบุคคล 
 

เวลา เพลง 
9.00 𝑚2 

10.00 𝑚1, 𝑚5 
11.00 𝑚1, 𝑚4, 𝑚5 
12.00 𝑚1, 𝑚4, 𝑚5 
13.00 𝑚4,  
14.00 𝑚4 

15.00 𝑚4 

 
3.2.2.5  ขั้นตอนการสร้างรายการเพลงแนะน า 
 ส าหรับการสร้างรายการเพลงส าหรับแต่ละผู้ฟังที่มีพฤติกรรมในการฟังเฉพาะช่วงเวลา เมื่อ
ผู้ฟังเข้าสู่ระบบในช่วงเวลาที่ตรงกับช่วงเวลาที่ได้จากการวิเคราะห์สถิติเชิงมุม ดังนั้นขั้นตอนนี้จะสร้าง
รายการเพลงโดยพิจารณาอันดับของเพลงจากค่า 𝑍 ที่ได้จากขั้นตอนการทดสอบแนวโน้มในการฟัง
เพลงโดยใช้ Rayleigh Z-test แสดงตัวอย่างรายการเพลงแนะน า 3 อันดับแรกท่ีเวลา 12 นาฬิกา ดัง
ตารางที่ 3-9 
 
ตารางท่ี 3-9 ตัวอย่างรายการเพลง 3 อันดับแรกท่ีเวลา 12 นาฬิกา 
 

อันดับ รายการเพลงแนะน าในช่วงเวลา 12 นาฬิกา 
1 𝑚5 

2 𝑚1 

3 𝑚4 

 
3.2.2.6  ขั้นตอนการอัพเดทเซสชั่นร่วมกับวิธีการ Sliding windows 

วิธีการ ISSCF จะอัพเดทเซสชั่นล่าสุดของผู้ฟังเพ่ือปรับปรุงตารางความถี่ของการฟังเพลง 
โดยใช้วิธีการ Sliding windows  โดยวิธีการนี้จะพิจารณาเพลงที่ถูกฟังในรอบ 𝑁 วันล่าสุดร่วมกับ
เพลงจะต้องมีการฟังที่มากกว่า 𝑘 วันจาก 𝑁 วัน เพ่ือตัดการพิจารณาเพลงที่ผู้ฟังไม่ได้ชื่นชอบ ซึ่งมี
การฟังเพียงแค่ครั้งเดียวหรือไม่มีการฟังที่ต่อเนื่อง ตัวอย่างการอัพเดทเซสชั่นล่าสุดเข้าสู่ตารางความถี่
ของผู้ฟังเพลง แสดงดังภาพที่ 3-19 
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ภาพที่ 3-19 ตัวอย่างการอัพเดทเซสชั่นล่าสุดเข้าสู่ตารางความถ่ีของผู้ฟังเพลงที่เพลงนั้นมีการฟัง

มากกว่า 7 วันจาก 14 วัน 
 
3.3  ขั้นตอนการรวมรายการเพลงที่จะแนะน าให้กับผู้ฟัง 
  จากวิธีการสร้างรายการเพลงแนะน า ISSCF ทั้ง 2 วิธีการ ในวิธีที่ 1 จะเลือกเพลงซึ่งมีค่า
คะแนนความชอบมากที่สุด 𝑘 เพลงและวิธีที่ 2 จะเลือกเพลงที่มีค่า 𝑍 มากที่สุดจากขั้นตอนการ
ทดสอบแนวโน้มในการฟังเพลงโดยใช้ Rayleigh Z-test 𝑘 เพลง แล้วรวมรายการเพลงที่จะแนะน า
ให้กับผู้ฟังทั้งสองขั้นตอนวิธี (Cascade) เป็นรายการเพลงสุดท้ายเพ่ือแนะน าให้กับผู้ฟัง ดังภาพที่ 3-
20 โดยการแนะน าเพลงแบ่งไดเ้ป็น 2 กรณี ดังนี้ 
 

 

ภาพที่ 3-20 ตัวอย่างการรวมรายการเพลงที่จะแนะน าให้กับผู้ฟัง 
 

3.3.1  เมื่อผู้ฟังเข้าสู่ระบบ  
กรณีนี้รายการเพลงแนะน าจะถูกสร้างจากเซสชั่นล่าสุดของผู้ฟังแล้วสร้างรายการเพลงใน

แบบออฟไลน์ เมื่อผู้ฟังเข้าสู่ระบบจะใช้รายการเพลงที่เตรียมไว้แนะน าให้กับผู้ฟังในครั้งแรก แสดงดัง
ภาพที ่3-21 
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ภาพที่ 3-21 การสร้างรายการเพลงแนะน าเมื่อผู้ฟังเข้าสู่ระบบ 
 

3.3.2  เมื่อผู้ฟังเลือกฟังเพลง 
เมื่อผู้ฟังมีการฟังเพลงถัดไปที่ตรงกับรายการเพลงจะไม่มีการสร้างรายการเพลงใหม่เพราะ

ผู้ฟังยังคงความชอบของรายการเพลงนั้นอยู่ กรณีที่ผู้ฟังเลือกฟังเพลงถัดไปไม่ตรงกับรายการเพลงจะ
สร้างรายการเพลงใหม่ โดยพิจารณาจากเซสชั่นปัจจุบัน (เพลงแรกเมื่อเริ่มเซสชั่นจนถึงเพลงปัจจุบัน
ของผู้ฟังเพลง) เทียบกับเซสชั่นในอดีตของผู้ฟังเพลง แสดงดังภาพที่ 3-22 
 

 
 
ภาพที่ 3-22 การสร้างรายการเพลงแนะน าเมื่อผู้ฟังเลือกฟังเพลง  
 
 



 

 
 

บทท่ี 4 
 

 ผลการด าเนินงาน 
 

 ในบทนี้จะกล่าวถึงผลการด าเนินงานโดยการวัดประสิทธิภาพความถูกต้องและเวลาที่ใช้ใน
การสร้างรายการเพลงแนะน าของวิธีการที่น าเสนอ Incremental Session based Collaborative 
Filtering (ISSCF) เปรียบเทียบกับวิธีการ Session Based Collaborative Filtering (SSCF) (Park, 
S. E., et al, 2011) ใน 2 ฐานข้อมูลเพลง คือ ฐานข้อมูลเพลง Last.fm และฐานข้อมูลเพลง 30Music 
โดยใช้วิธีการวัดประสิทธิภาพความถูกต้อง HitRatio (HR@n) ส าหรับพิจารณาความถูกต้องของ
รายการเพลงกับเพลงที่ผู้ฟังเลือกฟังถัดไปและวิธีการวัดประสิทธิภาพ Precision ส าหรับพิจารณา
ความถูกต้องของรายการเพลงแนะน า โดยรายละเอียดของผลการด าเนินงานแสดงดังต่อไปนี้ 
 4.1) ข้อมูลที่ใช้ในการทดลอง 
 4.2) การออกแบบการทดลองและวิธีการวัดประสิทธิภาพความถูกต้อง 
 4.3) ผลการทดลองจากฐานข้อมูลเพลง 30Music 
 4.4) ผลการทดลองจากฐานข้อมูลเพลง Last.fm 
 
4.1  ข้อมูลที่ใช้ในการทดลอง 
 วิทยานิพนธ์นี้ได้เปรียบเทียบผลการทดลองบนฐานข้อมูลเพลงจาก  2 ฐานข้อมูล คือ
ฐานข้อมูลเพลง Last.fm และฐานข้อมูลเพลง 30Music ส าหรับฐานข้อมูลเพลง Last.fm จัดเก็บ
ประวัติการฟังเพลงจากเว็บไซต์ Last.fm (Celma, O., 2010) ซึ่งเป็นเว็บไซต์เพลงออนไลน์และมี
ระบบแนะน าเพลงส าหรับผู้ฟัง ซึ่งถูกรวบรวมตั้งแต่ปี 2005 ถึงปี 2009 โดยได้คัดเลือกผู้ฟังที่มีการฟัง
มากกว่า 400 เซสชั่นจากผู้ฟังทั้งหมดเพ่ือศึกษาพฤติกรรมในการฟังเพลงในระยะยาว ก าหนดให้เมื่อ
ผู้ฟังหยุดฟังเพลงนานกว่า 30 นาทีจะถูกพิจารณาเป็น 1 เซสชั่นและต้องประกอบด้วยเพลงที่มีการฟัง
มากกว่า 2 เพลง (Park, S. E., et al, 2011) รายละเอียดฐานข้อมูลเพลง Last.fm แสดงดังตารางที่ 
4-1 
 
ตารางท่ี 4-1 รายละเอียดฐานข้อมูลเพลง Last.fm

รายละเอียด จ านวน 
ผู้ฟัง 300 
เพลง  373,946 
ประวัติการฟังเพลง 3,130,850 
เซสชั่น 120,000 
จ านวนเพลงเฉลี่ยต่อ 1 เซสชั่น 26  
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ฐานข้อมูลที่ 2 คือ ฐานข้อมูลเพลง 30Music (Turrin, R. et al., 2015) จัดเก็บประวัติการ
ฟังเพลงของผู้ฟังจากเว็บไซต์ Last.fm ระหว่างปี 2014 ถึงปี 2015 โดยพิจารณาผู้ฟังที่มีการฟังเพลง
มากกว่า 400 เซสชั่นและระยะห่างระหว่างเซสชั่นมากกว่า 13 นาที รายละเอียดฐานข้อมูลเพลง 
30Music แสดงดังตารางที่ 4-2 
 
ตารางท่ี 4-2 รายละเอียดฐานข้อมูลเพลง 30Music 
 

รายละเอียด จ านวน 
ผู้ฟัง 279 
เพลง 517,451 
ประวัติการฟังเพลง 1,839,928 
เซสชั่น 111,600 
จ านวนเพลงเฉลี่ยต่อ 1 เซสชั่น 16.5 

 
4.2 การออกแบบการทดลองและวิธีการวัดประสิทธิภาพความถูกต้อง 

ส าหรับการออกแบบวิธีการทดลองของวิธีการ ISSCF และวิธีการ SSCF ได้แบ่งข้อมูลการฟัง
เพลงออกเป็น 2 ขั้นตอน ดังนี้ 

4.2.1  ขั้นตอนเริ่มต้น ส าหรับขั้นตอนเริ่มต้นของวิธี ISSCF นั้นต้องการข้อมูลเซสชั่นเบื้องต้น
ของผู้ฟัง เนื่องจากวิธีที่ 1 ขั้นตอนการหาความคล้ายเซสชั่นของผู้ฟังจ าเป็นต้องใช้ข้อมูลเซสชั่นเบื้องต้น
ในการสร้างรายการเพลงแนะน าและวิธีที่ 2 การสร้างตารางความถี่ของการฟังเพลงต้องใช้ข้อมูล
เซสชั่นของผู้ฟังส าหรับการวิเคราะห์เชิงมุมของการฟังเพลง ดังนั้นเซสชั่นเบื้องต้นท่ีเหมาะสมจึงต้องมี
เพลงที่ถูกฟังซ้ าที่เพียงพอในการสร้างรายการเพลงแนะน า   

วิธีการ ISSCF จึงได้พิจารณาจ านวนของเซสชั่นเริ่มต้นที่แตกต่างกัน โดยก าหนดจ านวน
เซสชั่นที่ 25, 50, 75 และ 100 เซสชั่นเริ่มต้น โดยใช้การวัดค่า Song diversity ดังสมการที่ (4.1) 
ส าหรับการวัดความหลากหลายของการฟังเพลงค่าท่ีเข้าใกล้ 1 แสดงถึงผู้ฟังมีการฟังเพลงที่ไม่ซ้ ากัน
ถ้าเพลงที่เข้าใกล้ 0 แสดงถึงเพลงในเซสชั่นมีการฟังซ้ ามาก แสดงดังตารางที ่4-3 และตารางที่ 4-4  

 

                                 𝑆𝑜𝑛𝑔 𝑑𝑖𝑣𝑒𝑟𝑠𝑖𝑡𝑦 =   
จ านวนเพลงที่ไม่ซ้ า
จ านวนเพลงทั้งหมด

                                (4.1) 
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ตารางท่ี 4-3 ค่า Song diversity ของฐานข้อมูลเพลง Last.fm 
 
เซสชั่นเริ่มต้น ค่า Song diversity 
25 0.74 
50 0.67 
75 0.62 
100 0.59 

 
ตารางท่ี 4-4 ค่า Song diversity ของฐานข้อมูลเพลง 30Music 
 
เซสชั่นเริ่มต้น ค่า Song diversity 

25 0.8 

50 0.74 
75 0.71 

100 0.69 

 
ส าหรับการพิจารณาการฟังซ้ าของเพลงคือเพลงที่ถูกฟังมากกว่า 1 ครั้ง แสดงผลลัพธ์จาก 2 

ฐานข้อมูลดังตารางที่ 4-5 และตารางท่ี 4-6   
 

ตารางท่ี 4-5 แสดงการฟังซ้ าของฐานข้อมูลเพลง Last.fm 
 
เซสชั่นเริ่มต้น จ านวนฟังซ้ า (%) 
25 29.58 
50 35.96 
75 40.15 
100 43.52 

 
ตารางท่ี 4-6 แสดงการฟังซ้ าของฐานข้อมูลเพลง 30Music 
 
เซสชั่นเริ่มต้น จ านวนฟังซ้ า (%) 
25 22.78 
50 27.56 
75 29.81 
100 31.71 
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จากการประเมินผลโดยใช้ตัววัดประสิทธิภาพ Song diversity และการฟังซ้ าของผู้ฟัง แสดง
ให้เห็นว่าเซสชั่นเริ่มต้นที่ 100 เซสชั่น ซึ่งพิจารณาเป็น 25% จากข้อมูลทั้งหมด ส่งผลให้การหาความ
คล้ายของเซสชั่นในวิธีที่ 1 ของ ISSCF และการพิจารณาช่วงเวลาในการฟังเพลงที่ชื่นชอบของวิธีที่ 2 
ของ ISSCF ได้ผลความถกูต้องที่ดีเม่ือเปรียบเทียบกับเซสชั่นเริ่มต้นที่ 25, 50 และ 75 เซสชั่น ดังนั้น
วิธีการ ISSCF จึงใช้เซสชั่นเริ่มต้นที่ 100 เซสชั่นทั้งฐานข้อมูลเพลง last.fm และ 30Music 

4.2.2  ขั้นตอนออนไลน์  วิทยานิพนธ์นี้ ได้ใช้การออกแบบการทดลอง Prequential 
evaluation ซึ่งมีความเหมาะสมในการทดลองแบบ Incremental update หรือแบบ Data stream 
(J. Gama, 2014) โดยในส่วนของขั้นตอนแบบออนไลน์ได้จ าลองการฟังเพลงของผู้ฟังเป้าหมาย (ผู้ฟัง
ที่ก าลังฟังเพลงแบบออนไลน์) เข้ามาทดสอบแบบเป็นล าดับ โดยเพลงถัดไปที่ผู้ฟังเลือกฟังจะถูก
พิจารณาเป็นข้อมูลทดสอบกับรายการเพลงแนะน าปัจจุบัน โดยใช้วิธีการวัดประสิทธิภาพ HitRatio 
เมื่อวัดผลความถูกต้องของรายการเพลงเสร็จสิ้น ข้อมูลทดสอบจะถูกพิจารณาเป็นเซสชั่นปัจจุบันใน
การสร้างรายการเพลงแนะน าใหม่เมื่อผู้ฟังเลือกฟังเพลงไม่ตรงกับรายการเพลงแนะน าเดิม แสดงดัง
ภาพที่ 4-1 

 

 

 
 

ภาพที่ 4-1 ตัวอย่างการสร้างรายการเพลงจากเซสชั่นปัจจุบันของผู้ฟังแล้วประเมินผลโดยพิจารณา 
เพลงถัดไปที่เลือกฟัง 
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ข้อดีของวิธีการออกแบบการทดลอง Prequential evaluation คือจะไม่มีการแบ่งข้อมูล
ออกเป็นข้อมูลฝึกฝนและข้อมูลทดสอบท าให้ไม่เกิดปัญหาความเบาบางของข้อมูลและข้อมูลทดสอบ
จะถูกน ามาเป็นข้อมูลฝึกฝนต่อไปซึ่งเหมาะสมในการแนะน าเพลงตามความชอบในปัจจุบันของผู้ฟัง 
โดยการทดลองในขั้นตอนนี้จะใช้เซสชั่นส าหรับเป็นข้อมูลทดสอบในการแนะน าเพลงออนไลน์ที่ 300 
เซสชั่นพิจารณาเป็น 75% ของข้อมูลทั้งหมด 
 ส าหรับขั้นตอนการวัดประสิทธิภาพความถูกต้องได้เลือกใช้วิธีการวัดประสิทธิภาพคือ 
𝐻𝑖𝑡𝑅𝑎𝑡𝑖𝑜 ซึ่งพิจารณาความถูกต้องของรายการเพลงที่จะแนะน าให้กับผู้ฟังกับเพลงที่ผู้ฟังเลือกฟัง
ถัดไปแสดงดังสมการที่ (4.2) ซึ่งเป็นการประเมินผลความถูกต้องแบบออนไลน์ โดยการซ่อนเพลงที่
ผู้ฟังเลือกฟังถัดไปเป็นข้อมูลทดสอบแบบเป็นล าดับ  
 

                                   𝐻𝑖𝑡𝑅𝑎𝑡𝑖𝑜 =  ∑ 𝐻𝑅@𝑛𝑁
𝑖=1

𝑁
                                          (4.2) 

 
 ส าหรับค่าเฉลี่ยของวิธีการวัดประสิทธิภาพ 𝐻𝑖𝑡𝑅𝑎𝑡𝑖𝑜 ของผู้ฟังทั้งหมด สามารถค านวณได้
จากสมการที่ (4.3) 
 

                               𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝐻𝑖𝑡𝑅𝑎𝑡𝑖𝑜  =   ∑ 𝐻𝑖𝑡𝑅𝑎𝑡𝑖𝑜|𝑈𝑠𝑒𝑟|
𝑖=1

|𝑈𝑠𝑒𝑟|
                            (4.3) 

 
 โดยที่  𝐻𝑅@𝑛 คือ ถ้าเพลงถัดไปที่ผู้ฟังเลือกฟังถัดไปตรงกับรายการเพลงแนะน าจะมีค่า
เท่ากับ 1 ถ้าไม่ตรงจะมีค่าเป็น 0 
                      𝑛          คือ รายการเพลงแนะน า 𝑛 เพลง 
          𝑁          คือ จ านวนข้อมูลทดสอบทั้งหมด 
                  |𝑈𝑠𝑒𝑟|  คือ จ านวนผู้ฟังทั้งหมดในระบบ 
 

การวัดความถูกต้องของรายการเพลงแนะน า โดยวิธีการ  𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ซึ่งพิจารณาสัดส่วน
ของเพลงที่ผู้ฟังเลือกฟังกับรายการเพลงที่จะแนะน าทั้งหมด แสดงดังสมการที่ (4.4) 
 

                                         𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@𝑛 = #hit
#𝑛

                                              (4.4) 

 
การวัดความถูกต้องทุกรายการเพลงแนะน าส าหรับแต่ละผู้ฟัง แสดงดังสมการที่ (4.5) 

 

                                       𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛  =  ∑ 𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@𝑛𝑁
𝑖=1

𝑁
                                   (4.5) 

 
ส าหรับค่าเฉลี่ยของ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ของผู้ฟังทั้งหมด สามารถค านวณได้จากสมการที่ (4.6) 
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                          𝐴𝑣𝑒𝑟𝑎𝑔𝑒𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =   ∑ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛|𝑈𝑠𝑒𝑟|
𝑖=1

|𝑈𝑠𝑒𝑟|
                           (4.6) 

 
       โดยที่ 𝑛         คือ รายการเพลงแนะน า 𝑛 เพลง 
              ℎ𝑖𝑡      คือ ถ้าเพลงถัดไปที่ผู้ฟังเลือกฟังถัดไปตรงกับรายการเพลง ค่า ℎ𝑖𝑡 เท่ากับ 1 
ถ้าไม่ตรงจะมีค่าเป็น 0 
               𝑁        คือ จ านวนรายการเพลงทั้งหมด 
             |𝑈𝑠𝑒𝑟|  คือ จ านวนผู้ฟังทั้งหมดในระบบ 
 
4.3  ผลการทดลองฐานข้อมูลเพลง 30Music 

การทดลองแรกในวิทยานิพนธ์นี้ได้ เปรียบเทียบวิธีการ Session based Collaborative 
Filtering (SSCF) กั บ วิ ธี ก า ร  Incremental Session based Collaborative Filtering (ISSCF) 
ร่วมกับการอัพเดทข้อมูลโดยใช้ Sliding windows โดยเปรียบเทียบขนาดของข้อมูล (𝑠𝑤) ที่ 100, 
200 และ 300 เซสชั่นล่าสุด จากผลการทดลองโดยใช้วิธีการวัดประสิทธิภาพความถูกต้อง HitRatio 
ที่ 10 รายการเพลง (𝐻𝑅@10) แสดงผลการทดลองดังภาพที่ 4-2, 4-3 และ 4-4 

 

 
 
ภาพที่ 4-2 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 

โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 100 
เซสชั่นล่าสุด (𝑠𝑤=100) 
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จากภาพที่ 4-2 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ
เพลงแนะน าเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับ
การอัพเดทเซสชั่นที่ 100 เซสชั่นล่าสุด (𝑠𝑤=100) จากผลการทดลองแสดงให้เห็นถึงทั้งสองวิธีการให้
ความถูกต้องที่ใกล้เคียงกันแต่วิธีการ SSCF ยังคงให้ความถูกต้องมากกว่าวิธีการ ISSCF โดยวิธีการ 
SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 7.16 % และวิธีการ  ISSCF (𝑠𝑤=100) ได้ค่า HitRatio เฉลี่ย
ทุกเซสชั่นที่ 6.48 % จากผลการทดลองดังกล่าวแสดงถึงการอัพเดทเซสชั่นที่ 100 เซสชั่นล่าสุดเป็น
การเปลี่ยนแปลงความชอบการฟังเพลงของผู้ฟังที่ เร็วเกินไป ซึ่งข้อมูลในอดีตของผู้ ฟังยังคงมี
ความส าคัญในการเลือกฟังเพลงของผู้ฟัง อย่างไรก็ตามวิธีการ ISSCF สามารถให้ประสิทธิภาพในเชิง
เวลาที่รวดเร็วกว่าวิธีการ SSCF ซึ่งสามารถช่วยแก้ปัญหาขนาดของข้อมูลได ้

 

 
 
ภาพที่ 4-3 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 

โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 200 
เซสชั่นล่าสุด (𝑠𝑤=200) 

 
จากภาพที่ 4-3 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการ
อัพเดทเซสชั่นที่ 200 เซสชั่นล่าสุด (𝑠𝑤=200) จากผลการทดลองแสดงให้เห็นถึงทั้งสองวิธีการให้
ความถูกต้องที่ใกล้เคียงกัน โดยวิธีการ SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 7.16 % และวิธีการ  
ISSCF (𝑠𝑤=200) ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 6.98 % แต่วิธีการสร้างรายการเพลง ISSCF 
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(𝑠𝑤=200) ยังคงให้ความเร็วในการประมวลผลที่รวดเร็วกว่าวิธีการ SSCF ซึ่งข้อมูลเพลงจะไม่เพ่ิมขึ้น
ตามเวลาซึ่งจะอธิบายเพิ่มเติมในส่วนถัดไป 

 

 
 
ภาพที่ 4-4 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 

โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 300 
เซสชั่นล่าสุด (𝑠𝑤=300) 

 
จากภาพที่ 4-4 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการ
อัพเดทเซสชั่นที่ 300 เซสชั่นล่าสุด (𝑠𝑤=300) ในแต่ละเซสชั่นจากผลการทดลองแสดงให้เห็นถึง
วิธีการ ISSCF (𝑠𝑤=300) ให้ผลการทดลองที่ดีกว่าการอัพเดทเซสชั่นที่ 100 และ 200 เซสชั่นล่าสุด 
โดยวิธีการ SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 7.16 % และวิธีการ  ISSCF (𝑠𝑤=300) ได้ค่า 
HitRatio เฉลี่ยทุกเซสชั่นที่ 7.13 %  

 
จากผลความถูกต้องเฉลี่ยรวมทุกเซสชั่นโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 

รายการเพลงที่จะแนะน าให้กับผู้ฟังของวิธีการ SSCF และวิธีการ ISSCF ร่วมกับอัพเดทเซสชั่นที่ขนาด
ข้อมูล (𝑠𝑤) 100, 200 และ 300 ล่าสุด แสดงดังภาพที่ 4-5 โดยทั้งสองวิธีการมีความถูกต้องที่
ใกล้เคียงกันมากที่สุด ดังนั้นในวิทยานิพนธ์นี้จึงได้มีการทดสอบความแตกต่างของผลการทดลองอย่าง
มีนัยส าคัญทางสถิต ิซึ่งจะเลือกขนาดของ Sliding windows  ที่มีความเหมาะสมส าหรับข้อมูลชุดนี้   
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ภาพที่ 4-5 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดยการ

เปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ในแต่ละขนาดของ Sliding windows เฉลี่ย
รวมทุกเซสชั่น 

 
4.3.1  การทดสอบความแตกต่างของผลความถูกต้องอย่างมีนัยส าคัญทางสถิติ 

 เนื่องจากความถูกต้องของวิธีการ ISSCF และวิธีการ SSCF มีความถูกต้องที่ใกล้เคียงกัน 
ดังนั้นวิทยานิพนธ์นี้จึงได้ทดสอบความแตกต่างความถูกต้องที่ได้จาก 2 วิธีการ โดยวัดความแตกต่าง
ระหว่างความผิดพลาดของทั้ง 2 วิธีการอย่างมีนัยส าคัญทางสถิติ  (Dietterich, T. G., 1998) 
เปรียบเทียบวิธีการสร้างรายการเพลงของวิธีการ 𝐴 และ  𝐵 ซึ่งสามารถค านวณสัดส่วนของความ
ผิดพลาดค่า 𝑍 ไดจ้ากสมการที่ (4.5) และ (4.6) ดังนี้  
 

                                         𝑝𝐴 = 𝑛00+𝑛01
𝑛

                                                (4.5) 

 

                                        𝑝𝐵 = 𝑛00+𝑛10
𝑛

                                                 (4.6) 

 
 โดยที่ 𝑝𝐴  คือ สัดส่วนความผิดพลาดของวิธีการสร้างรายการเพลง 𝐴 

          𝑝𝐵  คือ สัดส่วนความผิดพลาดของวิธีการสร้างรายการเพลง 𝐵 
          𝑛00 คือ จ านวนความผิดพลาดของวิธีการสร้างรายการเพลง 𝐴 และ 𝐵 

        𝑛01  คือ จ านวนความผิดพลาดของวิธีการสร้างรายการเพลง 𝐴 แต่ถูกต้องในวิธีการ
สร้างรายการเพลง  𝐵 
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         𝑛10 คือ จ านวนความถูกต้องของการแนะน าโดยวิธีการสร้างรายการเพลง 𝐴 แต่
ผิดพลาดในวิธีการสร้างรายการเพลง 𝐵 

          𝑛    คือ จ านวนข้อมูลทดสอบ 
จากนั้นพิจารณาค่าความผิดพลาดมาตรฐาน Standard error (𝑠𝑒) ดังสมการที่ 4.7 

 

                                                     𝑠𝑒 =  √2𝑝(1−𝑝)
𝑛

                                       (4.7) 
 
 โดยที่ 𝑝 = (𝑝𝐴+ 𝑝𝐵)

2
  คือ ค่าเฉลี่ยของความผิดพลาดทั้งวิธีการสร้างรายการเพลง 𝐴 และ

 𝐵 จากการวิเคราะห์นี้สามารถหาค่านัยส าคัญทางสถิติโดยใช้ Z-test (𝑧) ได้ ดังสมการที่ 4.8 
 
                                            z =  𝑝𝐴+ 𝑝𝐵

𝑠𝑒
                                                     (4.8) 
 

ก าหนดให้  𝐻0 : ทั้งวิธีการ SSCF และ ISSCF ร่วมกับ Sliding windows (𝑠𝑤) มีความถูก
ต้องในการแนะน าเพลงที่ไม่แตกต่างกัน 

         𝐻0 :  𝑧0.1 = 𝑧 

        𝐻1 : ทั้งวิธีการ SSCF และ ISSCF ร่วมกับ Sliding windows (𝑠𝑤) มีความถูกต้องใน
การแนะน าเพลงที่แตกต่างกันอย่างมีนัยส าคัญทางสถิติ 
                   𝐻1 :  𝑧0.1 ≠ 𝑧 

จากผลการทดลองในวิทยานิพนธ์นี้  วิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่น Sliding 
windows (𝑠𝑤) ที่ 100, 200 และ 300 เซสชั่นล่าสุดเปรียบเทียบกับวิธีการ SSCF โดยการทดสอบ
ความแตกต่างของผลการทดลองอย่างมีนัยส าคัญทางสถิติ  ที่ค่าความผิดพลาด p-value เท่ากับ 0.1 
และเป็นการทดสอบแบบสองหาง ( 𝑧0.1/2) ได้ค่า  𝑧0.05 เท่ากับ 1.64 แสดงผลการทดลอง ดังนี้ 

1. วิธีการ SSCF กับวิธีการ ISSCF (𝑠𝑤=100) ได ้𝑧 = 24.67 ดังนั้น 𝑧 >  𝑧0.05  
(24.67 > 1.64) แสดงว่าปฏิเสธ  𝐻0 ยอมรับ  𝐻1  

จากผลสรุปแสดงถึงวิธีการ SSCF ให้ผลความถูกต้องดีกว่าวิธีการ ISSCF (𝑠𝑤=100) 
อย่างมีนัยส าคัญทางสถิติ  

2. วิธีการ SSCF กับวิธีการ ISSCF (𝑠𝑤=200) ได ้𝑧 = 5.91 ดังนั้น 𝑧 >  𝑧0.05  
(5.91 > 1.64) แสดงว่าปฏิเสธ  𝐻0 ยอมรับ  𝐻1  

จากผลสรุปแสดงถึงวิธีการ SSCF ให้ผลความถูกต้องดีกว่าวิธีการ ISSCF (𝑠𝑤=200) 
อย่างมีนัยส าคัญทางสถิติ 

3. วิธีการ SSCF กับวิธีการ ISSCF (𝑠𝑤=300) ได ้𝑧= 0.77 ดังนั้น 𝑧 <  𝑧0.05  
(0.77 < 1.64) แสดงว่ายอมรับ  𝐻0   



54 
 

 
 

จากผลสรุปแสดงถึงวิธีการ SSCF ให้ผลความถูกต้องดีกว่าวิธีการ ISSCF ขนาด
ข้อมูล (𝑠𝑤) ที่ 300 เซสชั่นล่าสุดอย่างไมม่ีนัยส าคัญทางสถิต ิ

จากการทดสอบความแตกต่างของผลการทดลอง แสดงให้เห็นถึงวิธีการ ISSCF ขนาดข้อมูล 
(𝑠𝑤) ที่ 300 เซสชั่นล่าสุด ซึ่งมีประสิทธิภาพความถูกต้องที่ไม่แตกต่างกับวิธีการ SSCF แบบเดิม แต่
ให้ความรวดเร็วในการค านวณซึ่งช่วยแก้ปัญหาการประมวลผลข้อมูลที่มีปริมาณมากได้ ซึ่งวิธีการ 
Sliding windows นั้นใช้เวลาในการค านวณที่คงที่ตามขนาดของข้อมูลซึ่งไม่มีการพิจารณาข้อมูลการ
ฟังเพลงที่ล้าสมัยท าให้ใช้เวลาในการค านวณที่รวดเร็วกว่า SSCF 

 
การทดลองที่ 2 ได้เปรียบเทียบประสิทธิภาพความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ 

HitRatio ของวิธีการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง โดยใช้วิธีการ ISSCF ร่วมกับ Sliding 
windows (𝑠𝑤) ที่ 300 เซสชั่นล่าสุด เนื่องจากวิธีการนี้ให้ความถูกต้องที่เทียบเท่ากับวิธีการ SSCF 
แบบเดิมแต่สามารถประมวลผลได้รวดเร็วในฐานข้อมูลเพลงขนาดใหญ่เปรียบเทียบกับวิธีการ ISSCF 
โดยการอัพเดทข้อมูลด้วยวิธี Forgetting mechanisms ประกอบด้วยวิธีการ Sliding windows ที่ 
300 เซสชั่นล่าสุด (𝑠𝑤=300) ร่วมกับวิธีการ Fading factors เพ่ือให้ความส าคัญกับการเลือกฟังเพลง
ในปัจจุบัน เนื่องจากแสดงถึงความชอบของผู้ฟังเพลงขณะนั้น โดยเปรียบเทียบค่าพารามิเตอร์ในการ
เพ่ิมความส าคัญของข้อมูล (𝛼) ที่ 0.01, 0.1 และ 0.5 ตามล าดับ โดยผลการทดลองแสดงดังภาพที่ 4-
6, 4-7 และ 4-8  

 

 
 
ภาพที่ 4-6 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดย

เปรียบเทียบวิธีการ ISSCF (𝑠𝑤=300) กับ ISSCF ที ่(𝑠𝑤=300) ร่วมกับค่า 𝛼 ที่ 0.01 
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 จากภาพที่ 4-6 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ
เพลงของวิธีการ ISSCF ขนาดข้อมูล (𝑠𝑤) ที่  300 เซสชั่นล่าสุดร่วมกับค่าน้ าหนักในการเพ่ิม
ความส าคัญ (𝛼) ที่ 0.01 จากฟังก์ชัน Exponential time decay function (𝑠𝑤 =300/α=0.01) 
เปรียบเทียบกับวิธีการ ISSCF ร่วมกับ Sliding windows ที่ 300 เซสชั่นล่าสุด(𝑠𝑤=300)   

จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.01) เฉลี่ยรวมทุกเซสชั่นมีความถูกต้องที่ 7.13 % ซึ่งมีความถูกต้องที่เทียบเท่ากับ 
ISSCF (𝑠𝑤=300) ที่ 7.13 % โดยให้ผลความถูกต้องที่ไม่แตกต่างกับการไม่ใส่ค่าน้ าหนัก 

จากการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของทั้งสองวิธีการ ก าหนดให้ 
        𝐻0 : ทั้งวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) มีความถูกต้องใน

การแนะน าเพลงที่ไม่แตกต่างกัน 

         𝐻0 :  𝑧0.1 = 𝑧 

        𝐻1 : ทั้งวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) มีความถูกต้องใน
การแนะน าเพลงที่แตกต่างกันอย่างมีนัยส าคัญทางสถิติ 
                   𝐻1 :  𝑧0.1 ≠ 𝑧 

 การพิจารณาวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) ได้ 𝑧 = 0.33 
ดังนั้น 𝑧 <  𝑧0.05 (0.33 < 1.64) แสดงว่ายอมรับ  𝐻0  นั่นคือ ISSCF (𝑠𝑤 =300/α=0.01) ไม่มี
ความแตกต่างกับวิธี ISSCF (𝑠𝑤 =300) ในทางสถิต ิ
 

 
 
ภาพที่ 4-7 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดย          

เปรียบเทียบวิธีการ ISSCF (𝑠𝑤=300) กับ ISSCF ที ่(𝑠𝑤=300) ร่วมกับค่า 𝛼 ที่ 0.1 
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จากภาพที่ 4-7 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ
เพลงของวิธีการ ISSCF ขนาดข้อมูล (𝑠𝑤) ที่ 300 เซสชั่นล่าสุดร่วมกับค่าน้ าหนัก (𝛼) ที่ 0.1 (𝑠𝑤 
=300/α=0.1) เปรียบเทียบกับวิธีการ ISSCF ร่วมกับ Sliding windows ที่ 300 เซสชั่นล่าสุด (𝑠𝑤 
=300) 

จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.1) มีความถูกต้องที่ 7.18 % ซึ่งมีความถูกต้องที่ดีกว่าวิธีการ ISSCF (𝑠𝑤 =300) คือ 
7.13 % โดยวิธีการ ISSCF (𝑠𝑤 =300/α=0.1) ให้ผลความถูกต้องที่ดีกว่าวิธีการ ISSCF (𝑠𝑤 =300)  

จากการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของวิธีการ ISSCF (𝑠𝑤=300) และ 
ISSCF (𝑠𝑤=300/α=0.1)  ได้ค่า 𝑧 = 1.33 ดังนั้น 𝑧 <  𝑧0.05 (1.33 < 1.64) แสดงว่ายอมรับ  𝐻0  
นั่นคือ ISSCF (𝑠𝑤 =300/α=0.1) ไม่มีความแตกต่างของความถูกต้องในการสร้างรายการเพลงกับวิธี 
ISSCF (𝑠𝑤 =300) ในทางสถิต ิ

 

 
ภาพที่  4-8 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่  10 รายการเพลง โด

เปรียบเทียบวิธีการ ISSCF (𝑠𝑤=300) กับ ISSCF (𝑠𝑤=300) ร่วมกับค่า 𝛼 ที่ 0.5 
 

จากภาพที่ 4-8 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ
เพลงของวิธีการ ISSCF ขนาดข้อมูล (𝑠𝑤) ที่ 300 เซสชั่นล่าสุดร่วมกับค่าน้ าหนัก (𝛼) ที่  0.5 
เปรียบเทียบกับวิธีการ ISSCF ร่วมกับ Sliding windows (𝑠𝑤) ที่ 300 เซสชั่นล่าสุด  
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จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.5) มีความถูกต้องที่ 7.20 % และวิธีการ ISSCF (𝑠𝑤 =300) มีความถูกต้องที่ 7.13 
% จากผลสรุปการทดลอง วิธีการ ISSCF (𝑠𝑤 =300/α=0.5) ให้ผลความถูกต้องที่ดีกว่าวิธีการ ISSCF 
(𝑠𝑤 =300)  

จากการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของวิธีการ ISSCF (𝑠𝑤=300) และ 
ISSCF (𝑠𝑤=300/α=0.5) ได้ค่า 𝑧 = 1.67 ดังนั้น 𝑧 >  𝑧0.05 (1.67 > 1.64) แสดงว่าปฏิเสธ  𝐻0 
ยอมรับ  𝐻1 นั่นคือ วิธีการ ISSCF (𝒔𝒘 =300/α=0.5) ให้ผลความถูกต้องที่ดีกว่าวิธีการ ISSCF 
(𝒔𝒘=300) อย่างมีนัยส าคัญทางสถิติ       

 

 
 
ภาพที่  4-9 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ AverageHitRatio โดยการ

เปรียบเทียบวิธีการ SSCF, ISSCF ที่ 300 เซสชั่นล่าสุด (𝑠𝑤=300) และวิธีการ ISSCF 
โดยใช้วิธี Forgetting mechanism ที่ (𝑠𝑤=300) ค่าน้ าหนักโดยใช้ α ที่ 0.01, 0.1 
และ 0.5  

 
จากภาพที่ 4-9 แสดงผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ AverageHitRatio 

ที่ 10 รายการเพลง โดยการเปรียบเทียบวิธีการ SSCF, ISSCF ที่ 300 เซสชั่นล่าสุด (𝑠𝑤=300) และ
วิธีการ ISSCF โดยใช้วิธี Forgetting mechanism ที่ (𝑠𝑤=300) ค่าน้ าหนักโดยใช้ α ที่ 0.01, 0.1 
และ  0.5 ซึ่ งค่า AverageHitRatio ของวิธีการ  ISSCF โดยการอัพเดทข้อมูลด้วย Forgetting 
mechanism ที่ค่าน้ าหนักในการเพ่ิมความส าคัญท่ี 0.5 (𝑠𝑤 =300/α=0.5) ให้ผลลัพธ์ที่ดีที่สุด  

วิธีการ ISSCF วิธีที่ 2 คือการสร้างรายการเพลงแนะน าโดยใช้วิธีการวิเคราะห์สถิติเชิงมุม 
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(Circular Statistics) ซึ่งพิจารณาช่วงเวลาเฉพาะในการฟังเพลงที่มีความแตกต่างจากช่วงเวลาอ่ืน
อย่างมีนัยส าคัญทางสถิติ โดยใช้วิธีการทดสอบทางสถิติ Rayleigh Z-test ที่ p-value เท่ากับ 0.05 
ซึ่งจะสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังก็ต่อเมื่อผู้ฟังเข้าสู่ระบบที่ตรงกับช่วงเวลาที่ได้จากการ
วิเคราะห์สถิติเชิงมุม ส าหรับการอัพเดทเซสชั่นล่าสุดของวิธีการนี้ได้ใช้วิธีการ Sliding windows โดย
การพิจารณาการฟังเพลงล่าสุด 𝑁 วันและเพลงที่มีการฟังมากกว่า 𝑘 วัน ท าให้วิธีการนี้สร้างรายการ
เพลงซึ่งยังคงความชอบของผู้ฟังในปัจจุบัน    

 
 
ภาพที่ 4-10 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ของวิธีการ SSCF, ISSCF 

วิธีที่ 1 และการรวมรายการเพลงกับการวิเคราะห์สถิติเชิงมุม (CirStat) วิธีที่ 2  
 

จากภาพที่ 4-10 เปรียบเทียบความถูกต้องของรายการเพลงแนะน าโดยใช้วิธีการ SSCF, 
ISSCF วิธีที่ 1 และการรวมรายการเพลงกับการวิเคราะห์สถิติเชิงมุม (CirStat) วิธีที่ 2 โดยพิจารณาใน
รอบ 1 เดือนล่าสุด (𝑁=30) โดยเพลงถูกฟังมากกว่า 14 วัน (𝑘=14) และ 7 วัน (𝑘 =7)  

ผลสรุปการทดลองโดยใช้วิธีการวัดประสิทธิภาพ HitRatio เฉลี่ยทุกผู้ฟังแสดงให้เห็นถึง
วิธีการ ISSCF ร่วมกับการวิเคราะห์สถิติเชิงมุม (14/30 วัน) มีความถูกต้องที่ 7.25 % และวิธีการ 
ISSCF ร่วมกับการวิเคราะห์สถิติเชิงมุม (7/30 วัน) ได้ค่าความถูกต้องที่ 7.38 % ซึ่งมีความถูกต้องที่
ดีกว่าการพิจารณาเพียง ISSCF วิธีการที่ 1 วิธีการเดียว โดยความถูกต้องของวิธีการ ISSCF ร่วมกับ
กับการวิเคราะห์สถิติเชิงมุม (7/30 วัน) ให้ความถูกต้องที่ดีที่สุด เพราะการพิจารณาเพลงที่ฟังมากกว่า 
7 วัน แสดงถึงผู้ฟังมีความชื่นชอบในเพลงนั้นและสามารถสร้างรายการเพลงได้มากกว่า เพลงที่ฟัง
มากกว่า 14 วัน อย่างไรก็ตามการพิจารณาความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio อาจ
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มีความไม่เหมาะสมกับการวิเคราะห์สถิติเชิงมุม เนื่องจากรายการเพลงที่สร้างจากวิธีการนี้ไม่ได้
เปลี่ยนไปตามข้อมูลทดสอบแต่จะมีการสร้างรายการเพลงต่อเมื่อช่วงเวลาที่ได้จากวิธีการวิเคราะห์
สถิติเชิงมุมตรงกับช่วงเวลาที่ผู้ฟังเข้าสู่ระบบ ดังนั้นวิทยานิพนธ์นี้จึงได้เลือกใช้วิธีการวัดประสิทธิภาพ 
𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 (Shani, G. & Gunawardana, A., 2009) ส าหรับพิจารณาความถูกต้องของรายการ
เพลงแนะน าแสดงดังภาพที่ 4-11 

 

 

 
ภาพที่ 4-11 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ Precision เปรียบเทียบวิธีการ

วิเคราะห์สถิติเชิงมุม (CirStat) และวิธีการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่
เพลงถูกฟังมากกว่า 7 วันและ 14 วัน 

 
จากภาพที่ 4-11 แสดงผลความถูกต้องเฉลี่ยของการวิเคราะห์สถิติเชิงมุม (CirStat) ซึ่งมี

ความถูกต้อง คือ 17.15 % และการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่เพลงถูกฟังมากกว่า 7 
วันได้ค่าความถูกต้อง คือ 29.44 % และเพลงถูกฟังมากกว่า 14 วันได้ค่าความถูกต้องที่ 35.78 % 
จากผลสรุปการทดลองแสดงถึงวิธีการวิเคราะห์สถิติเชิงมุมสามารถให้ความถูกต้องในการแนะน าเพลง
ได้อย่างดีและการอัพเดทข้อมูลการฟังเพลงของผู้ฟังด้วยวิธี Sliding windows สามารถเพ่ิมความ
ถูกต้องให้กับรายการเพลงที่จะแนะน าให้กับผู้ฟังได้ 

จากตารางที่ 4-7 แสดงผลความถูกต้องที่ดีที่สุดของวิธีการสร้างรายการเพลงแนะน า SSCF, 
ISSCF วิธีที่ 1 และการรวมรายการเพลงแนะน า ISSCF ของวิธีที่ 1 ร่วมกับการวิเคราะห์สถิติเชิงมุม 
(CirStat) วิธีที่ 2 โดยใช้ตัววัดประสิทธิภาพ HitRatio ในฐานข้อมูลเพลง 30Music 
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ตารางท่ี 4-7 ผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน าโดยใช้ตัววัดประสิทธิภาพ HitRatio 
 

วิธีการ HitRatio (%) 
SSCF 7.16 
ISSCF (sw=300) 7.13 

ISSCF (sw=300/α=0.5) 7.2 

ISSCF (sw=300/α=0.5) ร่วมกับ CirStat (7/30วัน) 7.38 
 

จากตารางที่ 4-8 แสดงผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน า ISSCF วิธีที่ 2 
คือการวิเคราะห์สถิติเชิงมุม (CirStat) โดยใช้ตัววัดประสิทธิภาพ Precision ในฐานข้อมูลเพลง 
30Music  

 
ตารางท่ี 4-8 ผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน า ISSCF วิธีที่ 2 (การวิเคราะห์ 
                เชิงมุม ,CirStat) โดยใช้ตัววัดประสิทธิภาพ Precision 
 

วิธีการ Precision (%) 
CirStat 17.15 
CirStat (7/30วัน) 29.44 
CirStat (14/30 วัน) 35.78 

 
4.3.2  การวัดประสิทธิภาพเชิงเวลาของฐานข้อมูลเพลง 30Music 

 ส าหรับการวัดประสิทธิภาพเชิงเวลาของวิธีการที่น าเสนอ Incremental Session based 
Collaborative Filtering (ISSCF) ได้ เ ป รี ยบ เที ยบกั บ วิ ธี ก า ร  Session based Collaborative 
Filtering (SSCF) (Park, S. E., et al, 2011) ซึ่ งสร้างรายการเพลงที่จะแนะน าให้กับผู้ ฟังแบบ
ออฟไลน์ที่ใช้ข้อมูลเซสชั่นในอดีตทั้งหมดมาพิจารณาโดยให้ความส าคัญของเซสชั่นเก่าและใหม่เท่ากัน 
ท าให้ความซับซ้อนเชิงเวลาในขั้นตอนการหาความคล้ายเป็น  𝑂(𝑚2𝑛) ซึ่งเป็นการหาความคล้าย
ของทุกเซสชั่นและเวลาในการท านายค่าคะแนนความชอบของเพลงเพ่ือสร้างรายการเพลงส าหรับแต่
ละผู้ฟังเป็น 𝑂(𝑛) ซึ่งแตกต่างจากวิธีการ ISSCF เป็นการสร้างรายการเพลงแบบออนไลน์ โดยหา
ความคล้ายของเพลงที่ผู้ฟังเลือกฟัง (เฉพาะเซสชั่นปัจจุบันของผู้ฟังเพลง) กับเซสชั่นในอดีตซึ่งมีความ
ซับซ้อนเชิงเวลาเป็น 𝑂(𝑚𝑛) เนื่องจากเป็นการพิจารณาความคล้ายเฉพาะเซสชั่นปัจจุบันของผู้ฟัง
เพลงกับเซสชั่นในอดีตและใช้เวลาในการท านายค่าคะแนนความชอบของเพลงเพ่ือสร้างรายการเพลง
ส าหรับแต่ละผู้ฟังเป็น 𝑂(𝑛) โดยที่ 𝑚 คือ จ านวนเซสชั่นของผู้ฟัง และ 𝑛 คือ จ านวนเพลง แสดง
ความซับซ้อนเชิงเวลาของวิธีการ SSCF เปรียบเทียบกับวิธีการ ISSCF ดังตารางที่ 4-9 
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ตารางท่ี 4-9 ความซับซ้อนเชิงเวลาของวิธีการ SSCF และ ISSCF  
   

วิธีการ ขั้นตอนหาความคล้าย ขั้นตอนการท านายค่า 
Offline SSCF 𝑂(𝑚2𝑛) 𝑂(𝑛) 

ISSCF 𝑂(𝑚𝑛) 𝑂(𝑛) 

 
จากตารางที่ 4-10 แสดงเวลาที่ใช้ในการค านวณของขั้นตอนการหาความคล้ายและการ

ท านายค่าคะแนนความชอบของวิธีการ SSCF เปรียบเทียบกับวิธีการ ISSCF ที่จ านวนข้อมูล 200 
เซสชั่นเฉลี่ย 20 ผู้ฟังเพลง แสดงให้เห็นถึงวิธีการ ISSCF สามารถช่วยลดการค านวณในขั้นตอนการหา
ความคล้ายได้ดีกว่าวิธีการ SSCF แบบดั้งเดิม (Offline SSCF) 

 
ตารางท่ี 4-10 เวลาที่ใช้ประมวลผลของวิธีการ SSCF และ ISSCF ฐานข้อมูล 30Music 
 

วิธีการ ขั้นตอนหาความคล้าย ขั้นตอนการท านายค่า 
Offline SSCF 13.19 วินาที 0.023 วินาที 
ISSCF 0.12 วินาที 0.023 วินาที 

 
 
ภาพที่ 4-12 เวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่าคะแนนความชอบของผู้ฟัง

เพลงของวิธีการ SSCF และ ISSCF (𝑠𝑤=300) 
 

ISSCF-หาความคล้าย 
ISSCF-ท านายค่าคะแนน 
SSCF-หาความคล้าย 
SSCF-ท านายค่าคะแนน 
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 จากภาพที่ 4-12 แสดงเวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่า
คะแนนความชอบของผู้ ฟัง เพลงของวิธีการ SSCF และ ISSCF (𝑠𝑤=300)  ซึ่ งวิธีการ ISSCF 
(𝑠𝑤=300) นั้นใช้เวลาในการค านวณที่คงที่ตามขนาดข้อมูลและยังคงความชอบในปัจจุบันของผู้ฟัง
เพลง โดยช่วยลดเวลาในการประมวลผลข้อมูลที่มีขนาดใหญ่ได้ซึ่งแตกต่างกับวิธีการ SSCF ที่ข้อมูล
การฟังเพลงของผู้ฟังจะเพ่ิมข้ึนตามเวลา ส่งผลให้ใช้เวลาในการค านวณท่ีนานตามข้อมูลที่เพ่ิมมากขึ้น 
โดยประมวลผลวิธีการทดลองบนเครื่อง CPU Intel Core 2 Duo 3.0 GHz และหน่วยความจ า (RAM) 
8 GB ซ่ึงเขียนโปรแกรมโดยใช้ภาษาไพธอน (Python) 
 
4.4 ผลการทดลองฐานข้อมูลเพลง Last.fm 

ส าหรับฐานข้อมูลเพลง Last.fm วิทยานิพนธ์นี้ได้ เปรียบเทียบวิธีการ Session based 
Collaborative Filtering (SSCF) กั บ วิ ธี ก า ร  Incremental Session based Collaborative 
Filtering (ISSCF) ร่วมกับการอัพเดทข้อมูลโดยใช้ Sliding windows โดยเปรียบเทียบขนาดของ
ข้อมูล (𝑠𝑤) ที่ 100, 200 และ 300 เซสชั่นล่าสุด จากผลการทดลองโดยใช้วิธีการวัดประสิทธิภาพ
ความถูกต้อง HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) แสดงผลการทดลองดังภาพที่ 4-13, 4-14 
และ 4-15 

 

 
 

ภาพที่ 4-13 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 
โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 100 
เซสชั่นล่าสุด (𝑠𝑤=100) 
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จากภาพที่ 4-13 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ
เพลงที่จะแนะน าให้กับผู้ฟังเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยเปรียบเทียบวิธีการ SSCF กับวิธีการ 
ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 100 เซสชั่นล่าสุด (𝑠𝑤=100)  

จากผลการทดลองแสดงให้เห็นถึงทั้งสองวิธีการให้ความถูกต้องที่ใกล้เคียงกันแต่วิธีการ SSCF 
ยังคงให้ความถูกต้องมากกว่าวิธีการ ISSCF โดยวิธีการ SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 8.74 
% และวิธีการ ISSCF (𝑠𝑤=100) ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 8.06 %  

จากผลสรุปการทดลองแสดงการพิจารณาช่วงข้อมูลที่ 100 เซสชั่นล่าสุด (𝑠𝑤=100) นั้นยัง
ไม่สามารถสร้างรายการเพลงที่ดีเทียบเท่ากับวิธีการ SSCF ได้ เนื่องจากการหาความคล้ายของผู้ฟัง
เพลงนั้น ขนาดข้อมูลที่ 100 เซสชั่นล่าสุดเป็นการให้ความส าคัญกับข้อมูลที่ไม่ดีพอ เนื่องจากผู้ฟังยังมี
ความชอบหรือความคล้ายในอดีตที่ส าคัญอยู่ 
 ส าหรับการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของทั้งสองวิธีการ ก าหนดให้ 

        𝐻0 : ทั้งวิธีการ SSCF และ ISSCF (𝑠𝑤=100) มีความถูกต้องในการแนะน าเพลงที่ไม่
แตกต่างกัน 

         𝐻0 :  𝑧0.1 = 𝑧 

        𝐻1 : ทั้งวิธีการ SSCF และ ISSCF (𝑠𝑤=100) มีความถูกต้องในการแนะน าเพลงที่
แตกต่างกันอย่างมีนัยส าคัญทางสถิติ 
                   𝐻1 :  𝑧0.1 ≠ 𝑧 

การพิจารณาวิธีการ SSCF และ ISSCF (𝑠𝑤=100) ได้𝑧 = 22 ดังนั้น 𝑧 >  𝑧0.05 (22 > 
1.64) แสดงว่าปฏิเสธ  𝐻0 ยอมรับ  𝐻1 นั่นคือ วิธีการ SSCF ให้ผลความถูกต้องที่ดีกว่าวิธีการ ISSCF 
(𝑠𝑤=100) อย่างมีนัยส าคัญทางสถิติ 
 



64 
 

 
 

 
 

ภาพที่ 4-14 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 
โดยเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 200 
เซสชั่นล่าสุด (𝑠𝑤=200) 

 
จากภาพที่ 4-14 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการ
อัพเดทเซสชั่นที่ 200 เซสชั่นล่าสุด (𝑠𝑤=200) 

 จากผลการทดลองแสดงให้เห็นถึงทั้งสองวิธีการให้ความถูกต้องที่ใกล้เคียงกันแต่วิธีการ 
SSCF ยังคงให้ความถูกต้องมากกว่าวิธีการ ISSCF โดยวิธีการ SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 
8.74 % และวิธีการ  ISSCF (𝑠𝑤=200) ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 8.56 %  
 ส าหรับการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของการพิจารณาวิธีการ SSCF 
และ ISSCF (𝑠𝑤=200) ได้ค่า 𝑧 = 6 ดังนั้น 𝑧 >  𝑧0.05 (6 > 1.64) แสดงว่าปฏิเสธ  𝐻0 ยอมรับ 
 𝐻1 นั่นคือ วิธีการ SSCF ให้ผลความถูกต้องที่ดีกว่าวิธีการ ISSCF (𝑠𝑤=200) อย่างมีนัยส าคัญทาง
สถิติ 
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ภาพที่ 4-15 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง (𝐻𝑅@10) 
โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการอัพเดทเซสชั่นที่ 300 
เซสชั่นล่าสุด (𝑠𝑤=300) 

 
ภาพที่ 4-15 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงเฉลี่ยทุกผู้ฟังในแต่ละเซสชั่น โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ร่วมกับการ
อัพเดทเซสชั่นที่ 300 เซสชั่นล่าสุด (𝑠𝑤 =300) จากผลการทดลองแสดงให้เห็นถึงทั้งสองวิธีการให้
ความถูกต้องที่ใกล้เคียงกันแต่วิธีการ SSCF ยังคงให้ความถูกต้องมากกว่าวิธีการ ISSCF โดยวิธีการ 
SSCF ได้ค่า HitRatio เฉลี่ยทุกเซสชั่นที่ 8.74 % และวิธีการ  ISSCF (𝑠𝑤 =300) ได้ค่า HitRatio 
เฉลี่ยทุกเซสชั่นที่ 8.72 %  
 จากผลสรุปการทดลองแสดงให้เห็นถึงทั้งสองวิธีการมีความถูกต้องที่ใกล้เคียงกัน ส าหรับการ
ทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของการพิจารณาวิธีการ SSCF และ ISSCF (𝑠𝑤=300) 
ได้  𝑧 = 0.67 ดังนั้น 𝑧 <  𝑧0.05 (0.67 < 1.64) แสดงว่ายอมรับ  𝐻0 นั่นคือ วิธีการ ISSCF 
(𝑠𝑤=300) ให้ผลความถูกต้องที่ไม่แตกต่างกับวิธีการ SSCF  
 

ดังนั้นในการทดลองถัดไปจึงมีการพิจารณาขนาดของข้อมูลที่ 300 เซสชั่นล่าสุด (𝑠𝑤=300)  
เนื่องจากมีความถูกต้องที่เทียบเท่ากับวิธีการ SSCF แต่สามารถให้ประสิทธิภาพในการประมวลผล
ข้อมูลที่ดีกว่าซึ่งมีความเหมาะสมกับระบบแนะน าเพลงแบบออนไลน์ โดยการประมวลผลข้อมูลการ
ฟังเพลงของผู้ฟังจะไม่เพ่ิมขึ้นตามเวลา แสดงผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ 

0

2

4

6

8

10

12

100 120 140 160 180 200 220 240 260 280 300 320 340 360 380 400

Hit
Ra

tio
(%

)

จ านวนเซสชั่น

SSCF ISSCF (sw=300)



66 
 

 
 

AverageHitRatio ที่ 10 รายการเพลงแนะน า โดยการเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ใน
แต่ละขนาดของ Sliding windows เฉลี่ยรวมทุกเซสชั่น ดังภาพที่ 4-16 
 

 
 
ภาพที่ 4-16 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดย

การเปรียบเทียบวิธีการ SSCF กับวิธีการ ISSCF ในแต่ละขนาดของ Sliding windows 
เฉลี่ยรวมทุกเซสชั่น 

 
การทดลองที่ 2 ของฐานข้อมูลเพลง Last.fm ได้เปรียบเทียบวิธีการ ISSCF โดยการอัพเดท

ข้อมูลด้วยวิธี Sliding windows (𝑠𝑤=300) กับ ISSCF โดยการอัพเดทข้อมูลด้วยวิธี Forgetting 
mechanisms (Sliding windows ร่วมกับวิธีการ Fading factors) เพ่ือให้ความส าคัญกับความชอบ
ในการเลือกฟังเพลงในปัจจุบัน เนื่องจากแสดงถึงความชอบของผู้ฟังเพลงขณะนั้น โดยเปรียบเทียบค่า
น้ าหนัก (𝛼) ที่ 0.01, 0.1 และ 0.5 ตามล าดับ โดยผลการทดลองแสดงดังภาพที่ 4-17, 4-18 และ 4-
19 
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ภาพที่ 4-17 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดยการ

เปรียบเทียบวิธีการ ISSCF ที่ 𝑠𝑤=300 กับ ISSCF ที่ 𝑠𝑤=300 ร่วมกับค่าน้ าหนัก (𝛼) 
ที่ 0.01 

 
จากภาพที ่4-17 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงที่จะแนะน าให้กับผู้ฟังของวิธีการ ISSCF วิธีที่ 1 โดยพิจารณาขนาดข้อมูล (𝑠𝑤) ที่ 300 เซสชั่น
ล่าสุดร่วมกับความเร็วในการเพ่ิมความส าคัญ (𝛼) ที่ 0.01 (𝑠𝑤 =300/α=0.01) เปรียบเทียบกับ
วิธีการ ISSCF ร่วมกับ Sliding windows (𝑠𝑤 =300) 

จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.01) เฉลี่ยรวมทุกเซสชั่นมีความถูกต้องที่ 8.67% ซึ่งมีความถูกต้องที่ใกล้เคียงกับ 
ISSCF (𝑠𝑤 =300) ที่ 8.72 %  

จากการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของทั้งสองวิธีการ ก าหนดให้ 
        𝐻0 : ทั้งวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) มีความถูกต้องใน

การแนะน าเพลงที่ไม่แตกต่างกัน 

         𝐻0 :  𝑧0.1 = 𝑧 

        𝐻1 : ทั้งวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) มีความถูกต้องใน
การแนะน าเพลงที่แตกต่างกันอย่างมีนัยส าคัญทางสถิติ 

                   𝐻1 :  𝑧0.1 ≠ 𝑧 
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 การพิจารณาวิธีการ ISSCF (𝑠𝑤=300) และ ISSCF (𝑠𝑤=300/α=0.01) ได้  z = 2.67 
ดังนั้น 𝑧 >  𝑧0.05 (2.67 > 1.64) แสดงว่าปฏิเสธ  𝐻0 ยอมรับ  𝐻1 นั่นคือวิธีการ ISSCF (𝑠𝑤=300) 
ให้ผลความถูกต้องดีกว่าวิธีการ (𝑠𝑤 =300/α=0.01) อย่างมีนัยส าคัญทางสถิต ิ
 

 
 

ภาพที่ 4-18 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดยการ
เปรียบเทียบวิธีการ ISSCF ที่ 𝑠𝑤=300 กับ ISSCF ที่ 𝑠𝑤=300 ร่วมกับพิจารณา
ความเร็วในการเพิ่มความส าคัญ (𝛼) ที่ 0.1 

 
จากภาพที ่4-18 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการ

เพลงที่จะแนะน าให้กับผู้ฟังของวิธีการ ISSCF ขนาดข้อมูล (𝑠𝑤) ที่ 300 เซสชั่นล่าสุดร่วมกับความเร็ว
ในการเพ่ิมความส าคัญ (𝛼) ที่ 0.1 (𝑠𝑤 =300/α=0.1)  เปรียบเทียบกับวิธีการ ISSCF ร่วมกับ 
Sliding windows (𝑠𝑤 =300) 

จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.1) เฉลี่ยรวมทุกเซสชั่นมีความถูกต้องที่ 8.74 % ซึ่งมีความถูกต้องที่ใกล้เคียงกับ 
ISSCF (𝑠𝑤 =300) ที่ 8.72 %  

จากการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของวิธีการ ISSCF (𝑠𝑤=300) และ 
ISSCF (𝑠𝑤=300/α=0.1)  ได ้𝑧 = 0.33  
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ดังนั้น 𝑧 <  𝑧0.05 (0.33 < 1.64) แสดงว่ายอมรับ  𝐻0  นั่นคือการสร้างรายการเพลง
แนะน าด้วยวิธี ISSCF (𝑠𝑤 =300/α=0.1) ไม่มีความแตกต่างกับวิธี ISSCF (𝑠𝑤 =300) ในทางสถิต ิ
 

 
 
 

ภาพที่ 4-19 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง โดยการ
เปรียบเทียบวิธีการ ISSCF ที่ 𝑠𝑤=300 กับ ISSCF ที่ 𝑠𝑤=300 ร่วมกับพิจารณา
ความเร็วในการเพิ่มความส าคัญ (𝛼) ที่ 0.5 

 
จากภาพที่ 4-19  แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 

รายการเพลงของวิธีการ ISSCF ขนาดข้อมูล (𝑠𝑤) ที่ 300 เซสชั่นล่าสุดร่วมกับความเร็วในการเพ่ิม
ความส าคัญ (𝛼) ที่  0.5 (𝑠𝑤 =300/α=0.5)  เปรียบเทียบกับวิธีการ ISSCF ร่วมกับ Sliding 
windows (𝑠𝑤 =300) 

จากผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio แสดงให้เห็นว่าวิธีการ ISSCF 
(𝑠𝑤 =300/α=0.5) เฉลี่ยรวมทุกเซสชั่นมีความถูกต้องที่ 8.75% ซึ่งมีความถูกต้องที่ดีกว่าวิธีการ 
ISSCF (𝑠𝑤 =300) ที่ 8.72 % 

ในการทดสอบความแตกต่างอย่างมีนัยส าคัญทางสถิติของวิธีการ ISSCF (𝑠𝑤=300) และ 
ISSCF (𝑠𝑤=300/α=0.5)  ได ้z = 0.67 

ดังนั้น 𝑧 <  𝑧0.05 (0.67 < 1.64) แสดงว่ายอมรับ  𝐻0  นั่นคือ ISSCF (𝑠𝑤 =300/α=0.5) 
ไม่มีความแตกต่างในการแนะน าเพลงกับวิธี ISSCF (𝑠𝑤 =300) ในทางสถิต ิ
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ภาพที่ 4-20 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ AverageHitRatio ที่ 10 รายการ

เพลง โดยการเปรียบเทียบวิธีการ SSCF ,ISSCF ที่ 300 เซสชั่นล่าสุด (𝑠𝑤 =300) และ
วิธีการ ISSCF โดยใช้วิธี Forgetting mechanism ที่ค่าน้ าหนักในการเพ่ิมความส าคัญ 
(α) ที่ 0.01, 0.1 และ 0.5  

 
จากภาพที่ 4-20 แสดงผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ AverageHitRatio 

ที่ 10 รายการเพลง โดยการเปรียบเทียบวิธีการ SSCF ,ISSCF ที่ 300 เซสชั่นล่าสุด (𝑠𝑤=300) กับ
วิธีการ ISSCF โดยใช้วิธี Forgetting mechanism ที่ค่าน้ าหนักในการเพ่ิมความส าคัญ (α) ที่ 0.01, 
0.1 และ 0.5 ซึ่งค่า AverageHitRatio เฉลี่ยของวิธีการ ISSCF โดยใช้วิธี Forgetting mechanism ที่
ค่าน้ าหนักในการเพ่ิมความส าคัญที่ 0.5 ให้ผลลัพธ์ที่ดีกว่าทุกวิธีการ ดังนั้นวิธีการ ISSCF วิธีที่ 1 จึงได้
เลือกใช้วิธีการ ISSCF (𝑠𝑤 =300/α=0.5) 

ส าหรับวิธีการ ISSCF วิธีการที่ 2 คือการสร้างรายการเพลงโดยใช้การวิเคราะห์สถิติเชิงมุม 
(Circular Statistics) ซึ่งพิจารณาช่วงเวลาเฉพาะในการฟังเพลงที่มีความแตกต่างจากช่วงเวลาอ่ืน
อย่างมีนัยส าคัญทางสถิติ โดยใช้วิธีการทดสอบทางสถิติคือ  Rayleigh Z-test ที่ p-value เท่ากับ 
0.05 ส าหรับการอัพเดทเซสชั่นล่าสุดของวิธีการนี้ได้ใช้วิธีการ Sliding windows โดยการพิจารณา
การฟังเพลงล่าสุด 𝑁 วันโดยเพลงที่พิจารณาต้องถูกฟังมากกว่า 𝑘 วันท าให้วิธีการนี้สร้างรายการ
เพลงแนะน าซึ่งยังคงความชอบของผู้ฟังในปัจจุบัน 
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ภาพที่ 4-21 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ของวิธีการ SSCF, ISSCF วิธีที่ 
1 และการรวมรายการเพลงกับการวิเคราะห์สถิติเชิงมุม (CirStat) วิธีที่ 2 

 
จากภาพที่ 4-21 แสดงผลความถูกต้องเปรียบเทียบระหว่างวิธีการ SSCF ,ISSCF วิธีที่ 1 ได้

ค่าความถูกต้องที่ 8.75 % ส าหรับวิธีการ ISSCF เมื่อพิจารณาการวิเคราะห์สถิติเชิงมุมร่วมกับวิธีการ 
Sliding windows ในการอัพเดทข้อมูลที่ 30 วันล่าสุดร่วมกับเพลงที่ฟังมากกว่า 14 วันนั้นได้ค่าความ
ถูกต้องที่ 8.81 % และการพิจารณาวิธีการ Sliding windows ที่ 30 วันล่าสุดร่วมกับเพลงที่ฟังมากกว่า 
7 วันนั้นได้ค่าความถูกต้องที่ 8.94 % จากผลสรุปการทดลองแสดงให้เห็นว่าวิธีการ ISSCF ส าหรับวิธีที่ 1 
(𝑠𝑤 =300/α=0.5) ร่วมกับการวิเคราะห์สถิติเชิงมุมโดยใช้การอัพเดทข้อมูล 30 วันล่าสุดร่วมกับมีการ
ฟังมากกว่า 7 วัน ได้ผลลัพธ์ที่ดีที่สุด เนื่องจากการพิจารณาเพลงที่ถูกฟังมากกว่า 7 วันสามารถสร้าง
รายการเพลงแนะน าให้กับผู้ฟังได้มากกว่าการพิจารณาเพลงที่ถูกฟังมากกว่า 14 วัน 
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ภาพที่ 4-22 ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ Precision เปรียบเทียบวิธีการ   

วิเคราะห์สถิติเชิงมุม (CirStat) และวิธีการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่มี 
การฟังในช่วง 7 วันและ 14 วัน 

 
ภาพที่ 4-22 แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ Precision ซึ่งเป็นการ

พิจารณาเพลงที่ผู้ฟังเลือกฟังกับรายการเพลงที่ถูกสร้างข้ึนจากการวิเคราะห์สถิติเชิงมุม (CirStat) ซึ่งมี
ความถูกต้องคือ 12.06 % และวิธีการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่ฟังเพลงมากกว่า 7 
วันได้ค่าความถูกต้องคือ 27.67 % และการฟังเพลงมากกว่า 14 วันได้ค่าความถูกต้องที่ 37.29 % 
แสดงถึงการวิเคราะห์สถิติเชิงมุมสามารถให้ความถูกต้องในการสร้างรายการเพลงได้อย่างดีและการ
อัพเดทข้อมูลการฟังเพลงของผู้ฟังด้วยวิธี Sliding windows สามารถเพ่ิมความถูกต้องให้กับรายการ
เพลงได้ ซึ่งการพิจารณาเพลงที่ฟังมากกว่า 14 วันจาก 30 วันล่าสุดสามารถปรับปรุงความถูกต้องได้
ดีกว่าการไม่พิจารณาวิธีการ Sliding windows ถึง 25.23 % 
 

จากตารางที่ 4-11 แสดงผลความถูกต้องที่ดีที่สุดของวิธีการสร้างรายการเพลงแนะน า SSCF, 
ISSCF วิธีที่ 1 และการรวมรายการเพลงแนะน า ISSCF ของวิธีที่ 1 ร่วมกับการวิเคราะห์สถิติเชิงมุม 
(CirStat) วิธีที่ 2 โดยใช้ตัววัดประสิทธิภาพ HitRatio ในฐานข้อมูลเพลง Last.fm 
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ตารางท่ี 4-11 ผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน าโดยใช้ตัววัดประสิทธิภาพ 
HitRatio 

 
วิธีการ HitRatio (%) 

SSCF 8.74 
ISSCF (sw=300) 8.72 

ISSCF (sw=300/α=0.5) 8.75 

ISSCF (sw=300/α=0.5) ร่วมกับ CirStat (7/30วัน) 8.94 
 

จากตารางที่ 4-12 แสดงผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน า ISSCF วิธีที่ 2 
คือการวิเคราะห์สถิติเชิงมุม (CirStat) โดยใช้ตัววัดประสิทธิภาพ Precision ในฐานข้อมูลเพลง 
Last.fm 

 
ตารางท่ี 4-12 ผลความถูกต้องของวิธีการสร้างรายการเพลงแนะน า ISSCF วิธีที่ 2 (การวิเคราะห์สถิติ

เชิงมุม ,CirStat) โดยใช้ตัววัดประสิทธิภาพ Precision 
 

วิธีการ Precision (%) 
CirStat 12.06 
CirStat (7/30วัน) 27.67 
CirStat (14/30 วัน) 37.29 

 
  4.4.1  การวัดประสิทธิภาพเชิงเวลาของฐานข้อมูลเพลง Last.fm 
 ส าหรั บกา รวั ดประสิ ทธิ ภ าพ เ ชิ ง เ ว ล าของ วิ ธี ก า ร  Incremental Session based 
Collaborative Filtering (ISSCF) เปรียบเทียบกับวิธีการ Session based Collaborative Filtering 
(SSCF) แสดงเวลาที่ใช้ในการค านวณของขั้นตอนหาความคล้ายของเซสชั่นใกล้เคียงและขั้นตอนการ
ท านายค่าท่ีเซสชั่นขนาด 200 เซสชั่น ดังตารางที่ 4-13 
 
ตารางท่ี 4-13 เวลาที่ใช้ประมวลผลของวิธีการ SSCF และ ISSCF ฐานข้อมูล Last.fm 
 

วิธีการ ขั้นตอนหาความคล้าย ขั้นตอนการท านายค่า 
Offline SSCF 14.90 วินาที 0.027 วินาที 
ISSCF 0.141 วินาที 0.027 วินาที 

 
จากภาพที่ 4-23 แสดงเวลาที่ใช้ในการค านวณของวิธีการ SSCF เปรียบเทียบกับวิธีการ 

ISSCF โดยพิจารณาท่ี 100 เซสชั่นถึง 400 เซสชั่นซึ่งใช้ส าหรับเป็นข้อมูลทดสอบ โดยพิจารณาเวลาที่
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ใช้ค านวณเฉลี่ย 20 ผู้ฟัง จากภาพแสดงถึงวิธีการ ISSCF โดยใช้ขนาดของข้อมูล (𝑠𝑤=300) ซึ่งมีการ
ตัดเซสชั่นที่เก่าที่สุดเมื่อเซสชั่นใหม่ถูกอัพเดทท าให้มีการใช้เวลาในการค านวณขั้นตอนการหาความ
คล้ายและขั้นตอนการท านายค่าคะแนนความชอบที่คงที่เปรียบเทียบกับวิธีการ SSCF ซึ่งไม่มีการตัด
เซสชั่นเก่าโดยใช้เซสชั่นของผู้ฟังทั้งหมดในการพิจารณาการค านวณขั้นตอนการหาความคล้ายและ
ขั้นตอนการท านายค่าคะแนนความชอบมีเวลาที่เพ่ิมขึ้นตามจ านวนเซสชั่นของผู้ฟังเพลง  

 
 
ภาพที่ 4-23 เวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่าคะแนนความชอบของผู้ฟัง

เพลงของวิธีการ SSCF และ ISSCF 

 

ISSCF-หาความคล้าย 
ISSCF-ท านายค่าคะแนน 
SSCF-หาความคล้าย 
SSCF-ท านายค่าคะแนน 



 

 
 

บทท่ี 5 
 

สรุปผลการด าเนินงานและข้อเสนอแนะ 
 

 ส าหรับวิทยานิพนธ์นี้ ผู้จัดท าวิทยานิพนธ์จะกล่าวถึงการสรุปและวิจารณ์ผลการด าเนิน
โครงงาน ได้แก่ การสรุปผลการทดลอง และการวิจารณ์เกี่ยวกับข้อดี ข้อบกพร่องและรวมถึง
ข้อเสนอแนะของงานวิทยานิพนธ์ ดังนี้ 
 

สรุปผลการด าเนินงาน 
 วิทยานิพนธ์นี้ได้น าเสนอวิธีการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง โดยใช้วิธีการ 
Incremental Session-based Collaborative Filtering (ISSCF) โดยสร้างรายการเพลงจาก 2 
วิธีการ คือ วิธีที่ 1 ได้พิจารณาความชอบของผู้ฟังเพลงจากเซสชั่นปัจจุบันในขณะก าลังฟังเพลงซึ่งมี
ความคล้ายกับเซสชั่นในอดีต เนื่องจากพฤติกรรมการฟังเพลงของผู้ฟังมักจะมีการฟังเพลงที่ ต่อเนื่อง
และมีการฟังซ้ าในเพลงที่ชื่นชอบ โดยขั้นตอนวิธีการที่น าเสนอได้ปรับปรุงจากขั้นตอนวิธีการ SSCF 
(Park, S. E., et al, 2011) ซึ่งปรับวิธีการแนะน าเพลงแบบออฟไลน์เป็นการสร้างรายการเพลงที่จะ
แนะน าให้กับผู้ ฟังแบบออนไลน์โดยการพิจารณาวิธีการ Sliding windows (𝑠𝑤) และวิธีการ 
Forgetting mechanism ซึ่งประกอบด้วยการใช้ Sliding windows ร่วมกับ Fading factors ในการ
ตัดเซสชั่นเก่าและให้ค่าน้ าหนักกับเซสชั่นใหม่ และวิธีที่ 2 ส าหรับการสร้างรายการเพลงที่จะแนะน า
ให้กับผู้ฟังคือการพิจารณาความชอบของผู้ฟังเฉพาะช่วงเวลาว่ามักจะชอบฟังเพลงช่วงเวลาใดและ
ชอบฟังเพลงอะไรโดยใช้การวิเคราะห์สถิติเชิงมุม (Circular Statistics) ร่วมกับพิจารณาข้อมูลการฟัง
เพลงของผู้ฟังล่าสุดโดยใช้วิธีการ Sliding windows 

จากผลการทดลองที่น าเสนอในวิทยานิพนธ์นี้จากฐานข้อมูลเพลง 30Music โดยใช้วิธีการวัด
ประสิทธิภาพ HitRatio ที่ 10 รายการเพลง ได้ผลสรุปการด าเนินงานดังนี้ วิธีการ SSCF ได้ผล
ความถูกต้องคือ 7.16 % วิธีการ ISSCF วิธีที่ 1 คือ การใช้วิธีการ ISSCF ร่วมกับ Sliding window 
ด้วยขนาดข้อมูลที่ 300 เซสชั่น (𝑠𝑤=300) ได้ผลความถูกต้องคือ 7.13 % การใช้วิธีการ ISSCF 
ร่วมกับ Forgetting mechanism ได้ผลความถูกต้องคือ 7.20 % และวิธีการ ISSCF ซึ่งรวมทั้ง 2 
วิธีการได้ผลความถูกต้องคือ 7.38 % แสดงให้เห็นว่าวิธีการสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟังที่
น าเสนอในวิทยานิพนธ์นี้ได้ผลความถูกต้องที่ดีท่ีสุด แสดงดังภาพที่ 5-1  

ส าหรับการวัดประสิทธิภาพค่า Precision ที่ 10 รายการเพลงซึ่งมีความเหมาะสมในการวัด
ความถูกต้องของวิธีการวิเคราะห์สถิติเชิงมุม (Circular statistics) มีความถูกต้อง คือ 17.15 % และ
การวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่เพลงถูกฟังมากกว่า 7 วันได้ค่าความถูกต้อง คือ 29.44 
% และเพลงถูกฟังมากกว่า 14 วันได้ค่าความถูกต้องที่ 35.78 % จากผลสรุปการทดลองแสดงถึง
วิธีการวิเคราะห์สถิติเชิงมุมสามารถให้ความถูกต้องในการแนะน าเพลงได้อย่างดีและการอัพเดทข้อมูล
การฟัง
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เพลงของผู้ฟังด้วยวิธี Sliding windows สามารถเพ่ิมความถูกต้องให้กับรายการเพลงที่จะแนะน า
ให้กับผู้ฟังได ้แสดงดังภาพที่ 5-2 

นอกจากนี้วิธีการ ISSCF มีความเหมาะสมกับการสร้างรายการเพลงแบบออนไลน์ โดยการ
ค านวณเวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่าคะแนนความชอบของผู้ฟังเพลง
ของวิธีการ SSCF และ ISSCF ดังภาพที่ 5-3 ซึ่งวิธีการ ISSCF มีการพิจารณาข้อมูลล่าสุดโดยการตัด
เซสชั่นเก่าของผู้ฟังเพลง ส่งผลให้การค านวณรายการเพลงมีการใช้เวลาประมวลผลที่คงที่ไม่เพ่ิมขึ้น
ตามจ านวนเซสชั่นของผู้ ฟังเพลงซึ่งช่วยแก้ปัญหาการประมวลผลข้อมูลที่มีปริมาณมากได้  
(Scalability problem) โดยใช้เวลาในการค านวณที่รวดเร็วกว่าวิธีการ SSCF 

 

 
 
ภาพที่ 5-1 ผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลงจาก

ฐานข้อมูลเพลง 30Music 
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ภาพที่ 5-2  ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ Precision เปรียบเทียบวิธีการ

วิเคราะห์สถิติเชิงมุม (CirStat) และวิธีการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่มี
การฟังในช่วง 7 วันและ 14 วัน 

 
ภาพที่ 5-3 เวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่าคะแนนความชอบของผู้ฟัง    
              เพลงของวิธีการ SSCF และ ISSCF จากฐานข้อมูลเพลง 30Music 

17.15

29.44

35.78

0

5

10

15

20

25

30

35

40

CirStat CirStat (7/30วัน) CirStat (14/30 วัน)

Precision (%)

ISSCF-หาความคล้าย 
ISSCF-ท านายค่าคะแนน 
SSCF-หาความคล้าย 
SSCF-ท านายค่าคะแนน 



78 
 

 
 

ส าหรับฐานข้อมูลเพลง Last.fm โดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลง 
ได้ผลสรุปการด าเนินงานดังนี้ วิธีการ SSCF ได้ผลความถูกต้องคือ 8.74 % วิธีการ ISSCF วิธีที่ 1 คือ 
การใช้วิธีการ ISSCF ร่วมกับ Sliding window ด้วยขนาดข้อมูลที่ 300 เซสชั่น (𝑠𝑤=300) ได้ผล
ความถูกต้องคือ 8.72 % การใช้วิธีการ ISSCF ร่วมกับ Forgetting mechanism ได้ผลความถูกต้อง
คือ 8.75 % และวิธีการ ISSCF ซึ่งรวมทั้ง 2 วิธีการได้ผลความถูกต้องคือ 8.94 % แสดงดังภาพที่ 5-4 
ซึ่งวิธีการ ISSCF ได้ประสิทธิภาพความถูกต้องที่ดีท่ีสุด 

ในการวัดประสิทธิภาพค่า Precision ที่ 10 รายการเพลงซึ่งมีความเหมาะสมในการวัดความ
ถูกต้องของวิธีการวิเคราะห์สถิติเชิงมุม (Circular statistics) ซึ่งมีความถูกต้องคือ 12.06 % และการ
วิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่เพลงถูกฟังมากกว่า 7 วันได้ค่าความถูกต้องคือ 27.67 % 
และเพลงที่ถูกฟังมากกว่า 14 วันได้ค่าความถูกต้องที่ 37.29 % แสดงถึงการวิเคราะห์สถิติเชิงมุม
สามารถให้ความถูกต้องในการสร้างรายการเพลงได้อย่างดีและการอัพเดทข้อมูลการฟังเพลงของผู้ฟัง
ด้วยวิธี Sliding windows สามารถเพ่ิมความถูกต้องให้กับรายการเพลงได้ แสดงดังภาพที่ 5-5 

ส าหรับการพิจารณาเวลาที่ใช้ในการค านวณที่มีประสิทธิภาพ แสดงเวลาที่ใช้ในการหาความ
คล้ายของเซสชั่นและการท านายค่าคะแนนความชอบเพื่อสร้างรายการเพลงที่จะแนะน าให้กับผู้ฟัง ดัง
ภาพที่ 5-6 

 

 
 
ภาพที่ 5-4  แสดงผลความถูกต้องโดยใช้วิธีการวัดประสิทธิภาพ HitRatio ที่ 10 รายการเพลงจาก

ฐานข้อมูลเพลง Last.fm 
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ภาพที่ 5-5  ผลความถูกต้องเฉลี่ยโดยใช้วิธีการวัดประสิทธิภาพ Precision เปรียบเทียบวิธีการ

วิเคราะห์สถิติเชิงมุม (CirStat) และวิธีการวิเคราะห์สถิติเชิงมุมในรอบ 30 วันล่าสุดที่มี
การฟังในช่วง 7 วันและ 14 วัน 

 
ภาพที่ 5-6  เวลาที่ใช้ในการหาความคล้ายของเซสชั่นและการท านายค่าคะแนนความชอบของผู้ฟัง 
               เพลงของวิธีการ SSCF และ ISSCF 
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วิจารณ์ผลการด าเนินงาน 
 ข้อดีของวิทยานิพนธ์ 

1. วิธีการ ISSCF ได้พิจารณาเซสชั่นในการสร้างรายการเพลงซึ่งเหมาะสมกับ
พฤติกรรมของผู้ฟัง 

2. การวิเคราะห์สถิติเชิงมุม (Circular Statistics) สามารถแนะน าเพลงที่ตรงตาม
ความชอบของผู้ฟังตามช่วงเวลาเฉพาะที่ผู้ฟังชื่นชอบได้ 

3. การอัพเดทข้อมูลผู้ฟังโดยใช้วิธีการ Sliding windows สามารถให้ความรวดเร็ว
ในการค านวณและยังคงความชอบของผู้ฟังในปัจจุบัน 

4. การพิจารณาความส าคัญของเพลงที่ถูกเลือกฟังล่าสุดโดยใช้ Fading factor ท า
ให้เพลงที่แนะน าให้กับผู้ฟังตรงกับความชอบของผู้ฟังในขณะฟังเพลงได้ 
 

 ข้อบกพร่องของวิทยานิพนธ์ 
1. การพิจารณาขนาดข้อมูลที่คงที่ (𝑠𝑤) กับทุกผู้ฟังนั้นอาจไม่เหมาะสมกับการ

สร้างรายการเพลงที่ตรงกับความชอบของผู้ฟัง 
2. วิธีการ ISSCF มีการสร้างรายการเพลงแนะน าโดยพิจารณาประวัติการฟังเพลง

ในอดีตท าให้ผู้ฟังไม่ได้รับการแนะน าเพลงใหม่ที่ผู้ฟังไม่เคยฟังมาก่อน 
 

 ข้อจ ากัดของวิทยานิพนธ์ 
1. วิทยานิพนธ์นี้ได้ใช้การทดลองโดยใช้ข้อมูลทั้งหมด 400 เซสชั่น ส าหรับทุกผู้ฟัง 
2. ฐานข้อมูลเพลง 30Music พิจารณาช่วงระยะห่างของเซสชั่นที่ 800 วินาทีและ

ฐานข้อมูลเพลง Last.fm พิจารณาช่วงของเซสชั่นที่ 30 นาที 
3. ใช้การพิจารณาความคล้ายของเซสชั่นที่ค่าเกณฑ์ความคล้าย (𝑡ℎ) เท่ากับ 0.1 

 
ข้อเสนอแนะของวิทยานิพนธ์ 

1. การสร้างรายการเพลงควรมีการพิจารณาเพลงใหม่ที่ผู้ฟังอาจจะชื่นชอบแต่ไม่
เคยได้รับฟังโดยการพิจารณาความชอบในการเลือกฟังเพลงจากผู้ฟังคนอ่ืนใน
ระบบที่มีพฤติกรรมการฟังเพลงที่คล้ายกับผู้ฟังเป้าหมาย 

2. ขนาดของข้อมูล (𝑠𝑤) ที่ใช้ในการสร้างรายการเพลงควรมีการพิจารณาขนาด
ข้อมูลที่เหมาะสมกับผู้ฟังแต่ละบุคคล 
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การเผยแพร่ผลงานวิจัย 

 

 
 
 
 
 
 
 
 
 
 
 



บทคัดย่อ 

งานวิจัยนี้นํา เสนอขั้นตอนวิธีการทํานายค่าคะแนน
ความชอบท่ีมีประสิทธิภาพสําหรับระบบแนะนาํเพลงช่ือว่า 
“Tendencies Based Algorithm with Micro Profiles& Sparsity 

Problem (TBMS)” ซ่ึงเป็นการประยุกต์ใช้วิธีการ Tendencies 

Based Algorithm ร่วมกับบริบททางด้านเวลามาแนะนาํเพลง 
โดยการแบ่งข้อมูลการฟังเพลงของผู้ ใช้ออกเป็นข้อมูลการฟัง
เพลงในแต่ละช่วงเวลาท่ีเรียกว่า “Micro Profiles” ท้ังหมด 5 

ชุดด้วยกันรวมถึงงานวิจัยนี้ยังพิจารณาการแก้ไขปัญหาความ
เบาบางของข้อมูลโดยการเติมค่าข้อมูลก่อนการทาํนายเพ่ือเพ่ิม
ประสิทธิภาพของการทํานายท่ีดีขึ้นกว่าขั้นตอนการทํานาย
แบบเดิมท่ีนิยมใช้วิธีการกรองร่วม ส่วนข้อมลูท่ีใช้ในงานวิจัยนี้
เ ป็นข้อมูลการฟัง เพลงจากฐานข้อมูลของ last.fm ท่ี
ประกอบด้วยประวัติการฟังเพลงของผู้ ใช้แต่ละคนซ่ึงจากผล
การทดลองแสดงให้เห็นว่าวิธีการท่ีนําเสนอ TBMS นี้มี
ประสิทธิภาพ โดยให้ผลการทํานายความชอบท่ีแม่นยาํและมี
ความรวดเร็วในการประมวลผลมากกว่าวิธีการกรองร่วมแบบ
ดั้งเดิม 

คําสําคัญ: ระบบแนะนาํเพลง เวลา ไมโครโพรไฟล ์ ปัญหา
ความเบาบางของขอ้มูล 

 

Abstract 
This research presents the efficient rating prediction 

algorithm for music recommender system named 

“Tendencies Based Algorithm with Micro Profiles & 

Sparsity Problem (TBMS)”, which adopts Tendencies 

Based Algorithm incorporated with time contextual. The 

user profile is splited into several sub-profile based on 

time contextual called “Micro Profiles”; totally 5 sets, 

each representing the user in particular context. In 

addition, the research also considers to solve the sparsity 

problem by imputation the missing values to enhance the 

performance of prediction process better than the 

traditional algorithm -- collaborative filtering technique. 

For all experiments, this research used last.fm data set 

which is composed of the music listening of each users. 

From our experiments, we have found that the proposed 

method TBMS is effective. It is give more accuracy and 

much more efficient computionally than tradition 

collaborative filtering. 

Keyword: music recommender system, time, Micro     

 Profiles, sparsity problem. 

 

1. บทนํา 
 ระบบแนะนําเพลงหรือท่ีเรียกว่าโปรแกรมแนะนําเพลง 
เป็นโปรแกรมท่ีช่วยในการค้นหาและแนะนําเพลงท่ีผู ้ใช้
ตอ้งการฟัง โดยจะวิเคราะห์จากประวติัการฟังเพลงของผูใ้ชว้า่
ชอบฟังเพลงแนวใด และโปรแกรมก็จะสร้างรายการแนะนํา
เพลงสาํหรับผูใ้ชค้นนั้น เช่นแนะนาํตามความชอบ แนะนาํตาม
แนวเพลง แนะนําตามศิลปิน หรือแนะนําตามช่วงเวลาท่ีฟัง
เพลง โปรแกรมแนะนําเพลงท่ีเป็นท่ีนิยมในปัจจุบันได้แก่ 
Pandora, Songza, Last.fm, iTunes Genius เป็นตน้ 

ขั้นตอนวธีิการทํานายค่าคะแนนความชอบทีม่ีประสิทธิภาพสําหรับระบบแนะนําเพลง 

โดยใช้วธีิการเทนเดนซีเบสร่วมกบัข้อมูลไมโครโพรไฟล์ 

The Efficient Rating Prediction Algorithm for Music Recommender System 

by Using Tendencies Based Algorithm with Micro Profiles  

สุเมธ ดาราพิสุทธ์ิ (Sumet Darapisut)1 และ จักริน สุขสวสัด์ิชน (Jakkarin  Suksawatchon)2  
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 ในปัจจุบันเทคนิคท่ีใช้สร้างระบบแนะนําเพลงท่ีนิยมใช้
ไดแ้ก่ วิธีการกรองร่วม (Collaborative filtering) [1,2,3] การ
แนะนาํจะพิจารณาแนะนาํเพลงให้กบัผูใ้ชจ้ากเพลงท่ีบุคคลอ่ืน
มีความชอบคลา้ยกบัผูใ้ช ้โดยท่ีไม่จาํเป็นตอ้งรู้จกัคนเหล่านั้น 
แล้วนําการแนะนําของบุคคลเหล่านั้ นมาช่วยตัดสินใจเลือก
เพลงแต่วิธีการน้ีใชค้่าความชอบหรือคะแนน (Rating) ท่ีผูใ้ชมี้
ต่อเพลงแต่ละเพลงซ่ึงต้องจัดเก็บค่าไวใ้ห้กับระบบแนะนํา
เสียก่อน และหลายคร้ังทาํให้วิธีการกรองร่วมมีปัญหาท่ีเกิดข้ึน
สาํหรับการแนะนาํเช่น ปัญหาความเบาบางของขอ้มูล (Sparsity 

Problem) และการแนะนาํเพลงท่ีไม่ค่อยเป็นท่ีรู้จกั ซ่ึงเกิดจาก
สาเหตุท่ีระบบแนะนาํเพลงโดยทัว่ไปมีการใชปั้จจยัเพียงแค่ 2 

ปัจจัยสําหรับสร้างระบบแนะนําคือ  เพลงและผู ้ใช้ ซ่ึงไม่
เพียงพอต่อการสร้างระบบแนะนาํให้มีประสิทธิภาพ แต่ถา้นาํ
ขอ้มูลบริบทของผูใ้ช ้(Contextual information) มาร่วมในการ
พิจารณาเช่น แนวเพลงท่ีผู ้ใช้ชอบฟัง รวมไปถึงช่วงเวลาท่ี
ต่างกันผู ้ใช้ก็อาจจะชอบฟังแนวเพลงท่ีไม่เหมือนกัน ก็จะ
สามารถพิจารณาแนะนาํเพลงไดต้รงกบัความตอ้งการของผูใ้ช้
มากข้ึน 

 งานวจิยั [4] ไดศึ้กษาและวเิคราะห์พฤติกรรมของผูฟั้งเพลง 
ซ่ึงพบว่าบริบททางด้านเวลาของการฟังเพลงมีความแตกต่าง
จากบริบทอ่ืนๆ เพราะบางแนวเพลงมีการฟังเฉพาะบาง
ช่วงเวลาของวนั เช่นเพลงแนวแดนซ์ป๊อป, บลัลาดและร๊อคถูก
ฟังมากในตอนกลางวนัและฟังนอ้ยลงในตอนเยน็ ส่วนงานวิจยั
[5,6,7] มีการนําเสนอระบบแนะนําเพลงโดยพิจารณามิติ
ทางด้านเวลา โดยทาํการแบ่งขอ้มูลของผูใ้ชต้ามช่วงเวลา ท่ี
เรียกวา่ “Micro Profiles” เช่น ช่วงเวลาของวนั วนัหยดุหรือวนั
ทาํงาน เป็นตน้ และใชข้อ้มูล Micro Profilesร่วมกบัเทคนิคการ
กรองร่วม ซ่ึงผลการวิจยัพบว่าการใชบ้ริบทของเวลาร่วมกับ
เทคนิคการกรองร่วมจะให้ความถูกตอ้งในการแนะนาํสูงกว่า
การใชก้ารกรองร่วมเพียงอย่างเดียว แต่อย่างไรก็ตามงานวิจัย
ดงักล่าวก็ยงัพบปัญหาท่ีเกิดจากความเบาบางของขอ้มูล และ
ดาํเนินการกับข้อมูลขนาดใหญ่ ซ่ึงทําให้การแนะนําเพลงมี
ประสิทธิภาพการทาํงานลดลง 

 งานวิจยั [8]ไดน้ําเสนอวิธีการสําหรับระบบแนะนาํขอ้มูล
สาํหรับการกรองร่วมท่ีช่ือวา่ “Tendencies Based Algorithm”

ซ่ึงจะดูแนวโนม้ของความชอบผูใ้ชแ้ละสินคา้ ขอ้ดีของวธีิการน้ี

คือ เวลาในการคาํนวณท่ีนอ้ยลงมากเม่ือเทียบกบัระบบแนะนาํ
แบบการกรองร่วมและยงัสามารถใชก้บัขอ้มูลท่ีมีปริมาณมาก
ได ้อยา่งไรก็ตามปัญหาความเบาบางของขอ้มูลก็ยงัเป็นจุดดอ้ย
วธีิการน้ี และในปัจจุบนัยงัไม่มีงานวจิยัท่ีเก่ียวกบัระบบแนะนาํ
เพลงแบบกรองร่วมโดยนาํวิธีการ Tendencies Based มาใชเ้พ่ือ
ทดสอบประสิทธิภาพการแนะนําเพลงโดยพิจารณาร่วมกับ
บริบทของเวลา 

 ดังนั้ นงานวิจัยน้ีจะนําเสนอวิธีการทํานายค่าคะแนนท่ีมี
ประสิทธิภาพสําหรับระบบแนะนําเพลงช่ือว่า “Tendencies 

Based Algorithm with Micro Profiles& Sparsity Problem” ซ่ึง
จะประยกุตใ์ชว้ธีิการ Tendencies Based Algorithm ร่วมกบัการ
ใชบ้ริบททางดา้นเวลามาแนะนาํเพลง รวมถึงการแกไ้ขปัญหา
ความเบาบางของขอ้มูลโดยการเติมค่าขอ้มูลก่อนการทาํนายซ่ึง
วิธีการท่ีนําเสนอน้ีจะช่วยลดเวลาท่ีใชใ้นการคาํนวณสําหรับ
ระบบแนะนําท่ีใช้วิธีการกรองร่วมแบบเดิม และเพ่ิมความ
ถูกตอ้งใหก้บัระบบแนะนาํเพลงตามช่วงเวลาใหก้บัผูใ้ช ้

 

2. ทฤษฎแีละงานวจัิยทีเ่กีย่วข้อง 

2.1 ระบบแนะนํา (Recommender System) 

เทคนิคท่ีนิยมในการพฒันาระบบแนะนําคือวิธีการกรอง
ร่วม ซ่ึงแบ่งออกเป็น 2 ลกัษณะ กล่าวคือพิจารณาจากตวัผูใ้ช้
เป็นสําคญั (User based) และพิจารณาจากไอเท็มเป็นสาํคญั 

(Item based) [9]แต่ในงานวจิยัน้ีเนน้วธีิการกรองร่วมท่ีพิจารณา
จากผูใ้ชเ้ป็นสาํคญั ดงันั้นจึงขอกล่าวเฉพาะวธีิการน้ีเท่านั้น โดย
ขั้นตอนวิธีการกรองร่วมท่ีพิจารณาจากผู ้ใช้เป็นสําคัญนั้ น 

เร่ิมตน้จากการหาความคลา้ยคลึงระหวา่งผูใ้ช ้𝑢 กบัผูใ้ช ้𝑣 โดย
วธีิการหาค่าความคลา้ยคลึงท่ีนิยม [3]ไดแ้ก่ 

วิธีการหาค่าความคล้ายคลึงแบบโคไซน์ (Cosine-based 

Similarity) 

𝑠𝑖𝑚(𝑢, 𝑣) =
∑ 𝑟𝑢,𝑖𝑟𝑣,𝑖𝑖

�∑ 𝑟𝑢,𝑖
2𝑖 �∑ 𝑟𝑣,𝑖

2𝑖

 
(1) 

 

 วิธีการหาค่าความคล้ายคลึงแบบโคไซน์แบบปรับแก ้
(Adjusted Cosine Similarity) 

𝑠𝑖𝑚(𝑢, 𝑣) =
∑ �𝑟𝑢,𝑖 − 𝑟̅𝑖��𝑟𝑣,𝑖 − 𝑟̅𝑖�𝑖

�∑ �𝑟𝑢,𝑖 − 𝑟̅𝑖�
2

𝑖 �∑ �𝑟𝑣,𝑖 − 𝑟̅𝑖�
2

𝑖

 (2) 
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การหาค่าความคลา้ยคลึงแบบค่าสัมประสิทธ์สหสัมพนัธ์
ของเพียร์สนั (Pearson correlation coefficient) 

            𝑠𝑖𝑚(𝑢, 𝑣) =
∑ �𝑟𝑢,𝑖−𝑟̅𝑢��𝑟𝑣,𝑖−𝑟̅𝑣�𝑖𝜖𝐼𝑢∩𝐼𝑣

�∑ �𝑟𝑢,𝑖−𝑟̅𝑢�
2

𝑖𝜖𝐼𝑢∩𝐼𝑣 �∑ �𝑟𝑣,𝑖−𝑟̅𝑣�
2

𝑖𝜖𝐼𝑢∩𝐼𝑣
        (3) 

  

 และเม่ือหาค่าความคลา้ยโดยสมการ(1)-(3) แลว้ก็จะเขา้สู่
ขั้นตอนการทาํนายวา่ผูใ้ชแ้ต่ละคนจะมีค่าคะแนนความชอบกบั
แต่ละไอเท็มเท่าไร โดยใชส้มการ (4) 

𝑝𝑢,𝑖 = 𝑟̅𝑢 +
∑ 𝑠𝑖𝑚(𝑢, 𝑣)�𝑟𝑣,𝑖 − 𝑟̅𝑣�𝑣∈𝑁

∑ |𝑠𝑖𝑚(𝑢, 𝑣)|𝑣∈𝑁
 

(4)

  

โดย
 

𝑟𝑢,𝑖 คือคะแนนความชอบท่ีผูใ้ช ้𝑢ใหก้บัไอเท็ม 𝑖 
 𝑟𝑢�  คือค่าเฉล่ียของผูใ้ช ้𝑢 

 𝑟𝑣�  คือค่าเฉล่ียของผูใ้ช ้𝑣 

 𝑖𝜖𝐼𝑢 ∩ 𝐼𝑣คือไอเท็มท่ีผูใ้ชท้ั้งสองใหค้ะแนน 

 ร่วมกนั 

 𝑟𝚤� คือค่าเฉล่ียของไอเท็มท่ี 𝑖 
 𝑁 คือจาํนวนเพ่ือนบา้นของผูใ้ช ้𝑢 

 

2.2 Tendencies Based Algorithm [8] 

 วิธีการน้ีเป็นวิธีการกรองร่วมอีกเทคนิคหน่ึงท่ีทาํนายค่า
ความชอบของผูใ้ชท่ี้มีต่อไอเท็มจากค่าแนวโนม้ความชอบของ
ผูใ้ช้กับไอเท็มนั้นโดยจะพิจารณาจากความแตกต่างระหว่าง
คะแนนของไอเท็มและค่าเฉล่ียของไอเท็มหรือค่าเฉล่ียของผูใ้ช้
ซ่ึงทาํให้ใชเ้วลาการคาํนวณท่ีรวดเร็วและทาํงานไดดี้กบัขอ้มูล
ท่ีมีความหนาแน่นตํ่า 

 

3. วธีิการทีนํ่าเสนอ 

งานวิจัยน้ีได้นําเสนอวิธีการใหม่ท่ีเรียกว่า “Tendencies 

Based Algorithm with Micro Profiles&Sparsity 

Problem(TBMS)” ซ่ึงมีภาพรวมการทาํงานดงัภาพท่ี 1 

 

3.1 การเตรียมข้อมูล Micro Profiles 

ในงานวิจัยน้ีใช้ข้อมูลการฟังเพลงจากฐานข้อมูลของ 

last.fm
1
 [10]ประกอบดว้ยประวติัการฟังเพลงของผูใ้ชแ้ต่ละคน 

ซ่ึงจะตอ้งนาํมาแปลงขอ้มูลใหอ้ยูใ่นรูปแบบของความถ่ีในการ 

1 http://www.lastfm.com 

 
ภาพที ่1: ขั้นตอนการทาํงานของวิธีการท่ีนาํเสนอ 

 

ฟังเพลงแต่ละเพลงของผูใ้ชแ้ต่ละคนจากนั้นนาํขอ้มูลความถ่ี
ทั้งหมดแบ่งออกเป็น1) ขอ้มูลทั้งหมดท่ีไม่ไดแ้บ่งตามช่วงเวลา 
และ 2) ขอ้มูลทั้งหมดท่ีแบ่งออกเป็น Micro Profiles ตาม
ช่วงเวลา จาํนวน 5ชุดดว้ยกนัคือช่วงเชา้, ช่วงกลางวนั, ช่วงเยน็ 

วนัหยุดและวนัธรรมดา ซ่ึงจะมีข้อมูลท่ีใช้ในการทดลอง
ทั้งหมด 6 ชุดดงัแสดงในตารางท่ี 1 

ตารางที ่1: ขอ้มูลท่ีใชใ้นการทดลอง 

ข้อมูล จํานวนผู้ใช้ จํานวนเพลง 

ขอ้มูลทั้งหมด 222 183,322 

ตอนเชา้ (00:00-11:59 น.) 182 130,519 

ตอนกลางวนั(12:00-17:59 น.) 184 79,231 

ตอนเยน็ (18:00-23:59 น.) 187 103,393 

วนัหยดุ (เสาร์-อาทิตย)์ 212 98,387 

วนัธรรมดา(วนัจนัทร์-วนัศุกร์) 190 162,442 
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3.2 การแปลงข้อมูลความถี ่
เน่ืองจากข้อมูลความถ่ีท่ีได้มาจากขั้นตอนท่ี 3.1 มีความ

แตกต่างของขอ้มูลค่อนขา้งมาก คือบางเพลงถูกฟังเพียงคร้ัง
เดียว แต่บางเพลงถูกฟังหลายพนัคร้ัง ดงันั้นในงานวิจยัน้ีจึงได้
ทาํการแปลงความถ่ีของการฟังเพลงออกเป็นคะแนนความนิยม
โดยใชว้ธีิการ log scale[11] ดงัสมการ (5) 

𝑟𝑢𝚤,𝑚𝚥� = log2(𝑟𝑢𝑖,𝑚𝑗 + 1) (5) 

โดยท่ี 𝑟𝑢𝑖,𝑚𝑗คือความถ่ีในการฟังเพลงท่ี 𝑚𝑗ของผูใ้ช ้𝑢𝑖 
 

3.3 การเตมิค่าว่าง 

เน่ืองจากผูใ้ชไ้ม่ไดฟั้งเพลงทุกเพลงท่ีมีในฐานขอ้มูล ดงันั้น
จึงทาํใหเ้พลงท่ีผูใ้ชค้นนั้นไม่ไดฟั้ง จึงไม่มีขอ้มูลหรือเกิดค่าวา่ง
เกิดข้ึน ซ่ึงทาํใหข้อ้มูลมีความหนาแน่นนอ้ยและส่งผลต่อความ
ถูกตอ้งของระบบแนะนาํเพลง และเกิดปัญหาท่ีเรียกวา่ ปัญหา
ความเบาบางของข้อมูล เราจะใช้วิธีการเติมว่างด้วยการเติม
คะแนนความชอบเฉล่ียของแนวเพลงนั้น 

 

ตารางที่ 2: ตวัอยา่งเมทริกซ์ท่ีเก็บค่าคะแนนความชอบท่ีผูใ้ช้แต่ละคน
ฟังเพลง โดยท่ี ? คือเพลงท่ีผูใ้ชไ้ม่เคยฟัง 

 เพลงท่ี 1 

jazz 

เพลงท่ี 2 

pop 

เพลงท่ี 3 

pop 

เพลงท่ี 4 

pop 

ผูใ้ช ้𝑢1 4 2 3 ? 

ผูใ้ช ้𝑢2 3 3 ? ? 

ผูใ้ช ้𝑢3 ? 4 5 ? 

ผูใ้ช ้𝑢4 ? 2 1 ? 

ตวัอย่างในตารางท่ี 2 แสดงขอ้มูลค่าคะแนนความชอบท่ี
ผูใ้ชแ้ต่ละคนชอบฟังเพลงโดยท่ี ? คือเพลงท่ีผูใ้ชไ้ม่เคยฟังถา้
ตอ้งการเติมค่าวา่ง (?)ของผูใ้ช ้𝑢1ในเพลงท่ี 4  ซ่ึงเป็นเพลง
แนวป๊อบ วธีิการการคาํนวณค่าคะแนนความชอบเฉล่ียจะนาํค่า
คะแนนความชอบเพลงท่ี 2 และ เพลงท่ี 3 ซ่ึงเป็นเพลงแนว 

ป๊อบเช่นเดียวกนักบัเพลงท่ี 4 มาคาํนวณจะได ้(2+3)/2 = 2.5 ดงั
แสดงในตารางท่ี 3 

ตารางที ่3:ตวัอยา่งเมทริกซ์ท่ีเก็บค่าคะแนนความชอบท่ีมีการเติมค่าวา่ง 

 เพลงท่ี 1 

jazz 

เพลงท่ี 2 

pop 

เพลงท่ี 3 

pop 

เพลงท่ี 4 

pop 

ผูใ้ช ้𝑢1 4 2 3 2.5 

ผูใ้ช ้𝑢2 3 3 3 3 

ผูใ้ช ้𝑢3 ? 4 5 4.5 

ผูใ้ช ้𝑢4 ? 2 1 1.5 

3.4 ขั้นตอนการทํานายค่าคะแนนความชอบด้วยวิธีการ
Tendencies Based Algorithm 

 ขั้นตอนน้ีเป็นการคาํนวณค่าคะแนนความชอบของผูใ้ชแ้ต่
ละคน โดยจะพิจารณาจากแนวโน้มในการชอบฟังเพลงของ
ผูใ้ช ้ซ่ึงประยกุตใ์ชว้ิธีการ Tendencies Based Algorithm มาใช้
ในการทาํนาย โดยกาํหนดค่าตวัแปรดงัตารางท่ี 4  

ตารางที ่4: นิยามค่าตวัแปร 

สัญลกัษณ์ ความหมาย 

𝑈 = {𝑢1,𝑢2, … ,𝑢𝑖 , … 𝑢𝑚} เซตของผูใ้ช ้

𝑀 = {𝑚1,𝑚2, … ,𝑚𝑗, …𝑚𝑛} เซตของเพลง 

𝑉 เ ม ท ริ ก ซ์ ข อ ง ค่ า ค ะ แ น น
ความชอบขนาด 𝑚 × 𝑛  

𝑣𝑢𝑖,𝑚𝑗  คะแนนความชอบของเพลง 
𝑚𝑗  ท่ีผูใ้ช ้𝑢𝑖  ให้ไว ้

𝑉𝑢𝑖,∙ = {𝑣𝑢𝑖,𝑚𝑗 ∈ 𝑉|𝑚𝑗 ∈ 𝑀} เซตของค่าคะแนนความชอบ
ของเพลงท่ีผูใ้ช ้𝑢𝑖  

𝑉 ., 𝑚𝑗 = {𝑣𝑢𝑖,𝑚𝑗 ∈ 𝑉|𝑢𝑖 ∈ 𝑈} เซตค่าคะแนนความชอบท่ี
ผูใ้ชใ้ห้กบัเพลง 𝑚𝑗 

𝑉�𝑢𝑖,∙ ค่าเฉล่ียของผูใ้ช ้𝑢𝑖  
𝑉� ., 𝑚𝑗 ค่าเฉล่ียของเพลง 𝑚𝑗  

 

ขั้นตอนวธีิการการทาํนายค่าคะแนนความชอบดงัน้ี 

 ขั้นที่ 1 หาค่าแนวโน้มความชอบของผูใ้ช้ 𝑢𝑏𝑢𝑖และเพลง 

𝑖𝑏𝑚𝑗ตามสมการ (6)และสมการ (7) 

𝑢𝑏𝑢𝑖 =

∑ �𝑣𝑢𝑖,𝑚𝑗 − 𝑣̅∙,𝑚𝑗�𝑚𝑗∈𝑀𝑢

|𝑀𝑢|
 

(6) 

 

𝑖𝑏𝑚𝑗 =

∑ �𝑣𝑢𝑖,𝑚𝑗 − 𝑣̅𝑢𝑖,∙�𝑢𝑖∈𝑈𝑖
|𝑈𝑖|

 
(7) 

 โดยท่ี 𝑀𝑢  แทนจาํนวนเพลงท่ีผูใ้ช ้𝑢𝑖 ฟัง  
 𝑈𝑖 แทนจาํนวนผูใ้ชท่ี้ฟังเพลง 𝑚𝑗  

  

 ขั้นที ่2ทาํนายค่าคะแนนความพึงพอใจของผูใ้ช ้𝑢𝑖 กบัเพลง 
𝑚𝑗  จะแบ่งการพิจารณาออกเป็น 4 กรณีตามหลักการของ
Tendencies Based ดงัภาพท่ี 2 โดยแบ่งการทาํนายออกเป็น 4 

กรณีดงัน้ี 

 กรณีที่ 1ภาพท่ี 2(a) ทาํนายจากแนวโน้มความชอบท่ีเป็น
บวกทั้งผูใ้ชแ้ละเพลงหมายความวา่ผูใ้ชมี้แนวโนม้ท่ีให้คะแนน
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เพลงท่ีฟังมีค่าสูงในหลายเพลง โดยถ้าค่าแนวโน้มของผูใ้ช้
มากกว่าค่าเฉล่ียของเพลงและค่าแนวโน้มของเพลงมากกว่า
ค่าเฉล่ียของผูใ้ชจ้ะใชว้ธีิการทาํนายค่าคะแนนดงัสมการ (8) 

𝑝𝑢𝑖,𝑚𝑗 =  max (𝑣̅𝑢𝑖,∙ + 𝑖𝑏𝑚𝑗 , 𝑣̅.,𝑚𝑗 + 𝑢𝑏𝑢𝑖) (8) 

 

 

 

 

 

 

 

 

ภาพที ่2: ความสมัพนัธ์ระหวา่งค่าเฉล่ีย (วงกลม) และแนวโน้มของผูใ้ช ้

(ลูกศร) 

  

 กรณีที่ 2ภาพท่ี 2(b) ทาํนายจากแนวโน้มความชอบท่ีเป็น
ลบทั้งของผูใ้ชแ้ละเพลงดงันั้นถา้ค่าแนวโนม้ของผูใ้ชน้อ้ยกว่า
ค่าเฉล่ียของเพลงและค่าแนวโนม้ของเพลงนอ้ยกวา่ค่าเฉล่ียของ
ผูใ้ช ้จะใชว้ธีิการทาํนายค่าคะแนนดงัสมการ(9)  

𝑝𝑢𝑖,𝑚𝑗 =  min (𝑣̅𝑢𝑖,∙ + 𝑖𝑏𝑚𝑗 , 𝑣̅.,𝑚𝑗 + 𝑢𝑏𝑢𝑖) (9) 
 

 กรณีที่ 3ภาพท่ี 2(c) ทํานายจากแนวโน้มความชอบของ
เพลงท่ีเป็นบวกและผูใ้ชท่ี้มีแนวโนม้ความชอบเป็นลบ โดยท่ีถา้
ค่าแนวโนม้ของผูใ้ชน้อ้ยกวา่ค่าเฉล่ียของเพลงและค่าแนวโนม้
ของเพลงมากกวา่ค่าเฉล่ียของผูใ้ชแ้ละค่าเฉล่ียของเพลงมากกวา่
ค่าเฉล่ียของผูใ้ชจ้ะใชว้ธีิการทาํนายค่าคะแนนดงัสมการ(10) 
 

𝑝𝑢𝑖,𝑚𝑗 =  min (𝑚𝑎𝑥(𝑣̅𝑢𝑖,∙ , (𝑣̅.,𝑚𝑗 + 𝑢𝑏𝑢𝑖)
∝ + �𝑣̅𝑢𝑖,∙ + 𝑖𝑏𝑚𝑗� (1−∝)), 𝑣̅.,𝑚𝑗) 

(10) 

โดยท่ี ∝ แสดงถึงค่าความเช่ือมัน่ในการทาํนายของค่าเฉล่ียของ
ผูใ้ชแ้ละเพลง 
 

 กรณีที่ 4 ภาพท่ี 2(d)มีแนวโน้มความชอบท่ีแตกต่างกัน
อย่างชัดเจนซ่ึงแนวโน้มความชอบของทั้ งผูใ้ช้และสินค้ามี
แนวโน้มท่ีตรงกันข้ามกัน โดยท่ีถ้าค่าแนวโน้มของเพลง
มากกว่าค่าเฉล่ียของผู ้ใช้และค่าแนวโน้มของผู ้ใช้น้อยกว่า
ค่าเฉล่ียของเพลงและค่าเฉล่ียของผูใ้ชม้ากกวา่ค่าเฉล่ียของเพลง
จะใชว้ธีิการทาํนายค่าคะแนนดงัสมการ(11) 

𝑝𝑢𝑖,𝑚𝑗 =  𝑣̅.,𝑚𝑗 ∝ +𝑣̅𝑢𝑖,∙(1−∝) (11) 

3.5 การวดัประสิทธิภาพในการทาํนาย 

การวดัประสิทธิภาพของขั้นตอนวิธีการทาํนายค่าคะแนน 

งานวิจัย น้ีใช้ตัวว ัดความแม่นย ําทางสถิติ ท่ี เ รียกว่าMean 

Absolute Error (MAE)[12]ซ่ึงเป็นการวดัค่าคะแนนความชอบ
ท่ีทาํนายไดจ้ากระบบมีความแตกต่างจากค่าคะแนนท่ีผูใ้ชเ้คย
ให้ไวเ้ท่าไร โดยสูตรการคาํนวณ MAE เป็นไปตามสมการท่ี 

(12) และ (13) 

𝑀𝐴𝐸𝑢𝑖 =

∑ |𝑣𝑢𝑖,𝑚𝑗 − 𝑝𝑣𝑢𝑖,𝑚𝑗|
𝑛
𝑗=1

𝑛  
(12) 

 

𝑀𝐴𝐸 =

∑ 𝑀𝐴𝐸𝑢𝑖𝑁
𝑖=1

𝑁  

 
(13) 

โดยท่ี
 
𝑣𝑢𝑖,𝑚𝑗คือคะแนนความชอบของเพลง 𝑚𝑗  ท่ีผูใ้ช ้

 𝑢𝑖 ใหไ้ว ้

 
𝑝𝑣𝑢𝑖,𝑚𝑗  คือคะแนนความชอบของเพลง 𝑚𝑗  ท่ีผู ้ใช้

  𝑢𝑖 ท่ีไดจ้ากการทาํนาย 

 𝑛 คือ จาํนวนเพลงท่ีผูใ้ชใ้หค้ะแนนไว ้

 𝑁 คือ จาํนวนผูใ้ช ้
 

4. ผลการทดลอง 

การวดัประสิทธิภาพในงานวิจัยน้ีเป็นการเปรียบเทียบ
ประสิทธิภาพระหวา่งวิธีการท่ีนาํเสนอ TBMS กบัวิธีการกรอง
ร่วมแบบดั้ งเดิมท่ีพิจารณาผูใ้ช้เป็นหลัก โดยใช้ตัววดัความ
คลา้ยคลึงหลายตวัวดัแบบต่างๆ โดยผลการทดลองเปรียบเทียบ
ประสิทธิภาพมีรายละเอียดดังภาพท่ี 3 ซ่ึงพบว่าวิธีการท่ี
นาํเสนอ TBMS ใหค้่า MAE เฉล่ียจากทุกชุด Micro Profiles คือ
0.5638 และวิธีการกรองร่วมท่ีพิจารณาผูใ้ชเ้ป็นหลกัในแต่ละ
ความคล้ายคลึงต่างๆ และพิจารณาจาํนวนเพ่ือนบ้านเท่ากับ 

10% ของจาํนวนผูใ้ชท้ั้งหมด พบวา่วธีิการกรองร่วมท่ีใชก้ารวดั
ความคลา้ยคลึงแบบโคไซน์ให้ค่า MAE คือ0.6201 ใชก้ารวดั
ความคลา้ยคลึงแบบสมัประสิทธ์สหสัมพนัธ์ของเพียร์สันให้ค่า 
MAE คือ 0.6292 และใชก้ารวดัความคลา้ยคลึงแบบโคไซน์
ปรับแกใ้ห้ค่า MAE คือ0.6166 ซ่ึงสามารถสรุปไดว้่าวิธีการท่ี
นาํเสนอ TBMS มีประสิทธิภาพมากกว่าวิธีการกรองร่วมท่ี
พิจารณาจากผูใ้ชเ้ป็นหลกั 

นอกจากการวดัความประสิทธิภาพของความแม่นยาํในการ
ทาํนายแลว้ งานวจิยัน้ียงัวดัประสิทธิภาพในเชิงเวลาท่ีใชใ้นการ

𝑣̅𝑢𝑖 ,∙ 𝑣̅∙,𝑚𝑗 

𝑖𝑏𝑚𝑗 

𝑢𝑏𝑢𝑖  

(a) 

𝑣̅𝑢𝑖,∙ 
 

𝑣̅∙,𝑚𝑗 

 

𝑖𝑏𝑚𝑗  

 

𝑢𝑏𝑢𝑖  
 

  (c) 

𝑣̅𝑢𝑖,∙ 
 

𝑣̅∙,𝑚𝑗 

 

𝑖𝑏𝑚𝑗 

 
𝑢𝑏𝑢𝑖 
 

(d) 

𝑣̅𝑢𝑖,∙ 
 

𝑣̅∙,𝑚𝑗 

 
𝑖𝑏𝑚𝑗  

 
𝑢𝑏𝑢𝑖  
 

(b) 
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ประมวลผลของแต่ละวิธีการอีกด้วย โดยทดลองบนเคร่ือง
คอมพิวเตอร์ท่ีใชซี้พียคูวามเร็ว3.20 GHz มีหน่วยความจาํหลกั 
8 GB ฮาร์ดดิสก ์2 TBและภาษาโปรแกรมไพธอน (Python) ใน
การพฒันาโปรแกรมดงัแสดงผลในตารางท่ี 5 ถึง 9 

 

 

 

ภาพที่ 3:การเปรียบเทียบค่าMAEระหว่างวิธีการท่ีนาํเสนอ TBMSและ
วิธีการกรองร่วมท่ีพิจารณาจากผูใ้ชเ้ป็นหลกั 
 

ตารางที ่5: เวลาท่ีใชใ้นการประมวลผลสาํหรับสร้าง Similarity Matrix 

 

ตารางที ่6: เวลาท่ีใชใ้นการประมวลผลสาํหรับขั้นตอนการทาํนาย 

 
 

 จากตารางท่ี 5 วธีิการกรองร่วมแบบดั้งเดิมท่ีใชว้ิธีการสร้าง 
Similarity Matrix แบบต่างๆจะใชเ้วลาในการประมวลผลสูง
มากกว่าวิธีการ TBMS ท่ีนําเสนอในงานวิจัยน้ีหลายเท่า 
สอดคลอ้งกบัผลการทดลองในตารางท่ี 6 ท่ีแสดงเวลาท่ีใชใ้น
การทาํนาย พบวา่วิธีการ TBMS มีเวลาในการประมวลผลท่ีเร็ว
กวา่ทุกวิธีการเช่นกนั และตารางท่ี 7 แสดงผลการทดลองของ
เวลาท่ีใช้ในการทาํนายของวิธีการ TBMS ซ่ึงจากผลลพัธ์ท่ี

แสดงในตารางพบว่าเวลาในการทาํนายจะลดลงเม่ือแบ่งกลุ่ม
ของขอ้มูลในการฟังเพลงของผูใ้ช้ออกเป็น Micro Profiles 

เสียก่อน และผลจากแบ่งขอ้มูลเป็น Micro Profiles น้ีทาํให้มีค่า 
MAE เพียง 0.5638 และตํ่ ากว่าทั้ งสามวิธีการท่ีนํามา
เปรียบเทียบ (ภาพท่ี 3)   

ตารางที่ 7: เวลาในการทาํนายของวิธีการTBMS(ขั้นตอนท่ี 3.4)โดยใช้
ขอ้มูลนาํเขา้ท่ีแบ่งเป็น Micro Profiles 

วธีิการ TBMS 

ข้อมูลที่ใช้ในการทดลอง เวลา (วนิาท)ี 

ไม่แบ่ง Micro Profiles ข้อมูลทั้งหมด 42 

แบ่ง Micro Profiles 

ตอนเชา้ 25 

ตอนกลางวนั 15 

ตอนเยน็ 20 

วนัหยดุ 21 

วนัธรรมดา 32 

   

ตารางที่ 8: ประสิทธิภาพเชิงเวลาสําหรับสร้าง Similarity Matrix 

เปรียบเทียบกบัวิธีการ TBMSโดยท่ี m คือจาํนวนผูใ้ช้และ n คือจาํนวน
เพลง 

 

ตารางที ่9: ประสิทธิภาพเชิงเวลาสาํหรับการทาํนายโดยท่ี m คือจาํนวน
ผูใ้ชแ้ละ n คือจาํนวนเพลง  

  จากตารางท่ี 8 พบว่าประสิทธิภาพเชิงเวลาสําหรับสร้าง
Similarity Matrix แบบต่างๆ ตามสมการท่ี (1), (2) และ (3) เป็น 
O(m2n) ส่วนวิธีการท่ีนาํเสนอ TBMS มีประสิทธิภาพเชิงเวลา
ในขั้นตอนท่ี 3.1 เป็น O(mn) ขั้นตอนท่ี 3.2เป็น O(mn) และ

วธีิการ 

เวลาที่ใช้
ประมวลผล 

(วนิาที) 
Cosine Similarity (สมการท่ี 1 ) 8326 

Adjust Cosine Similarity (สมการท่ี 2 ) 6027 

Pearson  correlation coefficient (สมการท่ี 3 ) 6133 

TBMS  (ขั้นตอน 3.1+3.2+3.3) 171 

วธีิการ 
การทํานาย

(วนิาที) 
Cosine Similarity (สมการท่ี 4 ) 541 

Adjust Cosine Similarity (สมการท่ี 4 ) 587 

Pearson  correlation coefficient (สมการท่ี 4 ) 583 

TBMS (ขั้นตอน 3.4) 42 

วธีิการ ประสิทธิภาพ 

Cosine Similarity(สมการท่ี 1 ) O(m2n) 

Adjust Cosine Similarity(สมการท่ี 2 ) O(m2n) 

Pearson Similarity (สมการท่ี 3 ) O(m2n) 

TBMS (ขั้นตอน 3.1+3.2+3.3) O(mn) 

วธีิการ การทํานาย 

Cosine Similarity (สมการท่ี 4 ) O(mn) 

Adjust Cosine Similarity(สมการท่ี 4 ) O(mn) 

Pearson Similarity(สมการท่ี 4 ) O(mn) 

TBMS (ขั้นตอน 3.4) O(1) 
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ขั้นตอนท่ี 3.3เป็น O(mn) ดังนั้นประสิทธิภาพโดยรวมทั้ง 3 

ขั้นตอนจึงเป็น O(mn) ซ่ึงมีประสิทธิภาพดีกวา่ทั้งสามวิธีการท่ี
ใชเ้ปรียบเทียบ และจากตารางท่ี 9 แสดงประสิทธิภาพเชิงเวลา
ของการทาํนายพบว่า วิธีการท่ีเสนอ TBMS ซ่ึงประยุกต์ใช้
หลกัการของวิธีการ “Tendencies Based Algorithm” ในการ
ทํานาย โดยในงานวิจัย [8] ได้ทําการทดลอง และหาค่า
ประสิทธิภาพในการทาํนายของวิธีการ “Tendencies Based 

Algorithm” เป็น O(1)  ดงันั้นวิธีการ TBMS ท่ีนาํเสนอน้ี จึงมี
ประสิทธิภาพเชิงเวลาของการทาํนายเป็น O(1) เช่นเดียวกนั ซ่ึง
เป็นประสิทธิภาพท่ีดีกวา่ทั้งสามวธีิการท่ีเปรียบเทียบอยา่งมาก 
 

5. สรุปผลการทดลอง 
 งานวิจัยน้ีนาํเสนอขั้นตอนวิธีสําหรับระบบแนะนําขอ้มูล
เพลงช่ือวา่ “Tendencies Based Algorithm with Micro Profiles 

& Sparsity Problem (TBMS)” ซ่ึงประยุกต์ใช้วิธีการของ
Tendencies Based Algorithm มาใช ้และปรับปรุงขั้นตอนการ
ทาํนายค่าคะแนนความชอบในระบบแนะนําเพลงให้มีความ
แม่นยาํในการทาํนายมากข้ึน โดยการใช ้Micro Profiles อีกทั้ง
ยงัแก้ปัญหาท่ีเป็นค่าคะแนนท่ีว่าง โดยการเติมค่าว่างก่อน
ทาํนาย ซ่ึงจากผลการทดลองแสดงให้เห็นวา่วิธีการ TBMS น้ี
ให้ผลการทาํนายความชอบท่ีแม่นยาํกวา่วิธีการกรองร่วมแบบ
ดั้งเดิม นอกจากน้ีประสิทธิภาพในเชิงเวลาของวิธีการ TBMS ก็
ยงัมีความรวดเร็วมากกวา่วธีิการกรองร่วมแบบดั้งเดิมอีกดว้ย 

 แต่อย่างไรก็ตามงานวิจยัน้ียงัมีแนวทางในการปรับปรุงให้
วิธีการทาํนายค่าคะแนนให้มีความแม่นยาํมากยิ่งข้ึน โดยการ
ปรับปรุงขั้นตอนวิธีในการเติมค่าคะแนนท่ีว่างท่ีพิจารณาจาก
ปัจจยัอ่ืนท่ีเก่ียวขอ้ง นอกเหนือจากพิจารณาเพียงแค่แนวเพลง
เพียงอยา่งเดียว รวมทั้งการแบ่งช่วงเวลา Micro Profiles แบบ
ช่วงเวลาของผูใ้ชเ้ฉพาะบุคคลมากข้ึน 
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Abstract—This research presents the comparison of
collaborative filtering techniques which are Tendencies Based 
Algorithm, Item mean algorithm, and Simple mean based 
algorithm. All these algorithms use the constant time in 
prediction process. To evaluate our proposed model, we use 
last.fm dataset including music listening history of each user. 
Each user’s profile is split into several sub-profiles based on 
specified time ranges called “Time Contexts”. Thus the 
prediction is done using these Time Contexts instead of a single 
user profile. From our experiments, we have found that 
Tendencies Based Algorithm with Time Contexts is effective. It is 
given more accuracy and much more efficient computationally 
than tradition collaborative filtering algorithms. 

Keywords— music recommender system; collaborative filtering; 
time contexts 

I. INTRODUCTION 

Nowadays, the amount of digital music is rapidly
increasing in each year. These affect to users to search digital 
music that they want with difficulty, which is why the music 
recommender system is developed to help and discover music 
in information overloading condition.

 The popularity of music recommender approaches can be 
categorized into three categories [1,2,3]. The first one is 
content-based that uses the property of music such as tonality, 
key, or tempo of songs and profile of the user’s preference for 
analysis and recommend the type of music this user likes. This 
means that this algorithm tries to recommend music that is 
similar to those that a user liked in the past. Second, 
collaborative filtering is the most successful and popular 
approach. This approach is based on considering and analyzing 
the information on users’ behaviors or user’s preference, and 
then predicts what the user will like based on his/her similarity 
to other users. In spite of collaborative filtering technique is a 
famous technique, but it often suffers from many problems: 
sparsity, cold start, and scalability. Third, hybrid approach is 
combining content-based filtering and collaborative filtering to 
overcome the problems of two methods. Music 
recommendation systems exploit these three approaches such 

as Pandora Radio, Songza, Last.fm, iTunes Genius and 
Songbird 2.0.

Some music recommender systems often recommend in a 
few popular music in such that users do not prefer or cannot 
always meet the users’ needs.  Because such applications do 
not consider the users’ current situations and users may have 
different preferences in different contexts. For example, users 
listen to one type of music while working and another type of 
music before going sleep [5]. There are some researchers 
studied context-awareness recommendation systems. For 
example, C. H. Park and M. Kahng [4] presented behavior’s 
listener that founded time dimension in music listening is 
different other contextual dimensions. Because some genres of 
music are preferred at specific time of day such as ballad, 
dance, pop, and rock genres has a peak at noon and decrease 
rapidly in the evening. The ballad song has been is listened 
more than pop dance genre in winter but, in summer pop dance 
genres listened more than ballad song. The researchers in 
[5][6][7] presented time-aware music recommender system by 
split user’s profile into sub-profiles (micro-profiling) that 
consider timing context with collaborative filtering approach. 
The results showed that this approach is better than traditional 
recommendation approaches. However, this approach still 
based on collaborative filtering technique, so it also suffers
from sparsity and scalability problems that will decrease the 
performance.  In addition, collaborative filtering technique 
spends time very much in training and prediction processes.  

F. Vreixo and et al. [8] presented a series of collaborative 
filtering algorithm: Tendencies Based Algorithm; Item mean 
algorithm, Simple mean based algorithm. Especially, 
Tendencies Based algorithm is easy to compute, and can be 
accurately calculated using much fewer data with very low 
computational time. This algorithm captures the tendency of 
users and items. However, all these algorithms use only users’ 
profile to find tendencies of users and items; it does not use 
other contexts to find tendencies of users and items.  

In recent years, numerous algorithms based on different 
ideas and concepts have been developed to address this 
problem. Unfortunately, works that compare these techniques 
are scarce, making it difficult to select the best algorithm in a
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given situation. In this work we compare different techniques 
of collaborative filtering especially the constant prediction time 
of such algorithm: Tendencies Based Algorithm; Item mean 
algorithm, Simple mean based algorithm [8]; to see the 
efficiency of each algorithm. Besides, this work adapts a
contextual called “Time Contexts” which split each user’s 
profile into several sub-profiles based on time range. This 
means that each single user has several sub-profiles 
representing users in the particular context. This idea will 
improve the prediction accuracy dealing with sparsity problem. 
After we compare the performance among those algorithms,
we have found that Tendencies Based algorithm  gives the best 
results. This means that we will combine Tendencies Based 
algorithm and Time Contexts which can improve accurately 
predict user’s preference, as well. 

The outline of the rest of this paper is as follows. In Section 
II, the background knowledge is introduced, and some notation 
is defined. In Section III, our experiments are proposed. 
Section IV illustrates the performance study on real data sets. 
Section V concludes the paper. 

II.� BACKGROUND

A. Notation 
First, we introduce all notations used in this paper for 

further understand as shown in Table I. 

TABLE I. � DEFINITION OF ITEM MEAN ALGORITHM, SIMPLE MEAN 
ALGORITHM AND TBT ALGORITHM

Notation Description

^ `1 2, , , , ,i mU u u u u `, i m, ,u u, i , ,  Set of users

1 2{ , ,..., , }j nM m m m m }n
 Set of music (songs) 

ܴ Matrix of  rating ݉ × ݊ 

,mv jur  Rating of music (song) ௝݉ listened by user 
௩ݑ

,mi jur  Rating of music (song) ௝݉listened by user 
௜ݑ

,mi kur  
Rating of music (song)  ݉௞ listened by 
user ݑ௜

, ,{ R }
i i ju u m jr r m M � �

i
{{{  Set of rating of music (song) ௝݉listened by 

user ݑ௜  

,m ,{ R }
j i j

iu m
r u Ur � �,m {

j
r  {  Set of rating of music (song) listened by

users 

,iur  Mean of user ݑ௜  

,vur  Mean of user ௩ݑ

,m j
r ,m j
r  Mean of music (song) ௝݉  

B. Recommender System 
The most common approach of a recommender system is 

collaborative filtering (CF) technique. This algorithm will 
recommend item to target user depended on collecting and 
analyzing a large amount of information on user’s behaviors or 
preference and predicting what the user will like based on their 
similarity to other users. The collaborative filtering is divided 
two types: user based and item based. The basic technique in 

collaborative filtering starts with similarity measures between 
users or items [9]. In user based the popular similarity 
measurements are cosine-based similarity, Pearson correlation-
based similarity, and adjusted cosine-based similarity as shown 
in Eq. (1), Eq. (2), and Eq. (3). 

Cosine-based similarity: 

,௜ݑ)݉݅ݏ (௩ݑ =
∑ ,௨೔,௠ೕݎ) ௨ೡ,௠ೕ)௝ݎ

ට∑ ଶ(௨೔,௠ೕݎ)
௝ ට∑ ଶ(௨ೡ,௠ೕݎ)

௝

(1)

Pearson correlation-based similarity:  

,௜ݑ)݉݅ݏ (௩ݑ =
∑ ቀݎ௨೔,௠ೕ − ௨೔,∙ቁݎ̅ ቀݎ௨ೡ,௠ೕ − ௨ೡ,∙ቁ௝∈ெೠ∩ெೡݎ̅

ට∑ ቀݎ௨೔,௠ೕ − ௨೔,∙ቁݎ̅
ଶ

௝∈ெೠ∩ெೡ
ට∑ ቀݎ௨ೡ,௠ೕ − ௨ೡ,∙ቁݎ̅

ଶ
௝∈ெೠ∩ெೡ (2)

    

Adjust cosine-based similarity: 

,௜ݑ)݉݅ݏ (௩ݑ =
∑ ቀݎ௨೔,௠ೕ − ௠ೕቁ,∙ݎ̅ ቀݎ௨ೡ,௠ೕ − ௠ೕቁ௝,∙ݎ̅

ට∑ ቀݎ௨೔,௠ೕ − ௠ೕቁ,∙ݎ̅
ଶ

௝ ට∑ ቀݎ௨ೡ,௠ೕ − ௠ೕቁ,∙ݎ̅
ଶ

௝ (3)

Next, we select the number of users who are the most 
similar to the target user to be the best neighbors. The popular 
techniques are best k-nearest neighbors (k-nn). After that, we 
calculate the user’s preference score for each item based on the 
best neighbors’ preferences by using the following equation. 

௨೔,௠ೕ݌ = ∙,௨೔ݎ̅ +
∑ ,௜ݑ)݉݅ݏ (௩ݑ ቂݎ௨ೡ,௠ೕ − ௨ೡ,∙ቃ௨ೡ∈௎ݎ̅

∑ ,௜ݑ)݉݅ݏ| ௩)|௨ೡ∈௎ݑ (4)

III.� EFFICIENT COLLABORATIVE FILTERING ALGORITHMS

The overall steps of this research is shown in Fig. 1. 

Fig. 1.� Our experiment design steps 
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A. Generating Time Contexts 
In this work, we evaluate each method with Last.fm

database [10], which is consisted of the history of music 
listening of individual users together with a time stamp. After 
that, we must convert to those data in the form of frequency of 
music listening for each user in a given time. Our proposed 
method represents a single user by many sub-profiles, again 
called “Time Contexts”. Thus, this research will test the 
performance with two datasets. First dataset is all data which 
are not segmented into the specified time range. The another 
one is Time Contexts that all data of each user are split into 
pre-define five time segmentation called Morning (00:00-11:59 
AM), Afternoon (12:00-17:59 PM), Evening-Night (18:00-
23:59 PM), Weekend (Saturday, Sunday), and Weekday 
(Monday-Friday). 

TABLE II. � TIME CONTEXTS USED IN OUR RESEARCH. 

Data The number of users The number of music

Morning 182 130,519

Afternoon 184 79,231

Evening-Night 187 103,393

Weekend 212 98,387

Weekday 190 162,442

B. Converting to Log scale 
Since the frequency of music listening of each user 

obtained the previous step may be different scales. For 
example, some songs were listened only a few users but some 
songs were very popular listened many times. So, we convert 
the number of times the user listened to music as an 
approximation of rating score by using log scale [11] as shown 
in Eq. (5). We will call an approximation of rating score in 
short as rating. 

௨ഢ,௠ണෟݎ = logଶ(ݎ௨೔,௠ೕ + 1) (5)

C. Prediction Process using Tendencies Based Algorithm 
The step is used to generate the prediction score of user’s 

music taste given the current time based on Tendencies Based 
algorithm [8]. This algorithm captures to tendency users and 
items with observe means of users and items. For example [8],
a user that only listens songs that he/she has liked will have a 
high mean. But if many other users also liked such songs, each 
song may actually have a higher mean rating that the rating 
given by the users. Thus the user tends to listen songs 
negatively, even despite their high mean. In an initial step of 
this process, we determine the tendency of user by considering 
mean of music or songs and mean of songs rated by users, and 
the tendency of song that considering average of user and
music rated by user. 

Tendency of user (
iuub ) 

                            
,,( )

| |
ji jj u

i

mu mm M
u

u

r
ub

r
M

�
�

 
¦ , ), jm                     (6) 

And, tendency of music or song (
jmib ) 

                         
,,( )

| |
ii ji i

j

uu mu U
m

i

r
ib

r
U

�
�

 
¦ )                             (7) 

where uM  : the number of songs rated by user iu  
       iU  : the number of users listening music jm

Fig. 2.� Relation between mean (circle) of user and music and the tendency of 
user and music (arrow). 

Then this algorithm calculates the prediction score by 
considering in 4 cases as the following. 

 The first case, Fig. 2(a), we observed that there are 
positive tendency both of user and music. So if tendency of 
user (

iuub ) is more than mean of music ( , jmr , jmr ) and tendency of 

music (
jmib ) is more than mean of user ( ,iur ), then prediction

score will calculate as:

௨೔,௠ೕ݌ =  max (̅݅ݑݎ,∙ + ܾ݆݅݉, ௠ೕ,.ݎ̅ + (݅ݑܾݑ (8)

 The second case, Fig. 2(b), we noticed that there is
negative tendency of both user and music. This means that if
tendency of user (

iuub ) is less than mean of music ( , jmr , jmr ) and 

tendency of music (
jmib ) is less than mean of user ( ,iur ), then 

prediction score will calculate as:

௨೔,௠ೕ݌ =  min (̅݅ݑݎ,∙ + ܾ݆݅݉, ௠ೕ,.ݎ̅ + (݅ݑܾݑ (9)

The third case, Fig. 2(c),  we observed that positive item 
and negative user which observe from tendency of items is 
more than mean of user, but tendency of the user is less than 
mean of item. So if tendency of user (

iuub ) is less than mean of 

music ( , jmr , jmr ) and tendency of music (
jmib ) is more than mean 

of user ( ,iur ) and mean of music ( , jmr , jmr ) is more than mean of 

user ( ,iur ), then prediction score will calculate as: 

௠ೕ,∙ݎ̅∙,௨೔ݎ̅

ܾ݅௠ೕ

௨೔ܾݑ

(a)

∙,௨೔ݎ̅

௠ೕ,∙ݎ̅

ܾ݅௠ೕ

௨೔ܾݑ

(c)

௠ೕ,∙ݎ̅∙,௨೔ݎ̅

ܾ݅௠ೕ

௨೔ܾݑ

(d)

௠ೕ,∙ݎ̅∙,௨೔ݎ̅

ܾ݅௠ೕܾݑ௨೔

(b)
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௨೔,௠ೕ݌ =  min [݉ܽݎ̅)ݔ௨೔,∙ , ௠ೕ,.ݎ̅) + (௨೔ܾݑ ∝ + ቀ̅ݎ௨೔,∙ + ܾ݅௠ೕቁ (1−∝)), (௠ೕ,.ݎ̅ (10)

where, alpha is the greater confidence value of mean of 
user and music. 

The last case, Fig. 2(d), tendency have distinct difference 
tendency. This means that tendency of user and item is 
opposite. So if tendency of music (

jmib ) is more than mean of 

user ( ,iur ) and tendency of user (
iuub ) is less than mean of 

music ( , jmr , jmr ) and mean of user ( ,iur ) is more than mean of 

music ( , jmr , jmr ), then prediction score will calculate as:

௨೔,௠ೕ݌ = ௠ೕ,.ݎ̅  ∝ (∝−1)∙,݅ݑݎ̅+ (11)

D. Prediction Process using Item Mean Algorithm  
Item Mean algorithm [8] is the other algorithms used to 

predict users’ preference or tendency score. This is a simple 
algorithm just considering items of users’ evaluation. We use 
mean of item in prediction by not take into account variation 
of user. 

                        u ,m ,i j jmp r , jmr                                        (12) 

E. Prediction Process using Simple Mean Based Algorithm 
This algorithm is used to predict users’ preference [8] 

considering mean of items and mean of users as shown in the 
following equation. 

      
௨೔,௠ೕ݌                = ௠ೕ,.ݎ̅  +

∑ (௥ೠ೔,೘ೖି ௥̅.,೘ೖ)ೖ∈ಾೠ
|ெೠ|           (13)

  

By ܯ௨ number of item at user ݑ௜ evaluation

F. Evaluation 
 This work uses the statistics measurement such as Mean 

Absolute Error (MAE) and Root Mean Squared Error (RMSE) 
[12] to evaluate our proposed model. The followings are the 
equation of two measurements. 

௨೔ܧܣܯ =
∑ ௨೔,௠ೕݎ| − ௨೔,௠ೕ|௡ݎ݌

௝ୀଵ

݊ (14)

ܧܣܯ =
∑ ௨೔ܧܣܯ

௡
௜ୀଵ

ܰ (15)

And, Root Mean Square Error (RMSE) 

௨೔ܧܵܯܴ =
∑ ට(ݎ௨೔,௠ೕ − ௨೔,௠ೕ)ଶ௡ݎ݌

௝ୀଵ

݊ (16)

where ,mi jupr  : the predicted score of music jm  and user  

   iu

     n : the number of music the user iu has evaluated

    N : the number of users 

IV.� EXPERIMENTAL RESULTS

The evaluation process in this work is a comparison among,
Simple Mean Based algorithm, Item Mean algorithm, and 
Tendencies Based algorithm for all data which are not 
segmented into the specified time range. Besides, we will 
compare Tendencies Based algorithm, Simple Mean algorithm 
and Item Mean algorithm incorporated with Time Contexts
data sets because these three algorithms have the same 
computational time, which show details later. This comparison 
is illustrated in Table III. All experiments, we run on the CPU 
speed at 3.20 GHz with 8 GB main memory, ad use Python 
programming language to develop program.  

Fig. 3 shows MAE and RMSE calculated from all dataset, 
which are not segmented into specified time range, of Simple 
Mean algorithm, Item Mean algorithm and Tendencies Based 
algorithm. This graph shows that Tendencies Based algorithm 
gives the lowest errors both of MAE and RMSE. This means 
that we can combine Tendencies Based algorithm and Time 
Contexts to improve accurately predict user’s preference.

Fig. 3.� MAE and RMSE of Tendencies Based algorithm, Simple Mean 
algorithm, Item Mean algorithm and user-based collaborative filtering. 

TABLE III. � COMPARISON AMONG TENDECIES BASED ALGORITHM,
SIMPLE MEAN ALGORITHM, AND ITEM MEAN ALGORITHM WITH TIME 

CONTEXTS DATA SETS. 

Data Item Mean Simple Mean Tendencies Based
MAE RMSE MAE RMSE MAE RMSE

Morning 0.4113 0.6208 0.3973 0.5521 0.3656 0.5315
Afternoon 0.2799 0.4598 0.2866 0.4047 0.2545 0.3769
Night 0.3387 0.5272 0.3331 0.4681 0.3067 0.4498
Weekend 0.3267 0.5149 0.3273 0.4606 0.2884 0.4297
Weekday 0.4904 0.7162 0.4588 0.6328 0.428 0.6137

The results displayed in Table III shows that when 
considering with algorithms having the same as computational 
complexity, we can see that Tendencies Based Algorithm with 
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Time Contexts still gives the lowest errors in both of MAE and 
RMSE with all of Time Contexts data sets.  

V. CONCLUSION AND FUTURE WORK

In this paper, we compare different techniques of 
collaborative filtering especially the constant prediction time 
of such algorithm: Tendencies Based Algorithm; Item mean 
algorithm, Simple mean based algorithm. To see the 
performance of these algorithm with contextual information, 
each single user’s profile is divided into many Time Contexts 
based on pre-defined time segmentation. These Time Contexts 
can improve the prediction accuracy and can meet the users’ 
needs Moreover; the adaptation of Tendencies Based 
Algorithm with Time Contexts can overcome traditional 
collaborative filtering problems especially high accuracy and 
more efficiency. 

In future work, we will alleviate sparsity problem and cold 
start problem at new songs added in system that user has not 
been recommended. This problem suffers in collaborative 
filtering and tendencies based algorithms. Besides, this work 
uses only time contextual that we should take into account 
genres or artist for increase accuracy in prediction. 
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Abstract— In this research, we propose using time context to 
improve predictive accuracy and quality of collaborative filtering 
for music recommendation. We use time contextual information 
called micro-profiling. Thus, each user has multiple micro 
profiles, in particular, six-time slots instead of a single profile. 
The recommendation is performed depended on these micro-
profiling. Our method takes into account time intervals in 
listening music represent user preference in up-to-date. In rating 
prediction approach, we adopt tendencies-based algorithm, one of 
the collaborative filtering algorithms, which is very low 
computational time and memory requirements. From the 
experimental results, it has shown that the performance of our 
approach gives more accuracy and low computational time than 
traditional CF and CF with matrix factorization. 

Keywords- music recommender system; time contexts; micro 
profiling; tendencies based algorithm; predictive model 

I. INTRODUCTION 
As the amount of digital music increases tremendously 

nowadays, it has become more difficult for users to choose 
related digital music. The music recommender system has been 
developed to help and discover digital music among 
information overloading condition. The successful and well-
known music recommendation is collaborative filtering (CF) 
approach especially user-based CF. This approach predicts a 
user’s preferences (ratings) on target item by aggregating the 
preferences that a few similar users have previously given to 
that item. Similar users are determined using a similarity metric 
such as the Pearson correlation or the cosine similarity and the 
K-nearest users with the highest similarities to the given user 
are selected. Then the predicted rating on that item is generated 
based considering and analyzing the information of K nearest 
users [1, 2, 3, 4]. However this approach presents serious 
problems. First, the computation of similarities between all 
pairs of users is expensive in quadratic time complexity. 
Second, the recommendation accuracy depends on the adopted 
similarity measure [2]. Furthermore, most of recommendation 
system encounters with sparsity problem because each user 
rates or gives his/her preference only a small number of the 
available items. In this case, finding the similarity among 
different users is challenging task [3].   

Most of music recommender systems often recommend in a 
few popular music in such that users do not prefer or cannot 
always meet the users’ need.  Because these systems do not 
consider the users’ current situations, and users may have 
different preferences in different contexts. For example, users 

listen to one type of music while working and another type of 
music before going sleep [5, 6, 7]. Therefore, the additional 
information beyond users’ rating plays an important role in 
determining users’ preference for building predictive models to 
enhance the recommendation performance. For example, C. H. 
Park and M. Kahng [5] have presented behavior’s user that 
founded time dimension in music listening is different other 
contextual dimensions. Because some genres of music are 
preferred at specific time of day such as ballad, dance, pop, and 
rock genres has a peak at noon and decrease rapidly in the 
evening. The ballad song has been listened more than pop 
dance genre in winter but, in summer pop dance genres listened 
to more than ballad song [6]. L. Baltrunas and X. Amatriain [7] 
proposed a new time-aware recommendation approach called 
micro profiling. This approach assumes that the users’ 
preference changes over time but has a temporal repetition. 
Thus, it splits each single user profile into sub-profiles that best 
represent the user in a particular time slot. Pre-defined time 
segmentation is done for the day (morning, evening/night), the 
week (weekend, weekday), and the year (cold season, hot 
season) temporal repetition. Then, the popular factorization 
based on CF algorithm is performed depended on these micro-
profiles. This means that they use only the profiles of the 
relevant segment. For example, they use only the user micro-
profile of the morning to predict the music preference for the 
morning. Although, this approach considers additional 
information for improving the music recommendation, it still 
faces serious problems caused by using CF algorithms that we 
mentioned such problems before. Besides, this approach cannot 
predict user’s rating on overlapping time partitions such as 
when predicting a rating for the morning on a weekend. 

F. Cacheda and et al. [8] presented a variety of CF named 
Tendencies-Based CF algorithm to overcome those drawbacks. 
This idea based on the tendencies or difference between users 
and items instead of on their similarities. Tendencies-Based CF 
is easy to compute, and can be accurately calculated using 
much fewer data with very low computational time and 
memory requirements. This approach is as accurate as most 
modern methods, and its computational efficiency is much 
better based on two popular datasets, MovieLens and Netflix. 
Unfortunately, this approach may be not suitable for other 
recommendations like music recommendation. Besides, the 
addition information has not been used in their research that 
only the ratings are considered. Especially, time context 
conditions influence to music listening behavior. 
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In this work, we propose a constant time of CF used in 
music recommendation. Our approach adopts Tendencies-
Based CF algorithm based on time contextual information that 
is implicit user feedback. Our approach assumes that the music 
listening behavior changes over time but a temporal repetition. 
For example, users listen to one type of music while working 
and another type of music before going to sleep. We use time 
contextual information called micro-profiling that is similar to 
paper reference no. [7]. A single user has multiple micro 
profiles in particular time contexts instead of a single profile. 
Unlike [7], we concern the overlapping time slots. Thus, we 
decide on six different micro profiling generated by the 
Cartesian product of set of the day (morning, afternoon, 
evening/night) and a set of the week (weekend, weekday). The 
six-time slots will be the same for all users. Our experiments 
present performance of our method that gives more accuracy 
and low computational time than traditional CF and CF with 
matrix factorization. 

The outline of the rest of this paper is as follows. In Section 
II, notation is defined. The background knowledge is 
introduced in Section III. Our approach is proposed in section 
IV. Section V illustrates the experimental results of our
approach. Section VI is the conclusion of this paper. 

II. NOTATIONS

First, we introduce all notations used in this paper as shown 
in Table I. 

TABLE I.  NOTATIONS USED IN THIS WORK 

Notation Description! " #$%& $'&( & $)& ( & $*+ Set of N users, " #-%&-'&( &-.&( &-/+ Set of K songs0 User-Music rating Matrix 1!1 2 1,1345&67 Rating of song -. listened by user $8349&67 Rating of song -. listened by user $)349&6: Rating of song -; listened by user $)349&< " #349&69 = 01-. = ,+ Set of rating of songs listened by user $) 3<&69 " #349&69 = 01$) = !+ Set of rating of music -. listened by users 3>49&< Rating mean of user $)3>45&< Rating mean of user?$83><&67 Rating mean of music -.@49&67 Rating prediction for user $) listening 
music -. 

III. BACKGROUND KNOWLEDGE

A. Collaborative Filtering Algorithm (CF) 
In user-based CF, the system allows users to give a set of 

user ratings on items (videos, songs, films, etc.) in such that 
when enough information is stored in the system, we can make 
recommendations for each user based on information provided 
by users who have the most in common preference [1]. So in 
music recommendation, this approach predicts a user’s 
preferences (ratings) on target music by aggregating the 
preferences that a few similar users previously given to that 
music. The similarity measure between users is determined. 

For now, let AB-C$)& $8D be the similarity between users i and v. 
The popular similarity metrics are cosine  similarity, Pearson 
correlation similarity, and adjusted cosine similarity as shown 
in (1), (2), and (3) respectively. Then the K- nearest neighbors 
(K-nn) is applied to find other users who are the most similarity 
to the target user. After that, user’s preference for each music is 
computer based on the best neighbors’ preferences by using (4) 
[4].  

  AB-C$)& $8D " E CFG9&H7&FG5&H7D7IE CFG9&H7DJ7 IE CFG5&H7DJ7   (1) 

AB-C$)& $8D " E K349&67 L 3>49&<M K345&67 L 3>45&<M.=NGON5IE K349&67 L 3>49&<M'.=NGON5 IE K345&67 L 3>45&<M'.=NGON5
(2) 

AB-C$)& $8D " E K349&67 L 3><&67M K345&67 L 3><&67M.IE K349&67 L 3><&67M'. IE K345&67 L 3><&67M'. (3) 

@49&67 " 3>49&< P E Q)6C49&45DRFG5&H7SF>G5&<TG5=UE 1Q)6C49&45D1G5=U   (4) 

B. Matrix Factorization 
Matrix factorization technique (MF) [9] is a decomposition 

matrix approach that factorizes the original matrix into two or 
more matrices. When multiplying them back, it will get the 
original matrix as shown in (5). In recommendation system, 
matrix factorization can be used to discover some latent 
features. If we can find these latent features, we can predict 
rating with respect to a certain user and a certain item [8].  

The mathematics of matrix factorization is described as 
follows. Let R be the matrix of size 1!1 2 1,1 that contains all 
the ratings that the users have assigned to the music. If we 
would like to find K latent features, two metrics user (i.e., V " 1!1 2 ?W ) and music (i.e., X " 1,1 2 ?W ) from rating 
pattern are estimated such that their product approximated R:  

  0 Y V 2?XZ " ?0[   (5) 

Where   0[  : approximation matrix 1,1 2 1!1 
IV. OUR APPROACH

The framework of our system is described in Fig. 1. 

A. Last.fm Data Information 
In this work, we use last.fm data [7] set collected during 

2005 to May 2009 containing 357 European users who used 
last.fm services. Each user listened to songs and was stored in 
the uses’ profile together with an appropriate time stamp [7]. 
This service provides only implicit user feedback as shown in 
Table II. We also cleaned the data by removing songs that 
were listened less than five users.  
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Figure 1. Overall our approach

TABLE II. THE EXAMPLE OF IMPLICIT USER FEE
DATA SET 

User 
id 

Timestamp Artist 
id 

Artist 
name 

u1 2009-04-08 
T01:17:04Z 

a1 Something 

u1 2009-04-08 
T23:51:45Z 

a2 Simple 

u1 2009-04-08 
T23:51:45Z 

a2 Simple 

… … … … 

B. Extracting Micro-profiling 
Our proposed method represents a single

micro profiles in particular time segmenta
time segmentation in forms of the day (m
evening/night) and the week (weekend, wee
defined as 00:00-11:59 am. The afternoon is
17:59 pm and evening/night is defined as 
The weekend is covered only Saturday a
Weekday is for Monday to Friday. After 
micro profiles are generated by using the 
between a set of the day and set of the week 
Thus, six-time slots will be used for all
recommendations, we will use our pre-defin
instead of a single profile for each user in t
slot. After that, we create User-Music 
(implicit information) for each micro profil
Fig. 3. Table 3 is shown the summary of each

h 

EDBACK OF LAST.FM 

Music 
id 

Music 
name 

m1 Aliean 

m2 Space 

m2 Space 

… … 

e user by multiple 
ation. We defined 
orning, afternoon, 

ekday). Morning is 
s defined as 12:00-

18:00-23:59 pm. 
and Sunday), and 
that, six different 
Cartesian product 
as shown in Fig 2. 

l users. To make 
ned micro profiles 
the particular time 
frequency matrix 

le as described by 
h micro profile. 

Figure 2. Extracting all

Figure 3. One of micro profile was con

TABLE III. SUMMAR

Micro Profiling # of Us

Morning/Weekday 
(MWday) 354 

Afternoon/Weekday 
(AWday) 354 

Night/Weekday 
(NWday) 351 

Morning/Weekend 
(MWend) 340 

Afternoon/Weekend 
(AWend) 345 

Night/Weekend 
   (NWend) 

337 

C. Converting implicit into exp
Most CF algorithms use 

ratings that are collected direct
focus on the music domain, 
feedback. Thus, we need to m
explicit ratings. This work use
used in the research no. [
complementary cumulative di
micro profile. Songs located
distribution are assigned a sco
80% range assign a score of 4 
shows the example of mapping

l data into micro profiles 

nverted to User-Music frequency matrix. 

RY OF EACH MICRO PROFILE 

ers # of Tracks # of 
Frequency 

20,928 197,269 

27,315 272,429 

23,971 233,864 

8,505 67,704

12,322 106,936 

10,290 87,195 

plicit rating 
explicit feedback in form of 

tly from users. In this work, we 
and there is no explicit user 

ap implicit information into the 
es mapping method as same as 
[7]. Firstly, we compute the 
stribution of song plays in the 

d in the top 80-100% of the 
ore of 5, while songs in the 60-

as shown in Table IV. Table V 
g to rating score for a single user 
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who plays overall songs 1,631 times fro
Thus, songs at 100-80% of distribution get 
at 79-60% of distribution get rating 4. Ta
rating distribution of the data set. This is a sp
the music data sets since a single user listens
songs [7]. Figure 4 shows the results of ma
frequency matrix to User-Music rating matri
in next step. 

TABLE IV. MAPPING PERCENTAGE OF CUMULAT
PLAYS INTO RATING SCALE 

Percentage Rating Ma
100-80% 5
79-60% 4
59-40 % 3 
39-20 % 2 
19-0 % 1 

TABLE V.  THE EXAMPLE OF MAPPING IMPLICIT I
FOR A SINGLE USER 

Frequency (x) 120 80 71 

P(X=x) 120/61 80/161 71/1631 

Cumulative 
F(x) 1-0.074 1-0.123 1-0.167 

Percentage 92.6 87.7 83.3 

Rating 5 5 5 

TABLE VI. NUMBER OF RATINGS IN T

Rating 1 2 3 
#Ratings 692,015 11,328 4,017 

Percentage 97.41 1.6 0.57 

Figure 4. Mapping User-Music frequency matrix to Use

D. Tendencies-based algorithm 
This work uses an alternative approac

tendencies-based algorithm [8], to pred
preference in term of rating, given the cur
CF, the tendencies-based algorithm is n
similarities between users or items. This a
tendencies of users and songs by finding a
them. Instead of using similarity calculation
an easy way to compute, and they can be acc
using much fewer data [8]. This is a very int
the tendencies-based algorithm because i

m whole dataset. 
rating 5 and song 

able VI shows the 
pecific property of 
s to a lot of unique 
apping User-Music 
ix for further used 

TIVE DISTRIBUTION OF 

pping 

INTO EXPLICIT RATING 

68 … 
68/1631 … 

1-0.042 … 

71 … 

4 … 

THIS WORK 

4 5
2,073 993 

0.29 0.14 

er-Music rating matrix. 

ch of CF named 
dict user’s music 
rrent time. Unlike 

not based on the 
approach captures 
a relation between 
ns, tendencies are 
curately computed 
teresting feature of 
it will allow the 

development of accurate meth
time and memory requirement.

The idea of the tendencies
user’s music preference by con
songs.  This refers to wheth
positively or negatively. For 
listen songs that he/she has like
many other users also liked
actually have a higher mean ra
users. Thus, the user tends to 
despite their high mean. 

In the first step, we have to!" (!#$%) as the average differe
the song mean as shown in (6).

    !#$% & '()*
For tendency of songs, we 

(+#,)) as the average differenc
user mean as shown in (7). -+#,) & '.%*

Next steps, we calcula
considering in 4 cases. 

   (a)    

 (c)   
Figure 5.  The relation between

tendency of user and song (arrow) and 

 Case I, Fig. 5(a), both 
tendency. This means user tend
the song mean rating and the s
user mean [8]. Then, if tendenc
average of song /0 (1234,)) and 
more than mean of user !"  (12$
predict rating for user !" that w5$%4,) & 678 912$%43 :

 Case II, Fig. 5(b), o
have negative tendency. This
below their mean and the song 
mean [6]. Thus, if tendency 

hod with very low computation 
 

s-based algorithm is to predict 
nsidering tendency of users and 

her a user tends to rate songs 
example [8], a user that only 

ed will have a high mean, but if 
d such songs, each song may 
ating that the rating given by the 
listen to songs negatively, even 

o determine the tendency of user
ence between user’s ratings and 
 ;<.%4()=<234()>*?. @A.@   (6) 
define the tendency of song /0 
e between user’s ratings and the 

;<.%4()=<2.%43>*B% @C%@         (7) 
ate the predicted rating by 

  (b)

    (d) 
n mean (circle) of user and song, the 

rating prediction (cross). 

user and song have positive 
ds to give ratings that are above 
song tends to be rated above the 
cy of user !" (!#$%) is more than 
tendency of song /0 (-+#,)) is $%43), then we use formula (8) to 

will listen song /0. +#,)4 12D4,) : !#$%E (8) 

occurs when both user and song 
s means the user rates songs 
tends to be rated below the user 
of user !"  (!#$% ) is less than 
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average of song !" (#$%&'() and tendency of song !" ()*+'() is 
less than average of user ,-  (#$./&% ), then rating prediction for 
user ,- listening song !", are calculated using formula (9).  ))0./&'( 1 )234)5#$./&% 6 *+'(& #$7&'( 6 ,+./8 (9) 

Case III, Fig. 5(c), occurs when the user tendency is to rate 
songs below their mean, and a good song is to be rated above 
the user mean. Thus, if tendency of user ,- (,+./) is less than 
mean of song !"  (#$%&'( ) and tendency of song !"  ()*+'( ) is 
more than mean of user ,-  ( #$./&% ). For corroborate their 
tendencies, we notice mean of song is more than mean of user 
or vice versa, then rating score for user ,- listening song !" , 
can be predicted using formula (10) 0./&'( 1 23492:;<#$./&% & =#$7&'( 6 ,+./> ? 6=#$./&% 6 *+'(> 5@A?8B & #$7&'(C
(10) 
where, ? is the greater confidence value of the average of user 
and song. 

Case IV, Fig. 5(d), their tendency are not corroborate. This 
means that tendency of user and song is opposite. So if 
tendency of song !" ()*+'() is more than mean of user ,- (#$./&%) 
and tendency of user ,-  (,+./) is less than mean of song !" 
(#$%&'() but mean of user ,- (#$./&%) is more than mean of song !" 
(#$%&'(), then predicting score for user ,- listening song !", can 
be calculated using formula (11): ))0./&'( 1 ) #$7&'( ? 6#$./&%5@A?8 (11) 

E. Evaluation  
The objective of recommendation system is to recommend 

only good songs. The traditional prediction accuracy metric, 
such as mean absolute error (MAE) [10], is not suitable and 
not the best evaluation metric for the find good songs task. 
Because MAE metric calculates the average error committed 
on the whole songs. In this work, we used GIM (Good Item 
MAE) as same as used in [8] that compute the MAE in the 
prediction of good songs. In this work, we set a rating 
threshold for considering good songs those rated with more 
than 1 point. GIM metric is shown in (12) and (13). )DEF./ 1 G HIJ/&K(LMJ/&K(HN(OP Q          (12) DEF 1 G RSTJ/U/OPV  (13) 

In addition, this work also evaluated top-N 
recommendation quality by precision, recall, and F1 measure 
as shown in equation (14), (15) and (16) respectively. Table 
VII presents the details of these equations. 

      W#XY*Z*[\ 1 ]^_]^_`]a_       (14) 

     bXYcdd 1 ]^_]^_`]ae   (15) 

   f@)!XcZ,#X 1 g) h _ijklmlne!ijkopp_ijklmlne`ijkopp             (16) 

TABLE VII. CONDITION OF RECOMMENDATION EVALUATIONS 
Recommended Not Recommended

 Preference qr s4 
Not Preference sr q4 

V. EXPERIMENTAL RESULTS 
This work evaluated using last.fm data set collected during 

2005 to May 2009 containing 357 European users who used 
last.fm services described in section IV. The proposed 
approach was compared with the following algorithms. 

- The classical user-based collaborative filtering (CF). We 
used cosine based similarity and 10% of users as best nearest 
neighbors. 

- The collaborative filtering with matrix factorization (MF) 
[9]. In MF, we set the latent factor to 80, iteration to 100, 
learning rate to 0.005 and beta to 0.02. 

Both of CF and MF were tested for the full data set and 
each micro profile. Those data sets were transformed into 
explicit ratings as described in section IV (C). 

Fig. 6 shows the results evaluated with GIM metric. 
Testing with full data set, GIM values of the tendencies-based 
algorithm, CF, and MF are 3.2193, 3.2253, and 3.2195 
respectively.  Evaluating with each micro profile, most of the 
results obtained from these three algorithms got GIM accuracy 
with similar results. 

For recommendation quality evaluation, we evaluated with 
Precision, Recall and F1 measure in top-10 recommendation. 
The results are shown in Figs. 7, 8, and 9 respectively. From 
experimental results illustrate that tendencies-based using 
micro profiling has given higher quality than CF and MF for 
all data sets. This means that tendencies-based with micro 
profiling (our approach) could be informative enough to 
determine the users’ behavior accordance with time context. 
Thus, our approach can improve the accuracy and quality of 
the recommendations. 

This work also compared with computational efficient of 
tendencies-based algorithm, CF, and MF. In offline 
experiment, CF needs more time to compute similarity 
between all users with a complexity of t5!u\8 and time to 
compute a single prediction is t5!\8 . For MF carries out 
expensive computational because matrix factorization 
technique is based on SVD with a complexity of t5!\v 6!u\8. 
Our approach obtains the best results with a complexity of t5!\8  in computing equations (6) and (7), and with a 
complexity of t5@8 in prediction process, where m is a number 
of users, n is a number of music, and k is a number of factors. 
Table VIII shows the execution time used in those three 
algorithms.  

Table VIII shows the execution time used in those three 
algorithms. Time was measured on a PC with CPU speed at 
3.20 GHz, 8 GB RAM, and all algorithms were implemented 
in Python. 
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Figure 6. Comparison with GIM among Tendencies-bas

  Figure 7. Comparison with Precision value in top-10 r

TABLE VIII.  EXECUTION TIME OF THE DIFFERENT
STUDIED WITH MICRO PROFILING 

Approach Model Construction 
Time 

CF 2,102.34 sec. 

MF 86,361.95 sec. 

Our approach 11.81 sec. 

VI. CONCLUSION

In this work, we exploit time context to im
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Abstract—Most of research works in music recommendation
systems use Collaborative Filtering (CF) for generating person-
alized recommendations based on user’s previous song ratings
or static usage history data. But those researches adapting CF
do not consider behavior of listening to songs and are not able
to maintain the systems to sensitive to recent user’s preferences.
Behavior of music listening is continuous and repetitive process,
especially, the latest song listening can infer to the favorite
song at that moment. In this work, we present Incremental

Session based Collaborative Filtering with forgetting mechanism or
ISSCF by adapting Session-based Collaborative Filtering (SSCF),
which considers music listened continuously and maintains the
recent session. In order to avoid unnecessary memory usage and
processing time, we use forgetting mechanism: sliding windows
and fading factors incorporating with SSCF. We evaluate our
purposed framework by measuring the HitRatio. From ex-
perimental results, it shows that performance of our purposed
approach increases the accuracy of recommendation and low
computational time and space when comparing with than SSCF.

Keywords—music recommendation; forgetting mechanism; ses-

sion; collaborative filtering

I. INTRODUCTION

Music Recommender System (MRS) has an important
role to help the users to find songs that they really want
from a large amount of songs. In provider aspect, MRS is
able to filter and to choose appropriated music for the users.
Most of MRS uses Collaborative Filtering algorithm (CF) for
generating personalized recommended songs by considering
users behaviors (such as rating, clicks, history and purchase,
etc.) [1], [2], [3], [4]. However, CF requires many users and
many ratings and is unable to recommend songs that have a
few ratings. This means that users have to well provide their
taste if they need effective recommendation.

Characteristic of music domain has different from other
domains like movies, books and news. Listening to music
is continuous and repetitive process. Especially, users tend
to prefer to listen to preference songs repetitively in session
rather than isolated [4], [5]. Accordance with S. E. Park and
et al.[5] tries to capture order and repetitiveness in the playing
songs. They proposed Session-based Collaborative Filtering
approach (SSCF) for next song prediction with the currently
played songs in Bugs Music dataset. SSCF adapt collaborative
filtering based on user by taking into account relation of
session profiles instead of user profiles. The experiments show

that SSCF outperforms than traditional collaborative filtering
in term of accuracy.

R. Dias and M.Fonseca [6] presented improving music
recommendation approach named Temporal Session based
Collaborative Filtering approach (TSSCF). This work extracts
temporal context including time of day, weekday, a day of
month, a month from session profiles, and takes into account
the song diversity played in the session. After that, the TSSCF
groups sessions according to different of temporal context by
using Gaussian Mixture Model via Expectation Maximization
algorithm. Finally, the part of recommendation approach is
applied with SSCF. Comparing with the traditional session-
based CF, the TSSCF can achieve better accuracy values.

However, SSCF and TSSCF approaches are still based
on traditional user-based CF. It uses the fully static listening
history of users to perform recommendation and requires very
expensive computational time and space with the growth of
the number of users and music in a database. Thus, both
SSCF and TSSCF approaches are not appropriate for on-line
manner because the on-line music service always increases
new users and new songs. These two algorithms are faced
with the scalability problem. This causes the system to become
less predictive ability. In order to overcome this problem, we
introduce Incremental Session based Collaborative Filtering
with forgetting mechanisms or ISSCF ,in short; by modifi-
cations in SSCF [5]. Our approach is capable to accurately
recommend the next songs for the active session by considering
past sessions in on-line manner. Because of increasing new
users and new songs, our approach uses forgetting mechanisms
to handle old and obsolete data, and maintain the MRS con-
cerning to recent data. It is possible to reduce memory usage
and processing time as well. In this paper, we evaluate the
efficiency of two forgetting mechanisms – sliding windows and
fading factors. In our experiments, we evaluate the accuracy
of our purposed algorithm with the HitRatio (HR@n)[5],
[6], and also evaluate the time-consuming of our model by
comparing with SSCF. The results are shown that our purposed
algorithm outperforms in terms of accuracy and computational
time.

II. BACKGROUND KNOWLEDGE

A. Collaborative Filtering Algorithm (CF)

Collaborative filtering (CF) is the well-known personalized
recommendation technique that widely used in recommender
system. The basic idea of CF is to help users to find the

978-1-4673-7825-3/15/$31.00 © 2015 IEEE



items they would like to purchase based on rating of those
items by other users with similar taste. CF produces a
prediction score or top-N recommendation list of items
for an active user. More formally, there are a set of
users U = {u1, u2, . . . , ui, . . . , uN} and a set of items
M = {m1,m2, . . . ,mj , . . . ,mK}. Each user has rated a
subset of items such as movies, music, book and etc. All
available ratings (rui,mj ) are collected in user-item rating
matrix denoted R matrix as illustrated in Fig 1. In the first
step, it finds similarity between active users ui and users uv

having co-rated as Mi \Mv . The popular similarity measures
are cosine similarity and Pearson correlation similarity as
given in (1) and (2). Next, the k most similar users are
selected as the k-nearest neighbors of active user. Then, CF
calculates the prediction rating (pui,mj ) that active user (ui)
would probably prefer item (mj) based on his/her neighbors
using (3). Finally, the top-N recommendation list is generated
based on highest prediction scores [2], [7].

25     
uN 1

...

mK

5

ru ,mi K

...  mj

3

ru ,mi j

...  m1

ru ,mi 1

2

     ui

...

     u1

Fig. 1. The example of user-song rating matrix

Cosine similarity :

sim (ui, uv) =

X

j2Mi\Mv

(rui,mj , ruv,mj )

s X

j2Mi\Mv

(rui,mj )
2
s X

j2Mi\Mv

(ruv,mj )
2

(1)
Pearson correlation similarity :

sim (ui, uv) =X

j2Mi\Mv

�
rui,mj � rui,·

� �
ruv,mj � ruv,·

�

s X

j2Mi\Mv

�
rui,mj � rui,·

�2
s X

j2Mi\Mv

�
ruv,mj � ruv,·

�2

(2)

pui,mj = rui,· +

P
uv2U sim (ui, uv)

⇥
ruv,mj � ruv,·

⇤
P

uv2U |sim (ui, uv)|
(3)

B. Incremental Collaborative Filtering Algorithms

M. Papagelis and et al. [8] presented Incremental Collab-
orative Filtering (ICF) for handling scalability problem. ICF
is based on incremental updates of the user-user similarities.
When active user submits a new rating or updates existing
rating then similarity between active user and the rest of need

to be recalculated in relation to the old similarity values. ICF
approach illustrates that it can reduce computation complexity
from polynomial time to linear time that gives higher potential
than classic CF. C. Miranda and A. M. Jorge [9] proposed
the incremental version of item-based CF for binary ratings
that regards recommendation approach based on item instead
of user. This approach shows that it uses less computational
cost and gives predictive accuracy more than user-based CF.
In addition, X. Yang and et al. [10] developed scalable item-
based collaborative filtering. To deal with scalability problem,
incremental update of item-to-item similarity is proposed. In
rating prediction process, local link prediction in item simi-
larity graph is used to find implicit neighbor candidates. The
experimental results validate that this approach can increase
the efficiency in recommendation. Besides, CF should be able
to efficiently process data online in order to keep the system
up-to-date [11]. J. Vinagre and A. M. Jorge [11] proposed
incremental collaborative filtering with forgetting mechanisms
approach that maintains recent preference of user. It decreases
older importance information with sliding windows and fading
factors approaches. The experimental results show that this
approach is able to reduce processing time and memory while
not significant reducing predictive potentiality of the algorithm.

Although all of these algorithms mentioned before are
designed to handle the scalability problem, actually it cannot
improve the accuracy of the recommendation system. Because
these algorithms consider only user-rating matrix or item-
rating matrix and do not take into account behavior of listening
to songs or characteristics of songs as the additional informa-
tion. Moreover, listening to music is continuous session and
repetitive process [4], [5], [6]. All of those algorithms do not
concern about listening behavior. This will lead to increase the
accuracy of the recommendation systems.

III. OUR APPROACH

The framework of ISSCF system (our proposed system) is
described in Fig. 2.

Music Dataset

A. Session Generation
based on Listening Behavior 

Active user

Feedback

Recommend

C. Incremental Update
Session-Music Matrix

using  Forgetting mechanisms

B. Session Based CF

Finding Similar Sessions

Calculating k-Nearest     
Sessions

 Active Session Prediction 

Top-N recommended songs
in Active session

New session

m2m1m3 m5 ...

Top-N
songs

Fig. 2. Overall our approach



A. Session Generation based on Listening Behavior

In this work, we use listening dataset from last.fm1

database as shown in Fig. 3 that collected during 2005 to May
2009. When a user listens to song, one log in database is
generated. Last.fm dataset contains 6,741,330 listening logs
obtained from 582 users and 613,117 songs. Each user is
analyzed the song diversity by using diversity measuring as
shown in (4). This song diversity measures the ratio of different
songs played in a session and the total songs played [6]. If song
diversity value is closed to 1, it can inform that a user played
different songs. Otherwise, this value can inform that a user
played repeatedly the same songs. In this dataset, the average
of song diversity is 0.21. This means that most of users listened
to music repeatedly and continuously.
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Fig. 3. The example of listening log data obtained from Last.fm

Song diversity =
#Different songs

#All songs
(4)

Since our framework is a modification of SSCF (Algorithm
1) [5] designed for on-line handling of on-line music services.
First, we define a session as the group of songs listened by
a user from the moment he/she starts playing songs to the
moment they stop it [5]. This work uses continuous time gap
of stopping playing songs more than 30 minutes to define as a
session. In initial process, we create 100 sessions for a single
user to avoid cold start problem as depicted in Fig. 4. Sessions
containing less than 2 songs are removed [5], [6].
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Fig. 4. The example of session generation

1http://www.dtic.upf.edu/ ocelma/MusicRecommendationDataset/

Algorithm 1 Traditional SSCF
1: Input : D,N, k
2: Output : Top N recommended songs
3: Create session-music matrix Met with set of sessions ss

✏ music datasets D
4: Calculate similarity matrix with Met by using cosine

similarity
5: For each session ssu :
6: For each session ssv :
7: For each song mj by j = Mssu\Mssv :
8: sim (ssu, ssv) =

P
j (rssu,mj ,rssv,mj )qP

j (rssu,mj )
2
qP

j (rssv,mj )
2

9: Finding k similar session (Sk)
10: Prediction score of song mj

11: For each song mj with active session as :

12: pas,mj = ras +
P

ssv2Sk sim(as,ssv)[rssv,mj�rssv ]P
ssv2Sk |sim(as,ssv)|

13: Recommend the top-N songs (Nrec) based on highest
prediction scores

B. Session Based CF

Since this work considers session profiles instead of user
profiles for generating recommendation, Session-Music matrix
is generated for each user as illustrated in Fig. 5. Based on this
data matrix rows represent session profiles, and the columns
represent songs. Each cell contains the frequency of songs
played in that session. In this process, we concentrate on the
prediction of next appropriated songs that user requests in the
active session (current session). Thus, our approach ranks all
candidate songs and recommend top-n songs that are likely to
come after songs that are listening to.
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...

...

...

...

...

ss

ss100 1 - 1 ...1

Active session
(AS)

m1 m2 m1 m4m1

Session 1 
(SS1)

Session 2 
(SS2)

...

Current

m3m1m2 m4  ...

Timeline
User1

Fig. 5. The example of Session-Music Matrix for a single user

The first step of this process, we find similar sessions by
measuring the similarity between an active session (as) and
other sessions (ssv). To measure the similarity between active
session (as) and other sessions (ssv) denoted as sim (as, ssv),
we use cosine similarity [5] as shown in (5), where rating
(ras,mj ) is the frequency of listening to song (mj) in active
session (as) and rating (rssv,mj ) is the frequency of listen to
song (mj) in the session ssv .

sim (as, ssv) =

P
j (ras,mj , rssv,mj )qP

j (ras,mj )
2
qP

j (rssv,mj )
2

(5)



Next, we calculate the k-nearest neighbors is applied to
find other sessions which are k most similarity to the active
session. Then, the prediction score of song mj in active session
as, defined as (pas,mj ), is determined with k session neighbors
(Sk) as shown in (6). Finally, all candidate songs are ranked
and recommend top-n songs playing in the active session.

pas,mj = ras +

P
ssv2Sk sim (as, ssv)

⇥
rssv,mj � rssv

⇤
P

ssv2Sk |sim (as, ssv)|
(6)

C. Incremental Update Session using Forgetting Mechanisms

Whenever a user listened to songs from the moment he/she
starts playing songs to the moment he/she stops it, and the
stopping time of playing songs is more than 30 minutes, a new
session emerges as to be feedback from a user. Incremental
process has been presented, where our approach incremen-
tally updates Session-Music matrix every time new session
is available. In order to maintain recent preference of user,
it should be decreased older and obsolete sessions. This work
uses forgetting mechanisms to re-update Session-Music matrix.
Forgetting mechanisms used in this work are sliding windows
and fading factors approaches.

1) Sliding windows: The sliding windows approach is
performed using a sequence-based sliding window of size sw
that holds information about sw most recent sessions in type
of first-in-first-out (FIFO) data structure[11]. In this approach,
we process by fixed size of most recent sessions. When an
incoming new session is added and sw is reached to fixed
window size, then oldest session of the user is discarded as
shown in Fig. 6. Then, the similarity value corresponding to
songs in new session are updated, while other values are kept.
Algorithm ISSCF with sliding windows is shown in Algorithm
2.
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Fig. 6. Sliding windows approach.

2) Fading factors: Since sliding windows provide an ef-
fective but abrupt way to forget older data. However, in many
cases previous data may contain valuable information and is
not necessarily discarded [11]. Fading factors provide another
way to gradually forget past data. The fading factors approach
is gradual forgetting or full memory approach [12] that uses
all sessions of matrix, but decreases importance of old session
with small weight as shown in Fig. 7. This approach can be
implemented by multiplying the elements of matrix for each
session by a factor w using formula (7). Algorithm ISSCF with
fading factors is shown in Algorithm 3.

w = e�↵t (7)

Algorithm 2 ISSCF with sliding windows
1: Input : D,N, k, sw
2: Output : Top N recommended songs
3: Initialize session-music matrix Met with set of session

S={ss1, ..., ss100} by S ✏ music datasets D
4: For each new active session as ✏ D:
5: Hidden last song (mhide) of as as test data
6: Update matrix Met with as
7: If length(Met) > size of window sw then

8: Remove oldest session (Metss1 )
9: Update session and music (row/column) of Met

10: (Re)calculate similarity matrix with Met by using
cosine similarity

11: For each session ssv with as in Met :
12: For each song mj by j = Mas\Mssv :
13: Calculate equation (5)
14: Finding k similar session (Sk)
15: Prediction score of song mj

16: For each song mj with active session as :
17: Calculate equation (6)
18: Recommend the top-N songs (Nrec) based on highest

prediction scores
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...

...

...

...

m4

-

-

3*w

m3

-

-

4*w2*w

m2

1*w

-

m1

1*w

2*w

1*w

ss3
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Fig. 7. Fading factors approach

where, w : weight value
↵ : controlling factor to define how fast the weights decrease
t : session order

IV. EXPERIMENTAL EVALUATION

A. Experimental setup

In the experimental process, we would like to know that
whether our framework could predict the next song to be
played in the current active session based on what user has
previously listened in that session. This work removes the last
songs to be played in the queried current active session as
testing datum [6] as shown in Fig 8. One important test is
how to deal with a large amount of data and perform in on-line
manner. We consider user sessions as a data stream. From the
analysis of last.fm data, there are 564 sessions. These sessions
are divided into 100 sessions to be used as initial sessions
and 464 sessions to be used as the queried active sessions
(testing data) that will continuously feed into system. Then,
testing data is executed by our framework (ISSCF) and SSCF
algorithm [5] to obtain the top-10 recommendations.

The following parameters are set to conduct the tests. For
sliding windows, we set window size (sw) in form of the
number of sessions at 200 and 400 latest sessions. For fading
factors, we set the weight values (alpha) of exponential time



Algorithm 3 ISSCF with fading factors
1: Input : D,N, k,↵
2: Output : Top N recommended songs
3: Initialize session-music matrix Met with set of session

S={ss1, ..., ss100} by S ✏ music datasets D
4: For each new active session as ✏ D
5: Hidden last song (mhide) of as as test data
6: Update matrix Met with as
7: Assigns weight (w) with factor ↵, session order (t) :
8: Calculate equation (7)
9: (Re)calculate similarity matrix with Met by using

cosine similarity
10: For each session ssv with as in Met :
11: For each song mj by j = Mas\Mssv :
12: Calculate equation (5)
13: Finding k similar session (Sk)
14: Prediction score of song mj

15: For each song mj with active session as :
16: Calculate equation (6)
17: Recommend the top-N songs (Nrec) based on highest

prediction scores

m3 m1m4 m2

Queried Active Session

Next song Prediction 

m2m1

m3 m1m4 ?

Queried Active Session

Next song Prediction

m2m1

Fig. 8. Evaluation approach in the next song prediction

decay function as controlling how fast the weights decrease
at 0.1 and 0.01. The both ISSCF and SSCF approaches use
cosine similarity and 30 best neighbor sessions as suggested
in [6]. In addition, this work has tested the computational time
of ISSCF and SSCF approaches in finding similarity process
and prediction process at 10 runs and 200 of the consecutive
queried active sessions.

B. Evaluation Metric

In evaluation process, we measure the accuracy of our
framework and other methods using HitRatio (HR@n) [5].
HR@n indicates that whether the desired songs appear on the
top-n recommendation lists for a single user in the queried
active session, and how many times they appear [6]. HR@n
metric is described in formula (8).

HR@n =
#hit

k
(8)

The average HR@n for one session in all users can be
calculated as shown in (9).

HitRatio =

PN
i=1 HR@n

N
(9)

Where, hit : if music is listened in the next song appear
on recommendation list, so hit is 1 otherwise is 0.

k : the number of hidden songs
N : the number of users

C. Results and Discussions

The result as depicted in Fig 9 shows the HitRatio of
ISSCF with sliding window at sw = 200 and sw = 400 and
compared with SSCF for each queried active session of all
users. From experimental results, ISSCF with sliding window
at sw = 200 got the average HitRatio at 0.085 and at
sw = 400 got the average HitRatio at 0.089. For SSCF
approach, the average HitRatio is 0.088. Fig 10 shows the
HitRatio ISSCF with fading factors in each queried active
session compared with SSCF. The average of HitRatio at
↵ = 0.01 is 0.11 and ↵ = 0.1 is 0.1146. We have conducted
Wilcoxon Tests at p� value = 0.1 between ISSCF and SSCF
for 50 queried active sessions. We conclude that there was no
statistically significant difference between ISSCF with sliding
windows and SSCF. Although there was no difference between
ISSCF and SSCF, but ISSCF can reduce the computational
time that will discuss next. Comparing between ISSCF with
fading factors and SSCF, there was a statistically significant. It
is clear that ISSCF with fading factors shows a good accuracy
than SSCF.

Fig. 11 shows the best result in each algorithms. ISSCF
with fading factors at ↵ = 0.1 still gives the best average
HitRatio than ISSCF with sliding windows and SSCF. We can
conclude that ISSCF with fading factor is capable to increase
significantly the accuracy of the recommendations.
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Fig. 9. The HitRatio of ISSCF with sliding windows compared with SSCF
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Fig. 10. The HitRatio of ISSCF with fading factors compare with SSCF

This work also evaluated the computational efficient of
ISSCF with SSCF. Since SSCF is the algorithm based CF,
so it uses the quadratic time, especially, for finding similarity
between whole sessions and songs in offline process and uses
more time for prediction process. Table I shows the execution
time used in those three algorithms at 200 sessions. Time was
measured on a PC with CPU speed at 3.20 GHz, 8 GB RAM,



Fig. 11. The average of HitRatio value of SSCF, ISSCF with sw = 400,
and ISSCF with ↵ = 0.1 for all users in all sessions
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Fig. 12. The execution time of finding session similarity and active session
prediction processes of ISSCF

and all algorithms were implemented in Python. The traditional
SSCF approach uses O(m2n) to find similarity (Algorithm 1
lines 5-8 ) and if we know the session of active user, so time
of prediction is O(n) (Algorithm 1 lines 11-12).

For ISSCF approach, it has to find similarity sessions when
latest session of active user is updated. This process uses com-
putational time that is O(mn) (Algorithm 2 lines 11-13 and
Algorithm 3 lines 10-12), where m is the number of sessions
and n is the number of songs in that session. In process of
active session prediction, it uses O(n) (Algorithm 2 lines
16-17 and Algorithm 3 lines 15-16). That is appropriate for
recommendation systems and helps computational reduction.
According to Fig. 12 shows the growth of execution times of
finding session similarity process and active session prediction
process of ISSCF. The ISSCF with sliding windows presents
very efficiency over ISSCF with fading factors approach, hence
ISSCF with sliding windows uses the fixed size of windows
(sessions). On the other hand, ISSCF with fading factors
approach does not discard data. It will affect to computational
time that grows with number of sessions in linear time.

TABLE I. EXECUTION TIME OF TWO APPROACHES

Approach Similarity Prediciton
Offline SSCF 10.16 sec. 0.02 sec.
ISSCF 0.09 sec. 0.02 sec.

V. CONCLUSION

Since Session-based Collaborative Filtering (SSCF) re-
quires expensive computations that grow polynomially because
of increasing in the number of users and songs, and SSCF
is not capable to process data in on-line manner in order

to maintain the system up-to-date. Therefore, this paper pro-
poses Incremental Session based Collaborative Filtering with
Forgetting Mechanism called ISSCF. It is a new framework
that modified in tradition SSCF incorporated with forgetting
mechanism. Our approach is suitable for the music domain
by taking into account the users listen to songs continuously
and repetition in a session. Thus, our purpose is to improve
the accurately recommendation for the next songs in active
session and to overcome the scalability problem in on-line
manner. For supporting on-line process, we adapt incremental
algorithm to SSCF by using forgetting mechanisms — sliding
windows and fading factors — to deal with old and obsolete
data. In our experiments, we evaluate the accuracy of our
purposed algorithm compared with SSCF by using HitRatio
(HR@n) metric [5], [6], and also evaluate the time-consuming
of our model comparing with SSCF. The results are shown that
our purposed framework outperforms in terms of accuracy and
computational time.
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